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2.2.2. La corteza cerebral y áreas de Brodmann . . . . . . . . . . . . 24

2.2.3. Relación est́ımulo-respuesta . . . . . . . . . . . . . . . . . . . 33
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Caṕıtulo 1

Introducción

“ Tienes la cara del que acepta lo que ve,

porque está esperando despertar”

Matrix

1.1. Introducción

La tecnoloǵıa Brain Computer Interface o BCI está basada en la monitorización,

el análisis y la decodificación de las señales generadas por las distintas estructuras

cerebrales bajo determinadas condiciones. Un sistema BCI puede utilizar diversas

técnicas para analizar la actividad cerebral con el objetivo de establecer un canal de

comunicación directo entre el usuario y un dispositivo externo [1] [2]. Interpretando

estos procesos y traduciendo esta información en órdenes concretas, será posible

controlar sistemas software o hardware a partir de señales cerebrales, obtenidas tanto

mediante tecnicas invasivas o no invasivas.

Un interfaz BCI no invasivo basa su funcionamiento en el análisis mediante méto-

dos de baja invasividad. Uno de los métodos no invasivos más utilizados esta basado

en la obtención de señales electroencefalográficas o EEG a través de electrodos colo-

cados en la cabeza del sujeto. Estas señales serán captadas durante la presentación

de estimulos al sujeto o bien durante algún tipo de actividad mental y/o motora. En

algunas ocasiones, se lleva a cabo este procedimiento con el objetivo de extraer la

correlación existente entre el estimulo que el sujeto recibe o la acción ejecutada por el

1
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sujeto y la respuesta cerebral generada. La actividad EEG incluye una amplia varie-

dad de ritmos diferentes identificados por su frecuencia, localización o amplitud, que

hacen que la señal EEG sea extremadamente compleja [3]. Sin embargo, numerosos

estudios [4] [5] muestran que existe un enorme campo de actuación cuyo desarrollo

permitirá identificar, clasificar y controlar algunas caracteŕısticas de dicha actividad

EEG. A pesar de que la tecnoloǵıa BCI todav́ıa está muy lejos de poder interpretar

estados mentales complejos e identificar pensamientos espećıficos, a d́ıa de hoy es

posible interpretar patrones cerebrales en las señales eléctricas de la corteza cerebral

utilizando señales electroencefalográficas o EEG.

En los últimos años están surgiendo infinidad de productos electrónicos relacio-

nados con la estimulación cerebral. Esta situación muestra que, lejos de encontrarse

confinada en los laboratorios de investigación, la percepción, agilidad y capacidad

mental es algo que preocupa cada vez más al ciudadano de a pie [6]. Esta preocu-

pación, junto con el creciente aumento de enfermedades degenerativas consecuencia

de una mayor esperanza de vida en el mundo desarrollado, hace del trabajo con

electroencefalograf́ıa y neurofeedback una pieza clave para el desarrollo humano. Los

sistemas BCI tienen aplicaciones en muchos campos de la industria, la asistencia

sanitaria e incluso el ocio [7]. Por ejemplo, seŕıa posible utilizar un sistema BCI para

construir una palabra completa, a través de la selección de cada una de las letras

que componen dicha palabra [8], es posible calibrar el sistema para que se adapte a

las señales EEG del sujeto. Una vez el sistema es capaz de identificar con cierta pre-

cisión los cambios en la actividad cerebral tras una serie de sesiones de calibración,

el usuario está listo para escribir palabras utilizando únicamente su cerebro [9].

Existen gran cantidad de estudios [10] [11] [12] que demuestran que los diferen-

tes procesos cerebrales pueden ser identificados mediante el análisis de los trazados

electroencefalográficos. Estas señales EEG están directamente relacionadas con la

actividad funcional del cerebro y pueden ser identificados y comparados. Por tanto,

será posible desarrollar un mecanismo que controle la aparición de dichos estándares

de actividad cerebral asociados a acciones o estimulos concretos. El nivel de com-

plejidad del proceso de decodificación y clasificación de la señal electroenfalográfica

está directamente relacionado con el tipo de acción asociada.

Algunos autores [13] [14] han sido capaces de decodificar la señal electroence-
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!
Figura 1.1: Captación de la actividad cerebral mediante un electrodo EEG

falográfica asociada a movimientos sencillos o decisiones con pocas opciones, desa-

rrollándose sistemas capaces de interpretar esa señal cerebral y traducirla a acciones

concretas.

La adquisición de la señal cerebral puede realizarse utilizando distintos métodos

que pueden clasificarse en dos grandes grupos en función de la utilización de métodos

invasivos o no invasivos. Algunos autores han llevado a cabo con éxito experimentos

mediante técnicas como la magnetoencefalograf́ıa (MEG) [15] [16] la Electrocortico-

graf́ıa (ECoG) [17] [18], o la resonancia magnética funcional (fMRI) [19] [20]. Deter-

minadas técnicas invasivas como el electrocorticograma presenta evidentes ventajas

respecto de la señal EEG por su precisión y menor ruido de la señal obtenida. Sin

embargo las técnicas invasivas generan un gran riesgo al paciente [21] [22] [23], lo

que supone una desventaja importante para su utilización de forma masiva. A pesar

de estos riesgos, muchos experimentos demuestran que con estos sistemas invasivos

es posible obtener una alta precisión en la decodificación y clasificación de la señal

cerebral [24]. Existen también otros métodos no invasivos, ya mencionados anterior-

mente, como la resonancia magnética funcional (fMRI), el magnetoencefalograma

(MEG), etc. Estas tecnoloǵıas poseen caracteŕısticas que desaconsejan su uso para
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Figura 1.2: Comparativa entre métodos de adquisición de señal cerebral. Resolución
espacial y temporal de los distintos metodos de obtención de la señal cerebral, tanto
invasivos como no invasivos [28]

investigaciones en el campo del BCI debido a su complejidad, su alto precio y el

hecho de que no sean adecuadas para su uso durante largo tiempo. Además, en el

caso de la fMRI, cabe destacar como desventaja evidente, su baja resolución tem-

poral (Figura 1.2). Este hecho hace que este tipo de métodos no invasivos tengan

especial relevancia en aquellos estudios en los que se han utilizado conjuntamente

con sistemas EEG [25] [26].

A pesar de lo anterior no se deben descartar totalmente los experimentos realiza-

dos a partir de técnicas invasivas, ya que dichos experimentos aportan información

útil que puede ser utilizada posteriormente en otro tipo de ensayos [27]. El poten-

cial de las técnicas invasivas está liderado por el electrocorticograma (ECoG) y los

arrays de micro electrodos, que han sido utilizados en experimentos BCI arrojando

resultados muy positivos en términos de precisión en la decodificación de las señales

obtenidas [17] . Sin embargo, este tipo de tecnoloǵıa presenta una serie de desventa-

jas más allá de su invasividad. El ECoG se encuentra limitado debido a que una vez

colocadas es muy dificil cambiar su ubicación. Además ofrecen desventajas adiciona-

les ya que con este tipo de técnicas frecuentemente no es posible cubrir la totalidad

del cortex. En la Figura 1.2 se realiza una comparativa entre los distintos métodos de

adquisición de la señal cerebral en función de su invasividad y su resolución temporal.
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En el presente trabajo se pretende demostrar que los sistemas no invasivos basa-

dos en EEG pueden mejorar la precisión en la decodificación, obteniendo resultados

comparables e incluso superiores a los alcanzados por sistemas BCI invasivos. Si

el desarrollo del BCI basado en señales EEG consigue precisiones en la decodifica-

ción de la señal cerebral superiores a las obtenidas utilizando técnicas invasivas, se

estará dando un paso importante para implantar los sistemas BCI.

Actualmente la robótica y la neurociencia poseen un gran potencial de desarrollo

a través de la Neuro-robótica. Este campo representa un reto tecnológico y cient́ıfico

en el que toman parte disciplinas procedentes de la ingenieŕıa y la medicina con

un objetivo compartido: profundizar en el conocimiento de los procesos neuronales

y neuromotores que dan lugar a determinados comportamientos, trasladando dichos

conocimientos a la neuro-robótica. Un sistema BCI t́ıpico posee una señal de entrada,

una señal de salida y un mecanismo complejo de procesado de señal que une la

entrada con la salida (Figura 1.3). Un sistema BCI permite tener acceso directo en

tiempo real a la información sobre la actividad cerebral del usuario. Para mejorar el

proceso de clasificación y decodificación de la señal, existe la posibilidad de aplicar

algoritmos genéticos con el objetivo de seleccionar aquellas caracteŕısticas de la señal

que contienen mayor información útil para el proceso de clasificación. En este sentido,

algunos autores [29] han demostrado la efectividad de utilizar algoritmos genéticos

a la hora de reducir el número de electrodos en experimentos BCI y aumentar sus

prestaciones.

La evolución de la neurotecnoloǵıa pasa por el análisis del conjunto de las funcio-

nes cerebrales asociadas no solo a procesos cognitivos, sino también al sistema motor.

Esta ĺınea de actuación abre nuevas oportunidades de colaboración entre cient́ıficos,

neurocient́ıficos e ingenieros. Todo ello va a permitir arrojar luz sobre determinados

comportamientos, que son fruto de procesos enormemente complejos y dinámicos

tales como el aprendizaje continuo, la mejora de habilidades motoras o desarrollo

cognitivo. La robótica está lista para proveer a cualquier disciplina de componentes

antropomorfos que permitan validar las tesis planteadas por la neurociencia y la neu-

rotecnoloǵıa. El camino que queda todav́ıa por recorrer debe mejorar la interacción

entre la robótica y el ser humano a través de modelos flexibles y adaptativos, con los

nuevos paradigmas basados en BCI [31]. La interacción entre neurociencia e ingenie-
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Figura 1.3: Esquema general de un sistema BCI [30]

ria permitirá mejorar el diseño de los nuevos dispositivos antropomorfos y mejorar el

rendimiento de los sistemas BCI. Estos sistemas poseen además un enorme potencial

si los combinamos con sistemas robóticos antropomorfos. Este extremo se aborda

también en siguientes caṕıtulos, todo ello desde la colaboración multidisciplinar al

servicio del desarrollo de nuevos productos neurotecnológicos integrados. Desde que

algunos investigadores comenzaron a explorar el uso de dispositivos robóticos para

la restitución de movimientos, han existido progresos importantes [32] pero se ha

mantenido la idea de que la comercialización y uso de este tipo de dispositivos es-

taba más cercano a la ciencia ficción que a la realidad. Aunque todav́ıa hoy existen

retos asociados con el diseño robótico que deben ser perfeccionados, los avances en

este campo han sido enormes [33]. La combinación de la robótica y los sistemas BCI

han arrojado buenos resultados en recientes estudios, que permiten atisbar un futuro

esperanzador para sujetos con movilidad reducida [34].

El presente trabajo está centrado en el análisis del movimiento de las extremida-

des superiores del sujeto. El sujeto realizará una serie de trayectorias con su brazo,

en un entorno tridimensional mientras se adquiere la señal EEG generada durante

la ejecución de la tarea. Esto permitirá analizar la intencionalidad motora del su-

jeto y evaluar las posibilidades de los sistemas BCI no invasivos para obtener altas
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Figura 1.4: Ejemplo de un sistema BCI para restitución del movimiento en extremi-
dades inferiores

precisiones en la decodificación en entornos tridimensionales.

Esta tesis doctoral se enmarca en el contexto general descrito hasta ahora. Los

objetivos del presente trabajo están en ĺınea con parte de los objetivos propuestos en

proyectos de investigación desarrollados por el grupo de investigación NEUROCOR

del que el autor de la presente Tesis forma parte. Los proyectos han sido financiados a

nivel nacional e internacional en convocatorias competitivas. En este punto merecen

especial mención los proyectos INCAMFUT e IRENE, relacionados directamente

con el análisis, procesado, decodificación y clasificación de la señal cerebral para

aplicaciones en sistemas BCI o el proyecto Exo-LEGS.

1.2. Alcance y objetivos

Este trabajo tiene como objetivo demostrar que es posible obtener un alto nivel de

precisión en la decodificación de la señal electroencefalográfica, durante la realización

de experimentos complejos en entornos tridimensionales. Con un adecuado proceso

de adquisición, procesado, entrenamiento y clasificación de la señal electroencefa-

lográfica, será posible obtener información suficiente a fin de clasificar movimientos

y trayectorias en entornos tridimensionales con un alto nivel de precisión.

Los objetivos principales de esta Tesis Doctoral son los siguientes:
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1. Desarrollar un sistema BCI basado en tecnoloǵıas no invasivas, capaz de deco-

dificar la intencionalidad del sujeto a través de la determinación de trayectorias

en entornos tridimensionales.

2. Demostrar que es posible obtener altas precisiones en la decodificación de la

señal electroencefalográfica en sistemas BCI.

3. Desarrollar un nuevo modelo de BCI que permita añadir robustez y nuevas

funcionalidades al modelo propuesto

1.3. Desarrollo de la Investigación

Este trabajo pretende refrendar las teoŕıas desarrolladas respecto de la señal EEG

y las posibilidades futuras del BCI con experimentos que certifiquen su validez. En

primer lugar se realizarán las observaciones pertinentes que permitan, a través de

la inducción, extraer el principio particular de cada una de dichas observaciones.

Paralelamente se plantearán las hipótesis que corresponda en cada caso para pos-

teriormente confirmar dicho planteamiento mediante la ejecución del experimento.

En base al resultado obtenido se extraerán las conclusiones correspondientes. Las

teoŕıas extráıdas del presente trabajo, estarán apoyadas en experimentos cient́ıficos

bajo condiciones parametrizadas que certifican su validez.

En primer lugar se han diseñado experimentos de adquisición de señal EEG para

su posterior análisis. En colaboración con el Kinesiology laboratory de la “School

of Public Health” de la Universidad de Maryland (EEUU), han sido seleccionados

seis sujetos para realizar una tarea de movimiento de una extremidad superior desde

un punto central hasta ocho puntos diferentes colocados alrededor de dicho punto

central inicial y en diferentes planos. Durante el movimiento de cada uno de los

sujetos, se obtienen datos respecto de la trayectoria espacial que realiza, junto con

la señal EEG que genera el sujeto durante el intervalo en el que su extremidad se

desplaza. El experimento ha sido diseñado de tal forma que permita disponer de la

mayor cantidad de información posible, tanto desde el punto de vista de la señal EEG

generada como respecto del movimiento efectuado por brazo. En este experimento

toman parte varios sujetos que realizan sucesivos intentos hacia unos objetivos o
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“targets” situados de una forma concreta en un entorno tridimensional.

Entre los objetivos también está la evaluación de los diferentes algoritmos uti-

lizados en entornos BCI. Se aborda la posibilidad de explorar nuevas formas de

aplicación de los sistemas interfaz cerebro máquina para potenciar las prestaciones

de dichos sistemas en personas con movilidad reducida o minusvaĺıa severa. Además,

se planteará la utilización de la información disponible a través del análisis de la señal

electroencefalográfica junto con otra información de tipo posicional o inercial de los

objetos del entorno, todo ello con el objetivo de mejorar el nivel de precisión de los

sistemas BCI. Se desarrollará software espećıfico para permitir al usuario visualizar

la actividad cerebral e interaccionar a traves de las GoogleGlass [35]. Este punto me-

rece especial atención, ya que el establecimiento de un canal de comunicación entre

las googleGlass y un dispositivo BCI, puede abrir infinidad de posibilidades para el

desarrollo de estos sistemas. Estas nuevas funcionalidades de los sistemas BCI pue-

den complementar a los sistemas robóticos antropomorfos controlados por BCI no

invasivo, convirtiéndose en una pieza clave en el campo de la robótica asistencial.

1.3.1. Análisis de las bases biológicas y estudio de los méto-

dos de clasificación para señales cerebrales

Se debe tener en cuenta el contexto bajo el que se realiza la adquisición de la señal

cerebral para que, una vez tratada y analizada, pueda ser clasificada con la mayor

precisión. Por tanto, será necesario conocer los mecanismos biológicos y fisiológicos

que desencadenan los potenciales de acción, aśı como el modelo que opera entre las

distintas estructuras cerebrales. En ese sentido, es de vital importancia conocer la

forma en la que las estructuras cerebrales codifican la información sobre determinadas

acciones del sujeto en señales cerebrales que se reflejan en la corteza cerebral y que

serán captadas y analizadas por un sistema BCI.

Conocer los mecanismos de generación de la señal cerebral es importante para

realizar el proceso inverso de decodificación. Conocida la señal reflejada en la corteza

cerebral y captada a través de electrodos EEG, ésta debe ser procesada y clasificada

mediante aquel algoritmo o conjunto de algoritmos que minimicen el error a la hora

de obtener el proceso motor o cognitivo que generó esta señal.
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1.3.2. Obtención de datos y desarrollo del experimento

La obtención de las señales cerebrales se realizará mediante sistemas de monito-

rización EEG no invasivos cuyas caracteristicas serán descritas posteriormente. Los

conjuntos de datos se obtendrán a partir de un número suficiente de sujetos seleccio-

nados que desplazarán una extremidad superior en desde un punto central hasta ocho

puntos diferentes, colocados tal y como se ha descrito en 1.3. Cada sujeto realizará un

número de intentos suficiente durante los cuales el brazo sigue la trayectoria desde

el punto central a cada uno de los targets. Durante el desplazamiento, se obtendrán

datos de la trayectoria espacial que realiza. Toda esta información sera recopilada

junto con la señal EEG que genera el sujeto, no sólo a lo largo del intervalo en el

que su extremidad se desplaza, sino también unos segundos antes de comenzar el

movimiento.

1.3.3. Transferencia tecnológica e integración con otros sis-

temas

Esta tesis doctoral está centrada en la decodificación de las señales cerebrales

que originan y gúıan la ejecución del movimiento de una extremidad superior en un

entorno tridimensional. Tal y como se expondrá en siguientes caṕıtulos, conseguir

altas precisiones en la decodificación de las señales electroencefalográficas durante

este tipo de tareas, supone un paso importante a la hora de desarrollar extremidades

robóticas, capaces de sustituir a las extremidades humanas y recibir órdenes directa-

mente de la corteza cerebral, todo ello utilizando métodos no invasivos de captación

de la señal. El siguiente gran paso del BCI debe hacerse combinando las prestaciones

que ya hoy ofrecen los sistemas BCI, con los últimos desarrollos en el campo de la

robótica y, con sistemas de visión asistida. Los dispositivos de asistencia que se co-

menzarán a desarrollar, implementar y comercializar en un futuro próximo estarán

formados por sistemas BCI de análisis de la señal cerebral en combinación con otros

sistemas robóticos y de análisis del entorno. Estos sistemas tendrán la posibilidad

de adaptarse a las caracteŕısticas particulares de cada situación y cada sujeto, to-

do ello a través de algoritmos inteligentes que analizarán determinados parámetros

durante un periodo de aprendizaje inicial adaptando su funcionamiento futuro. Esto
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permitirá optimizar la precisión de estos sistemas, mejorar la adaptación a las carac-

teŕısticas particulares de cada sujeto y mejorar la toma de decisiones. La utilización

de algoritmos genéticos permitirá optimizar la operación global del sistema mediante

la selección de aquellos electrodos que aportan información útil y no redundante.

El presente trabajo pretende mostrar el gran número de posibilidades que se

abren con el desarrollo conjunto del BCI, la robótica y la visión por computador

no solo dentro del laboratorio, sino también fuera de él. El desarrollo de un nuevo

modelo de BCI portatil que sirva como base de desarrollos futuros mas complejos,

también forma parte del presente trabajo.

1.4. Organización de la Tesis

Este trabajo se estructura en 5 caṕıtulos que desarrollan los objetivos anterior-

mente expuestos.

En el segundo caṕıtulo se describen las principales caracteŕısticas de un sistema

BCI en función del contexto en el que se desarrolla el experimento. En este apartado

también se aborda la evolución histórica del BCI aśı como otros aspectos sobre la

composición y tratamiento de la señal EEG. Además, se describen los fundamentos

biológicos y neurológicos responsables de la generación de la señal cerebral asociada

a procesos motores o cognitivos.

En el tercer caṕıtulo se describe el estado del arte de los principales algoritmos

utilizados en los experimentos BCI para decodificar, analizar y clasificar la señal

EEG. Se analizan y describen las principales caracteŕısticas de cada uno de ellos,

dependiendo del tipo de datos analizado. Este caṕıtulo se centra en una de las partes

clave de cualquier sistema BCI, ya que los algoritmos utilizados condicionarán, en

gran medida, los resultados del experimento en términos de precisión en la clasifica-

ción, agilidad del proceso de decodificación, coste computacional, etc.

En el cuarto caṕıtulo, se muestran los resultados de decodificación de señal obte-

nidos en un experimento BCI mediante técnicas no invasivas, en un entorno tridimen-

sional. En este apartado se describe detalladamente el modelo BCI completo desde

la adquisición de la señal EEG, durante la realización de una determinada tarea por

parte de los sujetos, pasando por el procesado y clasificación de dicha señal, junto
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con el análisis de los resultados de todo el proceso. La comparación de los resultados

obtenidos permitirá extraer conclusiones sobre el avance que ha supuesto este estu-

dio en relación con otros experimentos realizados con tecnicas invasivas. Además, se

discuten los resultados obtenidos tras aplicar algoritmos genéticos a los análisis de

la señal EEG permitiendo seleccionar aquellos canales que más información trans-

portan, reduciendo aśı las dimensiones de la información a tratar y, en consecuencia,

aumentando la velocidad de ejecución del proceso completo. E

En el quinto caṕıtulo se describen los principales avances y conclusiones derivadas

del trabajo descrito en los caṕıtulos anteriores. n este caṕıtulo, también se desarrolla

un nuevo modelo de BCI portátil concebido en el marco de la presente tesis doctoral.

Este nuevo modelo de BCI esta integrado por dispositivos de última generación que

añaden robustez y nuevas funcionallidades al modelo desarrollado. Con ese punto de

partida, se describen algunas ĺıneas futuras en el marco del BCI y su interacción con la

robótica en ĺınea con los avances aqúı expuestos. Estos retos podran ser desarrollados

e implementados tomando como base el trabajo realizado en esta tesis doctoral.



Caṕıtulo 2

Fundamentos del Brain Computer

Interface

Ahora sé por qué llorán los humanos, pero

eso es algo que yo nunca podré hacer

Terminator

2.1. Introducción

El Brain Computer Interface puede definirse como un enlace directo entre el cere-

bro humano y un sistema externo, que detecta determinados patrones en la actividad

cerebral y es capaz de traducir dichas señales en comandos para controlar un disposi-

tivo externo. Las aplicaciones basadas en BCI nacieron con el objetivo de establecer

nuevos canales de comunicación para aquellos usuarios con pérdida de movilidad o

afectados por enfermedades como esclerosis lateral amiotrófica, tetraplegia, etc [36]

[37]. El desarrollo de los sistemas BCI están suponiendo un cambio de paradigma des-

de el punto de vista de la interacción del ser humano con un teclado, ratón u otro tipo

de dispositivo tal y como se ha venido demostrando desde los primeros experimentos

exitosos con sistemas BCI [38]. Estos sistemas no sólo pueden ser complementarios

a los dispositivos clásicos de control e interacción, sino que en determinados casos

pueden llegar a sustituir total o parcialmente a estos tras un proceso de aprendizaje

espećıfico [39].

13
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El sistema BCI establece un canal de comunicación independiente del camino que

siguen los impulsos nerviosos desde el cerebro hasta los nervios y músculos periféricos

[40]. Para conseguir controlar un dispositivo a través de la actividad mental generada

por el usuario, los sistemas BCI utilizan diversas técnicas para diferenciar entre

las diferentes actividades mentales. Dependiendo de las caracteristicas, los sistemas

BCI pueden ser clasificados en función de diversos parámetros en: dependientes e

independientes, śıncronos o aśıncronos, en función del fenómeno neurológico en el que

se basa el sistema BCI, dependiendo del método de extracción, selección y traducción

de caracteŕısticas, e incluso en función del dispositivo de salida. Estas caracteŕısticas

del sistema BCI son sólo una pequeña muestra de la lista propuesta por algunos

autores [41] que ha sido utilizada para describir el estado del arte de la tecnoloǵıa

BCI [42].

Si analizamos la naturaleza de las señales en las que se basa un sistema BCI, este

trabajo y la mayor parte de trabajos de investigación realizados en los últimos años

sobre tecnoloǵıa BCI han tenido como base las señales EEG [43] [44] [45] [46]. Esto se

debe a que este tipo de señales pueden ser captadas sin riesgo para el sujeto, de una

forma no invasiva y conservando la correspondencia existente entre la información

contenida en la señal EEG y los procesos cerebrales que la desencadenan [47] [48].

Sin embargo, también existen otras razones ligadas a las caracteŕısticas propias de

la señal EEG tales como la alta resolución temporal, la facilidad de uso o el relati-

vo bajo coste de los componentes básicos para electroencefalograf́ıa. A lo largo de

este caṕıtulo se analizarán las bases biológicas, fisiológicas y computacionales que

sustentan el funcionamiento de todo sistema BCI basado en señales EEG.

Los sistemas BCI poseen una estructura y modelo muy similar en todos los casos

[30], aunque pueden diferir en el método mediante el que se obtiene la señal cerebral,

el número de electrodos utilizados o el fin para el que fueron diseñados. El sistema

detecta la presencia de patrones espećıficos en la actividad cerebral del sujeto. Una

vez captada y analizada la señal, el sistema BCI es capaz de decodificar estos patrones

contenidos en la señal, traduciéndolos en comandos de control. Para detectarlos, los

sistemas BCI utilizan diferentes algoritmos de procesado de señal dependiendo del

entorno en el que se desarrolla el experimento, tipo de tarea a ejecutar, naturaleza

de la señal adquirida, dispositivo de salida o dimensiones de los datos obtenidos [49].
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Estos algoritmos constituyen una parte fundamental del diseño de un sistema Brain

Computer Interface. Todo ello puede apreciarse con detalle en la Figura 2.1. Además,

en algunos sistemas, el usuario puede recibir información adicional a través de un

display que muestra las señales generadas por el sistema BCI relativas a su actividad

cerebral [50].

Figura 2.1: Diseño y funcionamiento general de un sistema BCI básico [49]

La señal cerebral captada a través de sistemas EEG no sólo contiene informa-

ción útil para controlar un sistema BCI, sino que también contiene otro tipo de

información procedente de fuentes distintas a la actividad cerebral. Este tipo de per-

turbaciones reflejadas en la señal EEG, cuyo origen no son las funciones cerebrales

objeto de monitorización, se denominan ‘artifacts’. Debido a esto, existen métodos

[51] [47] que tienen como objetivo eliminar el ruido de la señal EEG separando la

señal útil de los ‘artifacts’. Este tipo de perturbaciones contenidas en la señal EEG

no tienen por qué ser totalmente externas, sino que pueden proceder del propio su-

jeto pero de fuentes distintas a la actividad cerebral. Esto ocurre en el caso de las

perturbaciones fisiológicas, producidas por movimientos voluntarios o involuntarios

de la musculatura, tanto en la cara como en otras partes del cuerpo. La Figura 2.1

muestra el proceso que sufre la señal desde que es captada hasta su clasificación.

Esta señal EEG también puede contener perturbaciones externas o extrafisiológicas

como las procedentes de fuentes externas y ajenas al propio sujeto: perturbaciones

electromagnéticas del ambiente, señales eléctricas de equipamientos cercanos, etc. Es

necesario disponer de un subsistema que elimine el ruido procedente de otras fuentes
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distintas de la actividad cerebral que se encuentre contenido en la señal EEG antes

de que esta señal sea amplificada o tratada. Algunos dispositivos de adquisición de

señal EEG modernos poseen electrodos activos que permiten minimizar la aparición

de perturbaciones extrafisiológicas en la señal EEG [52].

Figura 2.2: Registro de señales EEG afectadas por perturbaciones o ártifacts’

Para maximizar la precisión del sistema BCI decodificando el mecanismo neu-

rológico que dio lugar a la señal original se prondrán en marcha algoritmos para re-

ducir las dimensiones de la señal, facilitar su clasificación y extraer sus caracteŕısticas

principales. Este se describe en los bloques centrales de la Figura 2.1. En ese punto,

las señales con demasiadas dimensiones o excesivo ruido son tratadas o descartadas.

Sólo en sistemas ideales serán identificadas y seleccionadas aquellas caracteŕısticas,

dimensiones y canales que poseen significado y utilidad, en detrimento de aquellas

señales que no aportan información útil al proceso de clasificación. En este proceso es

posible introducir procesamiento previo. Utilizando algoritmos genéticos [53], se ob-

tendrá el conjunto óptimo de electodos que aporten mayor cantidad de información

útil, minimizando el error y optimizando la precisión del sistema BCI.

2.1.1. El modelo Brain Computer Interface

El modelo funcional y la estructura de un sistema BCI ha sido detalladamente

descrito en el pasado por diversos autores [43] [49]. Es posible comprobar cómo algu-

nos trabajos cient́ıficos combinan la tecnoloǵıa BCI con la robótica para neuroreha-

bilitación [54], permitiendo mejorar la calidad de la rehabilitación y disminuyendo

el tiempo de recuperación. Las señales de entrada son procesadas extrayendo las

caracteŕısticas seleccionadas. Tomando como base las caracteŕısticas seleccionadas,
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tiene lugar el proceso de clasificación, generando la señal de salida, cuyo destino

final será el dispositivo o aplicación que ejecute la acción. El modelo BCI tiene el

dispositivo de salida como su último eslabón. Los dispositivos de salida se han desa-

rrollado gracias a la utilización de entornos de realidad virtual en los que el sujeto

puede operar en entornos muy similares a los videojuegos [55] o ejercer el control de

navegadores web [56] [57] a través del sistema BCI.

Los electrodos situados en la superficie de la cabeza del sujeto monitorizan la ac-

tividad cerebral obteniendo señales procedentes de la corteza cerebral, almacenando

estas señales eléctricas que pueden ser posteriormente tratadas, filtradas, decodi-

ficadas, procesadas y clasificadas. Un sistema BCI se compone a su vez de varios

subsistemas encargados de realizar tareas concretas. Las tareas desarrolladas por

estos subsistemas dependen fundamentalmente de la naturaleza de la señal, de su

procedencia, de sus caracteŕısticas y del contexto en el que estas señales han sido

obtenidas. La estructura de estos subsistemas no vaŕıa demasiado de un sistema BCI

a otro, a pesar de que pudieran estar concebidos para fines muy distintos.

Dentro de las posibilidades para adquirir señales EEG disponibles en la actua-

lidad, es dificil conseguir cierta calidad en la señal sin la utilización de fluidos o

geles entre el electrodo y la superficie de la cabeza. Estos fluidos permiten reduzcir

la impedancia y aumentar la conductividad. Sin embargo, desde la industria de los

sistemas BCI se están dando los pasos necesarios para mejorar la tecnoloǵıa y con-

seguir electrodos “secos” que consigan una calidad de señal similar a los electrodos

“húmedos”. Ya hoy existen algunos experimentos que utilizan electrodos secos en sis-

temas BCI con resultados esperanzadores [58]. Los electrodos secos no son utilizados

todav́ıa para experimentos BCI complejos, aunque hay estudios que han arrojado

buenos resultados con este tipo de captadores de señal EEG. Algunos autores han

desarrollado ensayos con electrodo seco [59] con buenos resultados tras un periodo

inicial de 15 minutos de calibración y puesta en marcha. Estos resultados podŕıan

ser el inicio de los futuros sistemas BCI para aquellas aplicaciones que requieran la

monitorización continua de señales EEG durante largo tiempo.
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2.1.2. Evolución histórica del BCI

El Brain Computer Interface es una disciplina de investigación que aglutina im-

portantes áreas no sólo de la ingenieŕıa y la robótica sino también de la medicina

y la neurociencia. Las investigaciones en este campo son relativamente recientes ya

que los primeros experimentos que iniciaŕıan el camino hacia el BCI fueron llevados

a cabo por Carlo Matteucci (1811-1868) y Emil Du Bois-Reymond (1818 – 1896).

Estos experimentos han sido descritos en la literatura cient́ıfica [60] haciendo cons-

tar que fueron los primeros en establecer el concepto de neurofisioloǵıa al registrar

señales eléctricas procedentes del movimiento muscular utilizando un galvanómetro.

Sin embargo, no fue este el paso definitivo hacia lo que originaŕıa la monitorización

de señales electroencefalográficas y el Brain Computer Interface. Estos primeros ex-

perimentos en los que se registró por primera vez la señal cerebral procedente de

movimientos musculares pueden considerarse una primera aproximación al análisis

de las señales eléctricas del cerebro junto con los cient́ıficos Fritsch (1838 – 1927)

y Hitzig (1838 – 1907) que fueron los primeros en llevar a cabo un experimento de

estimulación eléctrica del cerebro. Algunos autores [61] atribuyen al fisiólogo inglés

Catón el hecho de ser el primero en registrar corrientes cerebrales mientras exa-

minaba cerebros de mono y conejo recogiendo las oscilaciones en un galvanómetro,

observando que la iluminación que recib́ıa el ojo de los animales era capaz de modi-

ficar el potencial de la señal obtenida. Este hecho fue posteriormente confirmado por

Fleisch von Marxow en 1880, pudiendo comprobar además la facilidad de trabajar

sobre la corteza cerebral a la hora de obtener registros. Con estos antecedentes, la co-

munidad cient́ıfica atribuye a Hans Berger (1873 – 1941) la colocación de la primera

piedra en el análisis de la señal cerebral tal y como hoy lo conocemos. Se le atribuye

el descubrimiento de la existencia de las señales EEG en humanos registrando la

actividad cerebral de un joven de 17 años. Comenzó sus estudios en este campo en

1902 con una motivación totalmente distinta que la de encontrar señales cerebrales

para su monitorización; a estos estudios sobre la señal EEG dedicaŕıa toda su vida

[62]. Hans Berger es una referencia para todo aquel que investiga aspectos relaciona-

dos con la electroencefalograf́ıa. Su primer trabajo publicado sobre EEG en humanos

data de 1929 y puede ser considerado uno de los padres de esta disciplina. Este tra-

bajo [63], titulado “sobre el electroencefalograma humano”, no sólo mostraba que
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las oscilaciones regulares de corriente eléctrica pueden ser obtenidas directamente de

la superficie de la cabeza en sujetos humanos, sino también que estas oscilaciones

no están relacionadas ni con el flujo sangúıneo, ni con las propiedades eléctricas de

la piel, aspecto clave para comenzar a relacionar la actividad muscular o cognitiva

del sujeto con la señal cerebral. Posteriores estudios de Berger [64] probaŕıan defini-

tivamente que es el cerebro el origen de dichas ondas electroencefalográficas siendo

el primero en medir e identificar la actividad oscilatoria del cerebro como las onda

alpha (8-10hz). Otros cient́ıficos como Kornmüller o Fischer y Löwenbach validaron

posteriormente los planteamientos de Hans Berger [65]. A partir de este momento, las

señales EEG seŕıan utilizadas para tratar de localizar patoloǵıas cerebrales y asociar

señales EEG con actividad mental concreta.

En 1930, el cient́ıfico inglés Grey Walter fue más allá que Berger convirtiéndose

en el primer cient́ıfico en detectar actividad anormal asociada a la presencia de tu-

mores o epilepsia [66]. También fue pionero realizando adquisiciones de señal EEG

con varios electrodos simultaneamente al tiempo que mostró determinados patro-

nes cerebrales cuyos cambios estaban asociados a determinadas tareas mentales. A

partir de 1940, según publicaciones ligadas al estudio de la epilepsia [67], el camino

que inició Hans Berger comienza a ser recorrido por otros cient́ıficos como Adrian,

Matheus y Grey Walter en Gran Bretaña; Fisher Kornmüller, Foerster y Tönis en

Alemania y otros cient́ıficos como Jassper, Bishop o Lennox desde Norteamérica. Es

a partir de este momento en el que las señales EEG comienzan a ser valoradas como

parte del instrumental cĺınico, con el objetivo de realizar diagnósticos fiables sobre

múltiples desórdenes neurológicos.

Partiendo de estos hallazgos, gran parte de los desarrollos en el campo del BCI

han estado motivados por un intento de mejorar las vidas de sujetos que han sufri-

do lesiones neurológicas o neuromotoras, tales como la esclerosis lateral amiotrófica,

derrames cerebrales, parálisis, tretaplegia, etc. . . El BCI está siendo estudiado du-

rante los últimos 30 años y nació como una respuesta para solucionar estos graves

problemas a los que se enfrentan esos pacientes que han perdido casi totalmente la

movilidad de su cuerpo pero conservan intactas las funciones de razonamiento, vi-

suales y cognitivas. Los investigadores comienzan a valerse de estas funciones para

establecer mecanismos que están permitiendo a todo tipo de pacientes comunicarse
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con el exterior. En este sentido, los sistemas BCI no sólo han utilizado como fuente

las señales EEG o ECoG, sino también la señal generada a partir del reconocimiento

del movimiento de los ojos [68].

Las investigaciones en el campo del Brain Computer Interface son cada vez más

multidisciplinares, introduciendo conceptos procedentes de la neurociencia, la psico-

loǵıa, las matemáticas, la ingenieŕıa y la informática. Sin embargo, en los últimos

años a medida que los sistemas BCI han ido incorporándose a experimentos que

buscaban aplicaciones fuera de los laboratorios de investigación, el desarrollo en este

campo ha comenzado a estar influido por la ciencia cognitiva, la ingenieŕıa o las

humanidades. El campo de la neurociencia suministra información muy valiosa so-

bre la estructura, funciones y mecanismos del cerebro humano. La ingenieŕıa y los

sistemas de tratamiento de señal juegan un papel fundamental en la implementación

de sistemas que permitan ejecutar acciones concretas sobre el reconocimiento de los

datos EEG.

Debido a que la usabilidad y fiabilidad de los sistemas BCI han sido mejoradas

de una forma importante en los últimos 20 años, su aplicabilidad para todo tipo de

escenarios, fuera de los usos con pacientes de movilidad reducida, ha ido creciendo de

forma paralela. La introducción de sistemas BCI pasivos e h́ıbridos han permitido que

esta tecnoloǵıa pueda resultar interesante también para personas sanas que realizan

tareas muy espećıficas como usos militares, personas que interactúan con realidad

aumentada, astronautas, etc. Las aplicaciones de los prototipos BCI comienzan a

desarrollarse en el campo de los videojuegos y el entretenimiento, posibilitando el

control de un videojuego utilizando las señales cerebrales conjuntamente con las

habilidades fisicas tradicionales [69]. Los usuarios sin ningún tipo de problema motor

o cognitivo, podŕıan beneficiarse de los avances en los sistemas BCI, utilizando esta

tecnoloǵıa como un input adicional al sistema de decisión.

El BCI basado en señales electroencefalográficas y entornos no invasivos no ha

hecho mas que despegar, a la vista de los diversos experimentos que están mostrando

el enorme potencial que encierra el análisis de la señal EEG, ya desde las primeras

sesiones de test. Mejorar la precisión en la decodificación de la señal es fundamental

para que los sistemas BCI avancen desde el laboratorio al mundo real, por eso al-

gunos trabajos ya estan mostrando una alta precisión en la decodificación desde las
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primeras pruebas [70], detectando el movimiento del dedo a izquierda y derecha. El

BCI basado en EEG se encuentra actualmente en un estado embrionario del que de-

be salir mediante la maduración de tecnoloǵıas de adquisición de señales, mejora de

los algoritmos utilizados para decodificación de la señal y aumento del conocimiento

sobre los mecanismos cerebrales que originan la señal en la corteza a partir de las

decisiones del sujeto. En este sentido serán aspectos clave por un lado aumentar la

capacidad de comunicación entre el sujeto y la máquina o interfaz, y por otro diseñar

tecnoloǵıa capaz de integrarse en la vida cotidiana facilitando al sujeto la ejecución

de tareas rutinarias.

2.2. Bases del modelo BCI

El cerebro humano y una computadora clásica poseen muchas similitudes que

hacen inevitable que, en ocasiones, estos sistemas sean comparados para evaluar sus

rendimientos durante la ejecución de determinadas tareas. Si se tuviese que compa-

rar el cerebro con una computadora actual, se encontraŕıan diferencias sustanciales

tanto en su estructura y arquitectura como en las funciones desempeñadas por cada

uno de los elementos. A pesar de que tanto el cerebro como la computadora han sido

diseñados para solucionar problemas enormemente complejos, ambos tienen diferen-

cias importantes que los hacen muy distintos. El modelo computacional del cerebro

está basado en una arquitectura distribúıda, en una red neuronal que integra tanto

la memoria como la capacidad de computación. No existe una separación clara y di-

recta entre la unidad de procesamiento y la memoria. Esta es una de las diferencias

importantes desde el punto de vista estructural, ya que en una computadora tradi-

cional existe una separación clara entre la memoria y la unidad de procesamiento. En

el cuadro 2.1 se puede encontrar una comparativa sobre las diferencias estructurales

y funcionales de cerebro humano y computadora. La capacidad de procesamiento

ante problemas de distinta naturaleza también diferencia al cerebro de una compu-

tadora convencional. En el caso de la computadora tradicional existe una separación

clara tanto entre el software (o programa) y el hardware, como entre la capacidad

de procesamiento y la memoria. Por el contrario, la memoria y el aprendizaje en

la red cerebral se encuentra definida y almacenada en las conexiones sinápticas, en
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Cerebro Computadora
Arquitectura Distribuida. No existe se-
paración entre unidad de proceso y me-
moria

Arquitectura Harvard o Von Neuman.
La CPU y la Memoria están claramente
separadas

El Cerebro humano posee aproximada-
mente 1011 Neuronas con 104 conexio-
nes cada una

Un Chip de silicio posee 1010 transisto-
res con relativamente pocas conexiones

Computación paralela y conexiones
adaptativas de los elementos neurona-
les

Computación secuencial a través de
CPUs y conexiones fijas

Excelente para resolver problemas com-
plejos (reconocimiento de rostros, len-
guaje, etc.)

Excelente realizando cálculos ma-
temáticos de alta complejidad

Cuadro 2.1: Comparación funcional y estructural entre la computación neuronal y
la de una computadora clásica.

la capacidad de producir cambios en los umbrales de excitación con el objetivo de

poner en marcha un proceso de aprendizaje.

Desde el punto de vista de la rapidez, la velocidad a la que el cerebro es capaz de

resolver operaciones complejas en las que intervengan ráıces cuadradas, potencias o

problemas geométricos será lenta en comparación con la capacidad de la computadora

para resolver el problema matemático por muy complejo que este sea. Sin embargo,

la computadora convencional será extremadamente lenta en resolver problemas de

la vida cotidiana, analizar escenas complejas o tomar decisiones correctas del mundo

cotidiano. En este último caso, los mecanismos cerebrales ganarán en velocidad al

computador más avanzado.

El cerebro no constituye una máquina de propósito general que pudiera asimilarse

con un computador compuesto de una unidad central de proceso y una unidad de

memoria. Muy al contrario, el cerebro está compuesto por una red compleja de subsis-

temas altamente especializados que se encargan de realizar tareas concretas. Según se

desprende de estudios recientes, a pesar de que hasta ahora la visión general sobre las

funciones cerebrales ha estado exclusivamente ligada con el control motor y la coordi-

nación, se han encontrado evidencias desde el punto de vista de la neuroanatomı́a, el
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comportamiento y el estudio de imagen cerebral que está cambiando profundamente

esta visión. En este sentido, estudios neuroanatómicos habŕıan demostrado que los

mecanismos cerebrales alcanzan grandes áreas de la neocorteza, incluyendo regiones

prefrontales y de la corteza parietal posterior. Además, recientemente ha quedado

claro que el cerebro está rećıprocamente conectado con los ganglios basales y con el

cerebelo, lo que podŕıa sugerir que estas estructuras subcorticales son parte de una

red densamente interconectada [71] [72]. A nivel anatómico, es sobradamente cono-

cida la división del cerebro en dos partes bien diferenciadas: La corteza cerebral y

las regiones subcorticales. Los sistemas BCI no invasivos están basados en el análisis

de la señales captadas en el cuero cabelludo, debido a que cualquier tarea ejecutada

por el ser humano tiene su reflejo en la corteza, concentrando en ella las principales

funciones motoras, funciones de razonamiento y cognición, etc.

Años atras se ha estado trabajando en aspectos relacionadas con la naturaleza

de las fuentes de la señal EEG, el origen de las mismas, asi como el análisis de sus

patrones y caracteŕısticas [73]. Algunos estudios [74] han analizado conjuntamente

los resultados del análisis de la señal EEG y los obtenidos a través de la resonancia

magnética funcional (fRMI). Este tipo de estudios [75] ha permitido identificar el

nivel de ox́ıgeno en sangre dependiendo de los cambios de la señal EEG asociados a

cambios patológicos y psicológicos analizando ritmos cerebrales de la señal EEG.

Todos estos estudios, ayudan a conocer el comportamiento de las estructuras

cerebrales relacionándolo con la señal EEG generada.

2.2.1. Bases biológicas y modelo neuronal

Las señales EEG constituyen la firma de los procesos que tienen lugar a nivel

cerebral. En sistemas BCI basados en señales EEG, las fuentes electrofisiológicas

están ligadas a mecanismos y/o procesos neurológicos que son identificados para

generar las señales de control. Como ya se ha relatado, la corteza cerebral es el centro

principal para el control del movimiento voluntario. Utiliza la información que recibe

del cerebelo, de los ganglios basales y de otros centros del sistema nervioso central,

aśı como las señales de retroalimentación procedentes de la periferia, con el objetivo

de controlar el movimiento voluntario. Además, la corteza cerebral proporciona las

funciones intelectuales avanzadas del ser humano, como capacidades de memoria y
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de recuerdo, aśı como otras funciones cognitivas superiores. Hace varias décadas, la

asociación entre los procesos cognitivos y un patrón de señal EEG era objeto de

estudio en la comunidad cient́ıfica [76].

Se argumentaba que desde el análisis realizado por Hans Berger sobre los cambios

de la señal cerebral relativa a la actividad mental, diversos estudios han intentado

relacionar ciertas señales EEG espontaneas con funciones mentales complejas en

adultos. En aquellos años, dichos esfuerzos no consiguieron desarrollar un modelo que

permita relacionar los patrones EEG a determinados aspectos cognitivos. Estudios

recientes [77] han puesto de manifiesto que la oscilación θ (3.5 - 7.5 Hz) podria jugar

un rol de integración importante en la organización de la actividad cerebral. En toda

actividad relacionada con los mecanismos de la memoria se ven involucrados una gran

variedad de procesos cognitivos. Por ello, estos autores sugieren que la coordinación

se realiza mediante un mecanismo de integración cerebral con presencia de actividad

θ. A nivel de proceso, se analizá la sincronización interregional de la banda theta para

integrar las estructuras cerebrales necesarias para el funcionamiento de la memoria.

2.2.2. La corteza cerebral y áreas de Brodmann

La corteza cerebral es la encargada de percibir, comprender e integrar los diferen-

tes est́ımulos y en ella podemos analizar toda la actividad cerebral del movimiento

voluntario y la mayor parte de procesos cognitivos de una forma fiable. Desde el

punto de vista anatómico y superficial, la corteza cerebral se divide en lóbulos, giros

y surcos. Los giros son elevaciones repentinas de la superficie cerebral que aparecen

a partir de pliegues de la corteza sobre śı misma. Los giros o circunvoluciones están

separados entre śı por surcos. A los surcos que poseen una profundidad considerable

se les denomina cisuras, que separan zonas importantes de la corteza cerebral tanto

desde el punto de vista anatómico como funcional. Es el caso de la cisura interhe-

misférica, que se encuentra en la ĺınea de separación de los dos hemisferios. También

cabe mencionar o las cisuras de Silvio o Rolando que separan el lóbulo frontal del

temporal y el lóbulo parietal del frontal respectivamente. La división originada por

estas cisuras dividen los hemisferios cerebrales en los lóbulos frontal, occipital, pa-

rietal y temporal, que se localizan bajo la masa osea craneal del mismo nombre.
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Figura 2.3: Estructura de la corteza cerebral. Hemisferio derecho [78]

Analizando la estructura de la corteza cerebral, se observa una arquitectura carac-

terizada por seis capas que componen su estructura en la mayor parte de las zonas

corticales, formando la neocorteza o isocorteza. La corteza cerebral de mamı́feros

está representada por una lámina de sustancia gris que cubre los hemisferios cere-

brales. Es una estructura extremadamente compleja en la que los distintos órganos

sensoriales aparecen representados en determinadas áreas o zonas conocidas como

áreas sensoriales primarias. Desde el sentido del olfato hasta el de la visión, cada

modalidad sensorial posee su propio territorio cortical, el cual mantiene una locali-

zación relativamente constante en todos los mamı́feros. Además de estas áreas senso-

riales primarias, la corteza cerebral posee múltiples áreas somáticas secundarias, de

asociación y motoras, en las que los diferentes sistemas aferentes corticales y de aso-

ciación son finalmente elaborados en complejas respuestas de aprendizaje, memoria

y comportamiento [79]. Desde el punto de vista anatómico, la información recibida

por la corteza cerebral llega a traves del tálamo. Esta estructura está formada por

una acumulación de grupos neuronales en el diencéfalo y toma parte en el desarrollo

de funciones sensitivas, motoras y ĺımbicas. El tálamo se divide en núcleos que, en

función de su especialización, mandan información a cada una de las partes de la

corteza cerebral encargada de la función asociada a dicho núcleo. Las neuronas de

los ganglios basales juegan un papel importante en los instantes previos al inicio del

movimiento. Este hecho, junto con el análisis derivado de los efectos que produce

en el movimiento voluntario la alteración de los ganglios basales [80] han reforza-
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do la idea de que los ganglios basales intervienen claramente en la planificación del

movimiento y la acción voluntaria. La Figura 2.4 describe las principales conexiones

excitadoras (ĺınea punteada) e inhibidoras entre la corteza, el tálamo y los ganglios

basales.

Figura 2.4: Conexiones principales entre corteza, tálamo y ganglios basales [81]

Las células más abundantes y de mayor presencia en la corteza cerebral son las

células piramidales, origen de la v́ıa corticoespinal, y que representan la principal

v́ıa de eferencia, permitiendo la transmisión de información desde la corteza. Cabe

destacar que el espesor de las seis capas de la neocorteza no permanece constante en

toda su estructura, dependiendo el grosor de la función desarrollada en cada caso.

Las diferentes v́ıas tanto sensoriales como motoras env́ıan impulsos que discurren a

través de los diferentes tractos neuronales hacia la corteza. En este sentido, las os-

cilaciones generadas en el interior de las capas de la corteza cerebral aśı como entre

otras estructuras del sistema nervioso como los ganglios basales, han sido estudia-

das para profundizar en su relación con las oscilaciones electroencefalograficas [82]

[83]. El conjunto de fenómenos que dan lugar a la generación de la señal electroen-

cefalográfica no tiene su origen en otras estructuras distintas del cerebro, sino que

proceden directamente de la corteza cerebral. Además, a través del análisis de la

señal EEG es posible analizar otras estructuras subcorticales debido a que la señal

EEG contiene información integrada sobre la interacción entre estructuras corticales
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y subcorticales que se proyectan en la superficie de la corteza para ser captadas por

sistemas BCI [82] [84]. Contrariamente a lo que podŕıa pensarse, las capas de la

corteza cerebral no interaccionan entre si a través de un patrón horizontal, sino que

las neuronas de las distintas capas operan de forma mayoritaria con aquellas células

que se encuentran directamente en la capa superior o inferior de una célula concreta.

Hace algunas décadas, se pudo identificar y corroborar esta organización en forma

de columnas [85]. Recientemente se ha confirmado esta teoŕıa, profundizado en el

estudio para definir anatómicamente las columnas corticales a través del análisis de

la excitación sináptica de las neuronas contenidas en una columna concreta, como

las pertenecientes al cortex somatosensorial primario de un ratón [86]. Por tanto, la

semejanza funcional de estas células a lo largo de las seis capas sugiere que la unidad

más sencilla de la corteza es una columna de céulas orientadas verticalmente con

similares funciones. Este hecho refuerza la posibilidad de extraer información útil co-

mo entrada a un sistema BCI, procedente de las distintas zonas del cortex cerebral,

a traves de la señal EEG. El origen de todo se encuentra en los procesos sinápticos

producidos en las distintas capas de la corteza, aśı como en las distintas estructuras

cerebrales, que generan un reflejo en la señal EEG que puede ser captada mediante

electrodos no invasivos directamente desde el cuero cabelludo. Hace algunas déca-

das, algunos autores [82] demostraron que las lesiones producidas en determinadas

estructuras subcorticales, modifican de forma significativa la señal EEG. Por tanto,

es posible apoyarse en este hecho para detectar cambios funcionales o anatómicos en

las estructuras subcorticales a través del análisis de la señal EEG generada.

Debido a esta especialización en forma de columnas de las distintas neuronas de

la corteza cerebral, se ha tratado de asociar áreas concretas de la corteza cerebral

con partes del cuerpo o funciones sensoriales. En este sentido, la estimulación de

ciertas regiones motoras y somatosensoriales, llevaron a Penfield y su equipo a la

identificación de algunas regiones que se encontraban asociadas a partes concretas del

cuerpo como la mano, pierna o cara [87]. Desde entonces, han sido muchos los autores

que han ampliado estas conclusiones y utilizado el trabajo de Penfield para formular

nuevos planteamientos a partir de la representación visual de las diversas funciones

del cuerpo innervadas en la corteza cerebral, conocida como el Homúnculo de Penfield

[88]. El homúnculo cerebral es el resultado visual de las investigaciones llevadas a
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cabo sobre aquellas partes del cerebro encargadas de determinadas funciones motoras

y sensoriales. Representa la innervación en la corteza cerebral de ciertas partes del

cuerpo, identificando las áreas responsables de las sensaciones táctiles, la presión,

la temperatura, movimientos de zonas concretas, etc. En el homúnculo cerebral se

muestran claramente partes del cuerpo que tienen un mayor tamaño respecto de la

proporcionalidad lógica de un cuerpo humano normal, esto se debe a que en este

caso, cada órgano se encuentra descrito por la sensibilidad del área cortical y no por

el tamaño de la misma.

Figura 2.5: Primer mapa dell homúnculo motor y sensorial [88]

El homúnculo motor es diferente entre sujetos en función de la edad. Esto es

debido a que la representación de una extremidad en un sujeto de corta edad difiere

en gran medida respecto de un sujeto adulto. Además, estas diferencias también

se encuentran entre sujetos de la misma edad, ya que pueden existir diferencias

significativas en lo que a capacidad de movimientos se refiere, debido a las diferencias

organizativas respecto de las funciones de las áreas cerebrales relacionadas. Estas

diferencias son consecuencia de la presencia en algunos casos de un mayor o menor

número de neuronas asociadas a dichas áreas. Sin embargo, está fuera de toda duda

que la corteza cerebral posee áreas bien diferenciadas a nivel superficial donde se

localizan distintas funciones motoras, sensoriales y cognitivas cuya información puede

ser extraida en forma de impulsos eléctricos [89] [90].

A partir de todo lo desarrollado anteriormente, el investigador Korbinian Brod-
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mann (1968 – 1918) trató de sectorizar la corteza en distintas zonas basándose en

las diferencias estructurales y funcionales de cada sector. Estas zonas son conocidas

como “áreas de brodmann” y han sido numeradas desde la 1 hasta la 52 [91]. Esta

numeración se realizó teniendo en cuenta desde las diferencias en el espesor de las

distintas capas que forman la corteza cerebral, hasta la forma y tamaño de las neuro-

nas que componen una zona concreta de la corteza cerebral. La numeración de cada

una de estas zonas está orientada exclusivamente a la identificación de las mismas,

sin que el orden guarde ningún tipo de relación con la función desempeñada por cada

una de las áreas. De hecho, no existe ninguna relación en el orden de los números

debido a que Brodmann delimitó y numeró cada una de las áreas en orden aleatorio

a partir de su identificación y asociación con funciones concretas. Desde que estas

áreas fueron descritas, la comunidad cient́ıfica ha demostrado en diversos estudios la

validez de los postulados enunciados por Brodmann.

La corteza somatosensitiva primaria comprende las áreas de brodmann 1, 2 y 3,

y realiza funciones relativas a la recepción de sensaciones procedentes del tacto, ar-

ticulaciones, músculos y otras estructuras situadas en la parte contralateral. Existen

estudios que han corroborado que la mano está totalmente representada en estas

áreas [92]. El área motora primaria ocupa el área precentral y corresponde al área 4

de brodmann. Debido a que se corresponde con el homúnculo motor, anteriormente

descrito, el tamaño de cada una de las partes asociadas a acciones concretas será di-

rectamente proporcional al nivel de complejidad de dichas acciones. El área 5 y 7

forma el área sensitiva secundaria ubicada en el lóbulo parietal superior. La función

fundamental de estas áreas está relacionada con los movimientos voluntarios; su le-

sión incapacita al sujeto para ejecutar movimientos concretos, especialmente cuando

se tiene una referencia externa en el espacio. La respuesta a nivel neuronal dentro del

área de Brodmann 5 ha sido estudiada arrojando como resultado una sensibilidad a

la estimulación mecánica suave del tejido de la piel aśı como a la rotación articular

[93]. El área 6 forma el área motora suplementaria. Situada junto al área motora pri-

maria, es la encargada del control de los movimientos secundarios como consecuencia

de un movimiento voluntario. Además de las funciones motoras, se han estudiado las

funciones mentales no motoras relacionadas con tareas verbales, espaciales y numéri-

cas [94]. Los resultados obtenidos sugieren que esta zona es importante en las tareas
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de asociación y en los comportamientos tanto motores como no motores. Tanto las

áreas motoras como las premotoras pueden englobarse, desde un punto de vista fun-

cional, como una parte del sistema para el control del movimiento voluntario. Las

áreas 8, 9, 10, 11 y 12 forman el área prefontal, ejecutando procesos relacionados

generalmente con el pensamiento, el juicio, la voluntad o el razonamiento. En el caso

del área prefrontal, se ha demostrado la utilidad de los circuitos frontales subcorti-

cales para explicar gran parte del comportamiento humano [95]. Las fibras nerviosas

que parten de la corteza motora hacia los núcleos de los nervios craneales forman

el tracto corticubulbar, de igual forma que las fibras nerviosas que atraviesan por

la ĺınea media las pirámides medulares forman el tracto corticoespinal. Las áreas

corticales de las que se originan ambos sistemas son aquellas en las que una estimu-

lación produce un movimiento rápido y opuesto. La estructura principal es la corteza

motora primaria, sin embargo también ha de citarse al área motora suplementaria y

la corteza premotora, asi como el área sensitiva-somática, cuya estimulación puede

generar respuestas motoras [96].

El área 17 constituye la zona visual primaria, encargada de integrar la informa-

ción espacial con la información visual procedente de los ojos. La imagineŕıa visual

está siendo utilizada en una gran variedad de actividades mentales e incluso como

base para interactuar con un sistema BCI. La contribución de la corteza visual pri-

maria, concretamente del área 17 de Brodmann, a la imagineŕıa visual mental ha

sido examinada por algunos autores mostrando activación del área 17 cuando el su-

jeto ejecuta tareas de visualización mental [97]. Es en el área psicovisual, compuesta

por las áreas de Brodmann 18 y 19, donde tiene lugar la recepción de los est́ımu-

los visuales complejos. Experimentos en monos han demostrado que producir daño

cerebral sobre estas zonas generan un deterioro notable en la capacidad visual [98].

Desde el punto de vista del procesamiento de los est́ımulos auditivos, existe una zo-

na concreta donde este proceso tiene lugar, las áreas 41 y 42 (corteza primaria) y el

área 22 (corteza secundaria). Esta última zona, el área 22, es normalmente conside-

rada como la contenedora del área de Wernicke, perteneciente al cortex asociativo

realizando funciones espećıficamente auditivas y asociada de forma muy concreta a

funciones lingǘısticas. La producción del lenguaje está muy ligada al área de Wernic-

ke y su análisis puede proveer información sobre la producción del habla que sigue
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a los movimientos de la cara. A partir de estas predicciones, se podŕıa establecer un

mecanismo mediante el cual los movimientos de las articulaciones están, de forma

precisa, ligados a la intención del habla [99]. Además, los resultados relacionados

con el aprendizaje de una segunda lengua mostraron que el comportamiento del área

de Wernicke no sufŕıa variación dependiendo de la edad en la que se adquiŕıa la

segunda lengua [100], al contrario de lo que ocurre con el área de Brocca. También

juega un papel importante en el campo del BCI el área de Wernicke. El análisis de

este área es fundamental para los sistemas de reconocimiento del habla imaginada o

“silent speech interfaces”. Algunos autores ya han demostrado en estudios recientes

el potencial de estos sistemas BCI [101].

Las áreas 23, 24, 28, 29, 30 y 35 corresponden al área ĺımbica, cuyas funciones

principales están asociadas al campo de las emociones, aśı como las áreas 28 y 34

están asociadas fundamentalmente al sentido del olfato. Por otro lado, forman parte

del área de Wernicke las áreas 39 y 40 de Brodmann, encontrándose ubicado el

cortex gustativo en el área 43. La función de producción del habla y comprensión del

lenguaje hablado y escrito, aśı como el procesamiento del lenguaje, se encuentran

en las áreas 44 y 45, en el área de Broca. Un haz nervioso conecta el área de Broca

con el área de Wernicke donde también se desarrollan funciones de procesamiento

lingǘıstico. El área de Broca está encargada de la producción del habla, el área de

wernicke de la percepción del habla, y juntas son las responsables del lenguaje. El

análisis de la coherencia entre las señales precdedentes de electrodos colocados en

el área de Broca y Wernicke, y entre las áreas temporales derecha e izquierda, han

permitido reforzar teorias sobre la esquizofrenia en pacientes que sufren alucinación

auditiva esquizofrenica [102]. El papel del área de Broca en la producción del habla

se pone de manifiesto en recientes estudios [103], a partir de los cuales se puede

afirmar que la estimulación transcraneal en el area de Broca, puede ser utilizada

como instrumento terapéutico en pacientes con trastornos del lenguaje debidos a

daños cerebrales.

El mapa cortical funcional es, en realidad, un poco más complejo que el desarro-

llado por Brodmann. Sin embargo, la comunidad cient́ıfica ha venido reconociendo en

multitud de estudios la utilidad de trabajar con el modelo de Brodmann a la hora de

realizar análisis sobre la organización funcional de la corteza cerebral. Prueba de ello
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son los recientes estudios sobre áreas de Brodmann que podŕıan tener asociadas otro

tipo de funciones adicionales a las conocidas hasta ahora. Es el caso de un estudio

[104] en el que se especula con las funciones del área 47, tradicionalmente asociada

al procesamiento lingǘıstico, y que a tenor de los resultados experimentales obteni-

dos tras examinar la respuesta cerebral a un experimento auditivo de trece sujetos,

podŕıa tener funciones relacionadas con el procesamiento detallado y la integración

estructurada de est́ımulos concretos. Existen también estudios que han profundiza-

do en definir de forma más exacta la frontera de determinadas áreas de brodmann,

este es el caso de un trabajo relativamente reciente [105] sobre la definición expe-

rimental de las áreas 17 y 18 a través del análisis de 10 estructuras cerebrales de

diferentes sujetos. A partir de aqúı, algunos estudios han profundizado hasta el pun-

to de desarrollar herramientas espećıficas [106] para conseguir combinar información

estructural procedente de los mapas cerebrales existentes con la información funcio-

nal obtenida a partir de técnicas avanzadas de neuroimagen. Otros estudios se han

centrado en demostrar que determinadas acciones activaŕıan partes espećıficas de

la corteza premotora, aśı como en determinar hasta qué punto la presencia de un

objeto influye en el análisis de una acción observada [107]. Cuando se actúa sobre

un objeto, tiene lugar un análisis espećıfico de dicho objeto en el lóbulo parietal,

distinto del procesamiento semántico que tiene lugar en el lóbulo temporal. Según

dicho estudio, cabe preguntarse si la observación de acciones relacionadas con objetos

concretos generan dicho análisis. Los resultados de dicho estudio son concluyentes,

ya que cuando un sujeto observa acciones realizadas por otro sujeto se produce la

activación de diferentes sectores de la corteza premotora. A modo de ejemplo, la rea-

lización de acciones relacionadas con la boca produce una activación bilateral de la

zona ventral del área 6 y 44 además de la activación derecha del área 45. Además, la

observación de acciones relacionadas con los pies, producen una activación del sector

dorsal del área 6 de forma bilateral. La importancia de estas acciones reside en el

establecimiento de la diferencia entre aquellos experimentos en los que tienen lugar

acciones relacionadas o no con la presencia de objetos. En el momento en el que un

objeto sea el objetivo de una acción, el lóbulo parietal se activará fuertemente.

Las oscilaciones generadas por las señales electroencefalograficas reflejan procesos

cognitivos y representaciones sensoriales. Sin embargo, mientras que la relación entre
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la amplitud y las variables cognitivas-sensoriales ha sido ampliamente estudiada,

recientes estudios revelan que los trazados de oscilaciones dinámicas (patrones de

fase) pueden transportar información sobre dichos procesos en mayor grado que en

el caso que la amplitud de la señal. Para extraer las correlaciones entre los patrones

oscilatorios de fase, algunos autores [108] han comparado la selección de est́ımulos

de los umbrales de respuestas neuronales y las oscilaciones electroencefalograficas a

partir de est́ımulos auditivos. Este estudio concluyó que los est́ımulos que pueden ser

discriminados por patrones neuronales relacionados con la respuesta neuronal pueden

ser también discriminados por patrones de fase, no ocurriendo lo mismo en el caso

de utilizar como parametro la amplitud de la señal. Esto revela un nivel importante

de interrelación entre las señales electroencefalograficas y la respuesta neuronal, más

allá de las posibles relaciones en las amplitudes simples de ambas señales.

2.2.3. Relación est́ımulo-respuesta

La actividad neuronal es generada a partir del procesamiento que el cerebro hace

de determinados estimulos externos. Una vez analizado de forma visual el resultado

de la monitorización cerebral y observando las señales generadas por cada neurona,

cabe preguntarse:

1. ¿Cómo podŕıan usarse estas respuestas para extraer información útil y deter-

minar el proceso cerebral o est́ımulo al que ha sido sometido el sujeto?

2. ¿Son estas respuestas independientes entre cada neurona o existe algún tipo de

respuesta conjunta generada por grupos de neuronas similares o cercanas?

El objetivo principal de todo sistema BCI es conseguir la decodificación total

o parcial de la señal cerebral. Si fuese posible conocer la respuesta generada ante

un est́ımulo desconocido, seria posible obtener dicho est́ımulo aplicando métodos de

procesado y clasificación de señal a la respuesta cerebral que originó dicho est́ımulo.

Dicha respuesta, no es otra que la señal EEG generada durante la presentación de un

estimulo o la ejecución de una acción. La señal EEG puede ser decodificada cuando

se pretende obtener el est́ımulo que generó una respuesta conocida. Sin embargo,

también puede recorrerse el camino inverso, y será posible hablar de codificación de
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la señal cerebral, cuando lo que se busca es estimar la respuesta en términos de señal

EEG, conociendo previamente el est́ımulo que se aplica durante el proceso. En el caso

de la codificación de la señal, se busca la forma en la que las estructuras cerebrales

codifican ese est́ımulo en forma de respuesta cerebral [109]. La codificación de la señal

cerebral y su representación probabiĺıstica está basada en la probabilidad de obtener

una determinada respuesta dado un estimulo concreto P(Respuesta—Est́ımulo). Por

el contrario, la probabilidad de obtener un estimulo dada una respuesta conocida es

la base de la decodificación. Hasta ahora, se ha asumido que la respuesta cerebral se

corresponde con el trazado electroencefalográfico generado. Por tanto, podemos defi-

nir la respuesta como la probabilidad de obtener un potencial de acción determinado

en una neurona o conjunto de neuronas.

Los sistemas BCI basan su efectividad en el estudio de la relación entre el estimulo

y la respuesta a traves de algoritmos de procesado de señal cerebral y el conocimiento

de las teorias biológicas que dan lugar a los procesos neuronales.

2.3. Generación de la señal EEG

La señal EEG es captada tras la excitación de las células nerviosas que reci-

ben est́ımulos eléctroqúımicos, cuyo umbral de excitación es relativamente bajo. La

información es transportada de una estructura celular a otra tras la generación y

transmisión de los impulsos nerviosos. Estos impulsos nerviosos transmitidos por los

nervios son conocidos como potenciales de acción. El proceso mediante el cual se

genera un potencial de acción en una célula está basado en un intercambio de iones

a través de la membrana neuronal, en este sentido un potencial de acción se genera

gracias a un cambio temporal en el potencial de la membrana neuronal. Se pueden

iniciar a través de los nervios sensoriales como respuesta a est́ımulos qúımicos, de

presión, luz, etc. El potencial de acción es transmitido a través de los axones hasta la

terminación de dichas estructuras. Las unidades de información del sistema nervioso

son las excitaciones generadas por los potenciales de acción. La primera manifesta-

ción de la aproximación del potencial de acción comienza con la despolarización de

la membrana, tal y como puede apreciarse en la Figura 2.6. Una vez superado el

umbral de activación, la velocidad de la despolarización se incrementa hasta que se
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alcanza el valor de +35mV, momento en el cual el potencial cae de nuevo hasta el

potencial de reposo [96]. Esta subida y bajada repentina en el potencial, generándose

un impulso conducido al estimular el axón, constituye el potencial de acción. Para

que un potencial de acción sea generado y viaje a través de la estructura nerviosa, es

necesario que el est́ımulo que lo genera esté por encima de un determinado umbral.

En reposo, la membrana celular se encuentra polarizada con cargas positivas alinea-

das en el exterior y cargas negativas en su interior. El proceso comienza cuando las

dendritas de una célula nerviosa abren los canales de sodio debido a la recepción de

un est́ımulo. Las cargas positivas son extraidas y la polaridad de la membrana dis-

minuye, generando una respuesta local hasta alcanzar o no un nivel determinado. En

este punto es en el que se determina si el est́ımulo es lo suficientemente importante

como para generar un potencial de acción. Cabe destacar que aquellos est́ımulos que

no consiguen superar el umbral de activación, no producen un potencial de acción

aunque śı poseen un efecto sobre el potencial de membrana. El proceso continuará si

el est́ımulo es capaz de llevar el potencial interior hasta superar los -55mV. Antes

de alcanzar el valor definitivo de reposo, alrededor de -70mV, se produce la hiper-

polarización, un fenómeno que lleva al potencial de acción a valores cercanos a los

-90mV antes de estabilizarse. La importancia de la hiperpolarización como paso pre-

vio a la entrada en el potencial de reposo se justifica debido a que gracias a este

periodo se asegura que el potencial de acción enviado a través del axón discurre en

una dirección, evitando cualquier est́ımulo que pudiera haber sido ya enviado para

ejecutar alguna ación. Al final del proceso, la estructura neuronal se encuentra lista

para recibir un nuevo est́ımulo [81].
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Figura 2.6: Registro del potencial de acción en una neurona [81]

En 1952, los cientificos Alan Lloyd Hodgkin y Andrew Huxley propusieron un

modelo que describe la forma en la que se inician y propagan los potenciales de

acción a lo largo del circuito neuronal [110]. Utilizando para este análisis un axón

gigante de calamar, fueron capaces de desarrollar un modelo que explicaba los me-

canismos moleculares que dan lugar a la iniciación y propagación de los potenciales

de acción. El trabajo de Hodgkin y Huxley describe el proceso de transmisión a lo

largo del axon. Su aportación se puede dividir en dos partes. Una es el proponer un

mecanismo mediante el cual el voltaje mantiene su forma al propagarse: el flujo de

iones de sodio y de potasio a través de la membrana del nervio. La otra es el plantea-

miento de un modelo matemático que permite cuantificar y verificar la propuesta. La

validez del modelo ha quedado establecida al hacer predicciones que coinciden con

las observaciones experimentales, la de mayor éxito es la predicción de la velocidad

del impulso: el modelo matemático predice una velocidad de 18.8 m/seg., mientras

que los experimentos con el axon gigante del calamar dieron una velocidad de 21.2

m/seg [111].

El estudio sobre la generación de estas señales cerebrales, procedentes de los

impulsos eléctricos durante la ejecución de una tarea concreta motora o cognitiva,

puede aportar gran cantidad de información sobre el funcionamiento de los procesos

cerebrales. Sin embargo, es evidente que modelar la actividad neuronal entraña una

dificultad mucho mayor que modelar la actividad de cualquier otro órgano o parte del
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cuerpo humano debido la alta complejidad de su morfoloǵıa y su multifuncionalidad.

Además, se añade una dificultad extra cuando se intenta modelar dicha actividad y

extraer información útil mediante el análisis de señales EEG captadas en la superficie

del cuero cabelludo. La señal captada no procede únicamente de la zona de la corteza

cerebral donde se encuentra situado un electrodo. Esta señal es la suma de señales

EEG procedentes de fuentes de señal alrededor de la zona donde el electrodo capta

el potencial eléctrico (Figura 2.7).

Figura 2.7: Proyecciones desde dos fuentes de señal cercanas entre śı hasta la zo-
na donde los electrodos captan la señal EEG. El color azul indica campo eléctrico
negativo, el campo rojo indica campo eléctrico positivo [28]

Existen diferentes estudios relacionados con la localización de las fuentes de la

señal cerebral [112] [113] a partir del análisis de las señales EEG. Recientemente, al-

gunos autores demostraron la utilidad que tiene el análisis de las fuentes EEG cuando

se trata de estudiar las propiedades cerebrales y neuronales en la neurociencia cĺınica

y cognitiva [114]. La mayor parte de las aplicaciones del EEG fracasan a la hora de

capitalizar la información disponible en los datos registrados, como es el caso de la

localización de las fuentes activas en el cerebro. La localización de las fuentes de señal

a nivel cerebral a partir de una medida realizada en la corteza cerebral es posible a

partir de la resolución del problema inverso. Introduciendo determinados condicio-

nantes a priori, el problema inverso puede ser resuelto permitiendo la localización de
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la mayor parte de las fuentes de generación de señal cerebral de forma precisa. Como

conclusión, los autores pusieron de manifiesto que las señales electroencefalograficas

constituyen una herramienta importante para el estudio de los circuitos neuronales.

2.3.1. Ritmos cerebrales

Es bien conocida la existencia de cinco tipos de señales cerebrales caracterizadas

por sus rangos de frecuencia. Este tipo de señales, desde la frecuencia más baja hasta

la más alta son conocidas como: alfa (α), theta (θ), beta (β), delta (δ) y gamma (γ).

Los ritmos cerebrales son patrones de la señal EEG captada identificados por su

amplitud o frecuencia caracteristicas. Los ritmos cerebrales no son más que fluctua-

ciones de la señal cerebral a frecuencias concretas que están asociados a determinados

estados cerebrales tales como el descanso, sueño profundo, vigilia, etc. Estos ritmos

cerebrales han sido estudiados ampliamente en el campo de las neurociencias y en

diversos estudios se ha analizado la correspondiencia entre estos ritmos y los estados

cerebrales que representan [115] [116] [117].

En un estado de reposo y ojos cerrados, la actividad electroencefalografica ge-

nera ondas regulares con una frecuencia de entre 8 y 13 Hz con una amplitud de

entre 50 y 100 µV conocidas como ritmos α. El origen fisiológico de las ondas alfa es

todav́ıa desconocido y existen diversos estudios que tratan de arrojar luz sobre los

procesos asociados a esta banda de frecuencias. Algunos autores incluso han compro-

bado la existencia de ritmos alpha de similar frecuencia y ancho de banda captados

en animales desde el cortex visual para estudiar los oŕıgenes neurofisiológicos de la

actividad alpha [118]. En el caso de los ritmos α, recientes estudios han demostrado

que las alteraciones en estos ritmos producen cambios en la capacidad de atención y

concentración durante la realización de tareas de aprendizaje [116]. A pesar de que

el rol de las oscilaciones alpha en tareas de atención espacial, memoria y percepción

está ampliamente documentada, algunos autores [115] sostienen que el papel detalla-

do de los ritmos alpha en el aprendizaje percibido y su contribución a la variabilidad

observada en los resultados del aprendizaje precisan de una mayor evaluación emṕıri-

ca y teórica. La combinación de diferentes medidas incluyendo el comportamiento, la

actividad cerebral con una alta resolución temporal y espacial, aśı como el modelado

computacional será crucial para superar las dificultades para comprender el enlace
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directo entre las oscilaciones de dichas ondas alfa y la percepción del aprendizaje.

Este sera el primer paso para utilizar dichos hallazgos tanto en el campo cĺınico como

en la vida cotidiana.

Cuando el sujeto se encuentra despierto y concentrado, la actividad electroen-

cefalográfica presenta una frecuencia de entre 14 y 30 Hz y un voltaje inferior al

registrado para el caso de los ritmos alfa. Este patron es conocido como ritmo β. El

ritmo beta está generalmente asociado al pensamiento activo, procesos de atención,

resolución de problemas concretos, etc. Este ritmo se encuentra en adultos sanos y,

según algunos autores, un alto nivel de ritmo beta está originado por estados de

pánico [119]. La alteración de los patrones EEG α y β ha sido analizada en el pasado

para demostrar la influencia que determinados compuestos como las benzodiacepi-

nas ejercen de forma clara en la atención de un sujeto. Analizando los ritmos EEG

ha podido encontrarse un deterioro en la capacidad atencional y de concentración

como consecuencia de la ingesta aguda o cronica de benzodiacepinas. Estos efectos

residuales en la atención se han encontrado también en los cambios que estos me-

dicamentos provocan en la actividad electroencefálica espontánea y en la actividad

cerebral como respuesta a est́ımulos externos [120]. Todavia hoy, algunos estudios

afirman que el papel de las oscilaciones generadas en la banda β no está suficien-

temente aclarado [121]. De este estudio, podria desprenderse que la actividad en la

banda beta está relacionada con el mantenimiento del estado cognitivo en el instante

actual. Dichos autores han estudiado la posibilidad de que las oscilaciones beta se

manifiesten con mayor fuerza en el caso de que el mantenimiento del ”status quo.es

algo esperado, que en el caso de que se espere un cambio. Ademas, se sugiere que un

incremento en la actividad beta puede causar una persistencia anormal del ”status

quo”, generando un deterioro en el control cognitivo y el comportamiento flexible.

La señal electroencefalográfica presenta frecuencias de entre 30 a 80 Hz corres-

pondientes al ritmo γ cuando el individuo concentra toda su atención en algo y se

encuentra en estado de alerta. Recientemente se ha analizado la actividad Gamma

tras realizar un experimento con sujetos a los que se les presentaban estimulos re-

lacionados con un objeto concreto, para que fuese percibido por sentidos distintos

[122]. En concreto se presentaban estimulos visuales y est́ımulos auditivos, con muy

poco tiempo de diferencia entre ellos. Una parte de estos estimulos era semánticamen-
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te incongruente, mientras se manteńıa el resto en perfecta congruencia semántica.

Se argumenta que la actividad oscilatoria de la banda gamma juega un papel im-

portante para la integración mental de las caracteristicas de determinados objetos.

Tambien se sugiere que estas oscilaciones están ligadas al establecimiento de relacio-

nes entre información especifica extraida de los objetos y la información relacionada

en la memoria. Los datos obtenidos, han soportado la hipótesis de que la actividad

oscilatoria en la banda gamma esta relacionada con el procesamiento multisensorial.

La sincronización de la banda gamma entre la corteza auditiva derecha e izquierda

en pacientes con esquizofrenia ha sido utilizada por algunos autores para estudiar las

alucionaciones auditivas [123]. Los resultados sugieren que la sincrońıa de largo al-

cance en las oscilaciones gamma se encuentra alterado en pacientes con esquizofrenia.

Este déficit está relacionado directamente con los śıntomas cĺınicos de la enfermedad

como las alucionaciones auditivas. Esto puede deberse a la existencia de un problema

entre las conexiones de la corteza, el tálamo y la formación reticular (ver Figura 2.4),

que genera una alteración en la sincronización de las ondas gamma.

Durante las distintas fases del sueño aparecen los ritmos θ y δ. La Figura 2.8

muestra el ritmo θ que aparece en la fase 1 del sueño de un sujeto con una frecuencia

de entre 4 y 7 Hz. En una etapa más avanzada del sueño, en la tercera fase, aparece

el ritmo δ. La banda delta suele encontrarse en el rango 0.5 – 4 Hz y está fundamen-

talmente asociada con el sueño profundo, pudiendo estar presente también en otros

estados. Aplicando métodos de análisis de señal es posible diferenciar la señal que

contiene un ritmo Delta, de señales muy similares pero de naturaleza bien distinta

como las asociadas a movimientos musculares originados en el cuello o la mand́ıbula.

Cada vez más investigaciones sugieren que las oscilaciones lentas en la corteza audi-

tiva, por debajo de 10 Hz, aparecen para seguir el habla escuchada y otras señales

auditivas complejas [124]. La conclusión mas importante de un reciente estudio [3] se

basa en que las señales EEG en el rango de frecuencias tetha y alpha están relaciona-

das con la cognición y con el funcionamiento de la memoria en particular, teniendo

en cuenta una doble disociación entre los cambios absolutos y relativos a eventos

de las ondas theta y alpha. Esta doble disociación está caracterizada por un gran

incremento en la potencia theta, durante un estado de reposo aparejado a un gran

decremento en la potencia alpha, reflejan un buen funcionamiento de los procesos
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cognitivos y de memoria. El análisis de las ondas EEG en la banda delta y theta ha

sido utilizado también para trabajar con adolescentes y averiguar cómo tienen lugar

los procesos de maduración cerebral. Los ritmos delta y theta han sido ligados a los

procesos de aprendizaje y a la plasticidad cerebral. Está ampliamente reconocido que

los cambios que conducen a la maduración tienen lugar en el cerebro humano durante

la adolescencia. Recientemente se realizó el primer estudio longitudinal [125] sobre la

disminución de las señales EEG ”non-rapid eye movement”(NREM) delta (1-4 Hz)

y theta (4-8 Hz). Analizando dos veces al año las caracteristicas de la banda theta

y delta de la señal EEG durante el sueño, en niños de 9 y 12 años, se observa cómo

a partir de una edad concreta la densidad de potencia de la banda delta cae. Con la

banda theta ocurre algo parecido, pero a una edad más temprana. Las conclusiones

de este estudio sugieren que el intervalo de los 11 a los 16.5 años es el más impor-

tante en lo que a maduración para los procesos cerebrales se refiere. Este estudio

es un ejemplo de que es posible utilizar la magnitud, la diferencia entre individuos

y las caracteristicas adaptadas la edad de estos cambios de EEG como instrumen-

tos excelentes no invasivos para investigar comportamientos neuronales que tienen

correlación con la maduración del cerebro en la adolescencia.

Personas en estado despierto, no implicadas en procesamiento sensorial o en esta-

do de toma de decisiones a nivel motor, desarrollan ritmos EEG 8-12Hz (µ) y 18-26Hz

(β), sobre las áreas primarias de la corteza motosensorial. Estos ritmos EEG están

bloqueados por movimientos activos y su representación mental. Por un lado, el de-

cremento de la actividad oscilatoria en las bandas de frecuencia alfa y beta genera un

fenómeno conocido como desincronización relativa a los eventos o ERD, generalmente

producida por movimientos o preparación de movimientos. Por otro lado, tras el mo-

vimiento y en estado de relajación se producen ritmos EEG relacionados con el ERS

o “Event Related Synchronization”. Algunos sistemas BCI hacen uso del incremento

o decremento de los ritmos Mu y Beta en las señales EEG durante las actividades

motoras; estas respuestas son t́ıpicamente detectadas por análisis del espectro. El

sujeto es entrenado para aprender a controlar sus ritmos mu y beta, principalmente

a través de la imaginación de movimientos. Uno de los principales grupos de investi-

gación en este tipo de sistemas BCI es el Wadsworth Center [126]. Diversos estudios

desarrollados en este centro durante los últimos 14 años han mostrado que las perso-
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nas, independientemente que tengan o no discapacidades motoras, pueden aprender

a controlar la ampitud de los ritmos cerebrales de la actividad electroencefalográfica

sobre el cortex motosensorial y pueden usar dicha amplitud para, por ejemplo, con-

trolar o mover un cursor en un entorno bidimensional [127]. En este experimento el

sistema BCI está guiado por ritmos motosensoriales mu y beta, utilizando un cursor

para realizar tareas en entornos de una y dos dimensiones. El procesado de señal que

se realiza en este caso va desde el filtrado espacial hasta el análisis espectral pasan-

do por la selección de canales. La traducción de caracteŕısticas se realiza a través

de un sistema de regresión y normalización. Las ĺıneas de investigación actuales del

Wadsworth Center se centran en aumentar la velocidad y la precisión de los sistemas

BCI, tarea en la que también se centra la presente tesis doctoral. Otro de los centros

de referencia es el “Graz center” [128] cuyas investigaciones han llegado a desarro-

llar sistemas pioneros que permiten a tetraplégicos controlar una silla de ruedas a

través de señales electroencefalográficas [129]. El objetivo principal de este estudio

fue demostrar que por primera vez las señales cerebrales pod́ıan ser utilizadas por

tetraplégicos para controlar movimientos de su silla de ruedas en realidad virtual.

En este caso, el sujeto que controlaba el BCI era un lesionado de columna vertebral,

siendo capaz de generar oscilaciones en su electroencefalograma en banda beta a

través de la imaginación de movimientos de sus pies paralizados. Estas oscilaciones

beta fueron utilizadas para el control del dispositivo a través de un sistema BCI.

De media, los participantes fueron capaces de desarrollar este experimento de forma

aśıncrona con una precisión del 90 %.

Tal y como afirman algunos autores [119], diversos desórdenes cerebrales pueden

ser diagnosticados por la inspección visual de la señal EEG, fundamentalmente por

aquellos expertos familiarizados con los cambios que podŕıan producirse en la señal

EEG. La frecuencia y amplitud de las señales cambian de un estado a otro en el caso

de adultos sanos dependiendo de la actividad que se esté ejerciendo. Un ejemplo de

esto se muestra en la Figura 2.8, en la cual puede observarse el tipo de onda cerebral

generado por un adulto sano en distintos estados de sueño y vigilia junto con los

ritmos cerebrales asociados. La Figura 2.8 muestra registros EEG junto con señales

electromiográficas registradas en los músculos y señales electrooculográficas (EOG)

que registran el movimiento ocular. Los registros han sido obtenidos en distintas si-



2.3. Generación de la señal EEG 43

Figura 2.8: Diferentes estados del sujeto durante el registro simultaneo de señales
electroencefalograficas (EEG), electromiográficas (EMG) que registra la actividad
muscular y Electrooculograficas (EOG) que registra los movimientos oculares[130]

tuaciones. En primer lugar se han obtenido registros mientras el sujeto se encontraba

despierto y consciente, y posteriormente se han obtenido registros en diferentes fases

de sueño. Esto no solo ha permitido observar los distintos ritmos EEG, sino que

también ha sido posible apreciar la correlación existente entre la señal cerebral, la

señal muscular y el movimiento ocular en distintas situaciones.

Analizando las respuestas a eventos de la banda alpha, tetha y delta, algunos

autores [117] han tratado de relacionarlas con el comportamiento de la banda gamma,

fuertemente interconectada con las funciones sensoriales y cognitivas. De hecho, en

este estudio se argumenta que las oscilaciones delta, theta, alpha y gamma pueden

actuar como redes de comunicación resonantes para una gran población de neuronas.

En este sentido se argumentaba que estos procesos oscilatorios podŕıan jugar un papel

fundamental en la comunicación funcional dentro del cerebro relacionándose con la

memoria y otras funciones de integración.

Hay evidencias suficientes para pensar que el ritmo mu y otros ritmos aplha son

fenómenos independientes debido a las diferencias en la fuente de generación, sensibi-

lidad a eventos sensoriales, coherencia bilateral, frecuencia y potencia. Los ritmos mu

están presentes en una etapa muy temprana del desarrollo humano y de otras espe-

cies de mamı́feros. Muestran capacidad de adaptación y propiedades para el cambio

de forma dinámica. Sujetos individuales pueden aprender a controlar los ritmos mu

en un corto espacio de tiempo. Recientes estudios han sugerido que los ritmos mu

reflejan la modulación del cortex motor por las neuronas espejo prefrontales. Por

ejemplo, células que podrian jugar un rol cŕıtico en la imitación del aprendizaje y en

la habilidad para entender algunas acciones. En este sentido, algunos autores [131]
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afirman que los ritmos mu representan una función importante en el procesado de

información que une especificamente la percepción y la acción, la transformación de

lo que el sujeto puede ’ver’y puede éscuchar én acciones concretras que puede ’hacer’.

Otros autores [132] han estudiado las señales EEG sobre el área sensitiva-motora pri-

maria y sobre el área premotora durante movimientos discretos de la mano y el pie.

Se encontró desincronización relativa a eventos sobre el área primaria de la mano

durante el movimiento del dedo y sobre el área primaria del pie durante el movimien-

to del dedo gordo del pie. A partir de estos resultados se podŕıa pensar que cada

área primaria sensitiva-motora tiene su propio ritmo intŕınseco, el cual comienza a

desincronzarse cuando el área correspondiente se activa. Se observó sincronización

relativa a eventos, en forma de ritmo mu sobre electrodos que cubren el área pri-

maria de la mano. Esto se observó no sólo durante el tratamiento visual, sino que

también ocurrió durante el movimiento de pie. El área motora suplementaria tam-

bién juega un rol importante en la preparación y planificación del movimiento. Ha

sido demostrado que este área también muestra actividad ŕıtmica dentro de la banda

alpha, relacionado con el ritmo mu intŕınseco del área primaria de la mano. Con la

planificación y preparación del movimiento, el ritmo del área primaria suplementaria

está desincronizado.

2.3.2. Conclusiones

Las señales EEG constituyen la firma de los procesos que tienen lugar a nivel

cerebral. Estas señales electroencefalográficas pueden ser captadas a través de elec-

trodos en el cuero cabelludo que monitorizan las señales eléctricas procedentes de la

corteza cerebral mediante técnicas no invasivas. La corteza cerebral es la encargada

de percibir, comprender e integrar los diferentes est́ımulos y en ella podemos ana-

lizar toda la actividad cerebral del movimiento voluntario aśı como la mayor parte

de procesos cognitivos de una forma fiable. Tal y como se ha descrito en el presente

caṕıtulo, la mayoŕıa de los trabajos de investigación en el campo del BCI está ba-

sado en señales electroencefalográficas. Esto es debido, entre otras razones, a la alta

resolución temporal que presenta, a la facilidad de uso de estos sistemas, al bajo

riesgo que genera para la salud del usuario y al bajo coste de los componentes. Sin

embargo, en caṕıtulos posteriores quedarán de manifiesto las limitaciones que hoy
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existen para el desarrollo de sistemas BCI de alta precisión con señales EEG. Estas

barreras, como la baja relación señal a ruido, la vulnerabilidad ante perturbaciones

fisiológicas y extrafisiológicas o las dificultades para localizar las fuentes de señal

con precisión, están siendo superadas gracias al gran número de investigadores que

trabajan en este campo. La mejora de estos sistemas debe estar focalizada en varios

aspectos. En primer lugar debe optimizarse la calidad de la señal adquirida, mejo-

rando tanto las condiciones de adquisición como los electrodos que captan la señal.

Y en segundo lugar, es necesario mejorar el proceso por el cual se definen y detectan

las caracteŕısticas de la señal en los sistemas BCI. En este segundo punto, en los

algoritmos y procesos a través de los cuales se analiza y clasifica la señal EEG, se

centrará el siguiente caṕıtulo.

Las conclusiones expuestas por los autores citados en este caṕıtulo, demuestran

que la señal EEG contiene información útil sobre procesos motores y cognitivos

ejecutados por el sujeto. Extraer la información útil de la señal EEG constituye el

principal reto de los sistemas BCI.
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Caṕıtulo 3

Análisis, procesado y clasificación

de señales EEG

¿Carreteras? A donde vamos no necesitamos

carreteras.

Regreso al Futuro

3.1. Introducción

En el presente caṕıtulo se abordan las principales caracteŕısticas de los sistemas

BCI, aśı como las técnicas de procesado de señal existentes para clasificar la señal

EEG. Existen infinidad de algoritmos y métodos para decodificar y clasificar la señal

EEG, por ello ha de analizarse la idoneidad de utilizar determinados algoritmos o

métodos en función del tipo de sistema BCI a desarrollar. Será necesario analizar

las caracteŕısticas de la señal generada, aśı como las condiciones bajo las cuales

funciona de forma óptima. Esto permitirá seleccionar el algoritmo más apropiado

maximizando la precisión obtenida.

Para discutir y profundizar en los distintos tipos de sistemas BCI se utilizará como

base el esquema propuesto en la Figura 3.1. En él se muestra el flujo de información

en un sistema BCI t́ıpico [133], comenzando con la ejecución de una determinada

tarea por parte del usuario mientras recibe un est́ımulo. Tras extraer las señales EEG,

se procede a preprocesarlas, a extraer las caracteŕısticas relevantes y a emitir una

47
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Figura 3.1: El ciclo del sistema BCI [133]

respuesta basada en la intención del usuario durante la captación de la señal EEG.

Esta salida actúa como una señal de salida para controlar un dispositivo externo.

El ćırculo se cierra cuando el usuario recibe la salida y se evalúa la precisión y

comportamiento del sistema en función de la respuesta emitida. En este momento es

posible ajustar el sistema o adaptar la actividad mental del usuario.

Debido a que el canal de comunicación BCI no depende ni de los nervios pe-

riféricos ni de los músculos, es posible utilizarlo en sujetos con graves problemas del

sistema locomotor. Un sistema BCI permite que aquellos pacientes que están to-

talmente paralizados por esclerosis lateral amiotrófica, derrame cerebral o cualquier

otra enfermedad neuromuscular puedan comunicarse con el entorno. Sin embargo, las

aplicaciones prácticas de la tecnoloǵıa BCI para satisfacer las necesidades de estos

sujetos están limitadas por los requerimientos del estado del arte en la actualidad

[2].

Según algunos autores [133] la tarea ideal en un sistema BCI debe ser fácil de

ejecutar, utilizando para ello el mı́nimo esfuerzo posible para prevenir la fatiga del

sujeto. Debe generar grandes señales cerebrales para garantizar una interpretación

rápida y veraz de las señales captadas. Sin embargo, no existe ninguna tarea que
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cumpla los requisitos anteriormente expuestos. Por ello, para maximizar la precisión

en la decodificación de las señales EEG, se hace necesario evaluar los distintos tipos

de sistemas BCI, los algoritmos disponibles para tratar la señal EEG captada y la

forma en la que el usuario y el sistema BCI interaccionan durante la ejecución de

una tarea motora o cognitiva.

A lo largo de los últimos años se han publicado estudios sobre los diferentes

algoritmos de clasificación utilizados en investigaciones sobre el BCI basado en EEG,

asi como sobre la identificación de las propiedades criticas de estos sistemas [134]

[135]. Esto ha permitido obtener unas pautas claras que permiten seleccionar el

algoritmo de clasificación mas apropiado en función del experimento BCI a realizar.

En ocasiones, se realizan sesiones de calibración offline previas a la utilización del

sistema BCI de forma online . Algunos estudios [136] han mostrado que las señales

cerebrales utilizadas para controlar el sistema pueden cambiar de forma sustancial

desde las sesiones de calibración offline hasta el control online, incluso con una sola

sesión.

Las caracteŕısticas de cada sistema BCI, los algoritmos de clasificación y la opti-

mización de la precisión en la clasificación en función del objetivo de cada sistema,

son los puntos fundamentales en los que se basa el presente caṕıtulo.

3.2. Tipos de sistemas BCI

Los investigadores se han enfrentado a no pocas dificultades para comparar las

tecnicas BCI descritas durante estos últimos años en la literatura cientifica. Como

respuesta a esta situación, se ha venido trabajando para establecer métodos objetivos

que permitan comparar entre śı tecnologias BCI distintas. Al tratarse de un campo

de investigación muy joven, que se está desarrollando en un entorno multidisciplinar

la comunidad BCI dispone de un lenguaje común. Sin embargo, no existe un modelo

funcional común para describir un sistema BCI que posibilite la comparación de

tecnologias BCI con otros sistemas BCI o interfaces de usuario no basadas en BCI.

En este sentido, se ha propuesto en el pasado [137] la creación de este marco común

que podŕıa describir, evaluar y clasificar de forma efectiva todo tipo de sistemas y

diseños BCI. Algunos autores han comenzado a clasificar los sistemas BCI en tres
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Sub-categoria del sis-
tema BCI

Descripción

BCI Activo Un sistema BCI activo es aquel cuya salida deri-
va de la actividad cerebral generada bajo control
consciente del usuario, independiente de eventos
externos, con el propósito de controlar una aplica-
ción o dispositivo

BCI Reactivo Un sistemas BCI reactivo es aquel cuya salida de-
riva de la actividad cerebral generada como res-
puesta a estimulación externa y es indirectamente
modulada por el usuario, con el objetivo de con-
trolar una aplicación o un dispositivo

BCI Pasivo Un sistema BCI pasivo es aquel cuya salida de-
riva de actividad cerebral arbitraria sin propósito
de control voluntario y con el objetivo de enrique-
cer la interacción máquina-sujeto con información
impĺıcita

Cuadro 3.1: Clasificación de los sistemas BCI

sub-categorias: BCI activos, BCI reactivos y BCI pasivos. La descripción de cada

uno de estos sistemas puede encontrarse en la Tabla 3.1.

3.2.1. Sistemas sincronos y asincronos

Desde el punto de vista de la sincrońıa del sistema BCI, es posible realizar una

distinción clara entre los sistemas BCI śıncronos y aśıncronos. En el caso de los

sistemas śıncronos, un protocolo controla la duración de las operaciones aśı como el

momento de inicio y fin. Es el caso de aquellos sistemas BCI en los que el sujeto es

entrenado para mover un cursor en una dirección concreta: a izquierda o a derecha

por ejemplo. Los movimientos imaginarios de la mano derecha desplazaŕıan el cursor

hacia la derecha del mismo modo que lo haŕıan en dirección contraria en caso de

imaginar movimientos con la mano izquierda. En este caso, el momento en el que el

target aparece se informa al sujeto de que la tarea empieza y unos segundos después

comienza a analizarse la señal EEG hasta que, una vez terminado el periodo de
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análisis el sistema toma la decisión de mover a un lado o a otro. En estos casos, suele

ser frecuente que el sistema deje de analizar la señal EEG que se genera mientras la

acción de movimiento, izquierda o derecha, es ejecutada. Por tanto, un sistema BCI

śıncrono, no permite al sujeto controlar el instante en el que una acción concreta debe

o no ejecutarse, sino que reduce la posibilidad de ejecutar acciones a determinados

periodos de tiempo durante los cuales la señal EEG será analizada y en base a la

cual el sistema siempre tomará una decisión, esté usando un sujeto el sistema o no.

Podemos encontrar multitud de ejemplos de experimentos que han utilizado sistemas

BCI śıncronos [138]. Por otro lado, los sistemas BCI aśıncronos permanecen siempre

activos mediante un análisis continuo de la señal EEG, reaccionando ante cualquier

identificación positiva de un patrón de señal concreto asociado no sólo a acciones

cognitivas o motoras, sino también ante la identificación del estado de reposo. Al

igual que en el caso de los sistemas śıncronos, existen multitud de experimentos

recientes en los que se han utilizado sistemas BCI aśıncrono [139] [140].

3.2.2. Sistemas endógenos y exógenos

La clasificación de los sistemas BCI se realiza en función del parámetro que to-

memos como referencia. Si tomamos como base la naturaleza de la señal de entrada,

podemos clasificar los sistemas BCI en sistemas endógenos y exógenos. Los sistemas

BCI endógenos están basados en la habilidad del usuario para ejercer control direc-

to y modular determinados parámetros de la actividad cerebral como la amplitud

EEG dentro de un rango frecuencial determinado. Para conseguir un óptimo funcio-

namiento de estos sistemas es necesario un peŕıodo de entrenamiento intensivo. Un

ejemplo de sistemas endógenos son los sistemas BCI en potenciales corticales lentos

(Slow Cortical Potentials - SCP). Los SCP son cambios lentos de voltaje generados

sobre el córtex cerebral, con una duración variable entre 0.5 y 10 segundos. Los SCP

negativos se asocian t́ıpicamente con el movimiento y otras funciones que implican

una activación cortical. Se ha demostrado que las personas pueden aprender a con-

trolar estos potenciales tras un proceso de aprendizaje. Este tipo de señales aparecen

en la señal EEG debido a que también pueden producirse oscilaciones de menor du-

ración que los ritmos EEG conocidos. Los SCPs han sido utilizados en sistemas BCI

demostrando algunos estudios [141] que su autoregulación permitiŕıa a un sujeto ha-
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bilitar un canal de comunicación verbal sin la necesidad de controlar ningún tipo de

movimiento voluntario. La habilidad de los sujetos para controlar sus SCPs ha sido

demostrada en diversos estudios que han constituido la base para los sistemas BCI

conocidos como TTD (Thougth translation Device) [142]. Estos sistemas han sido

ampliamente probados en personas con esclerosis lateral amiotrófica aśı como en per-

sonas sanas, habilitándoles mecanismos y capacidades de comunicación bien a través

de navegadores web o dispositivos que permiten reconocer frases decodificando letra

a letra. En los sistemas SCP, las sesiones de entrenamiento están basadas en retro-

alimentación visual, donde el sujeto puede monitorizar la negatividad/postitividad

de las señales EEG, de esta forma los sujetos aprenden mecanismos para ajustar

su actividad cerebral. El periodo de entrenamiento podŕıa tardar semanas o meses,

considerando sesiones de entrenamiento de 1 o 2 horas a la semana. Tras aprender

la autoregulación de los SCP negativos, el funcionamiento de las tareas motoras y

cognitivas se verá claramente mejorado. Algunos estudios han demostrado la eficacia

de los SCP para establecer v́ıas de comunicación en pacientes totalmente paralizados

mediante el desarrollo de la habilidad de autoregular los SCP [143] [142]. Sin em-

bargo, el principal problema de esta técnica proviene de la gran cantidad de tiempo

de aprendizaje necesario para conseguir controlar y autoregular los SCP. En algunos

casos, se ha conseguido autoregulación de los SCPs en un periodo de entrenamiento

de 8 semanas SCP [141]. Los potenciales SCP también han sido utilizados en estudios

recientes para analizar desórdenes neurológicos en niños, como el trastorno de déficit

de atención e hiperactividad. A la vista de los resultados obtenidos [144], se podŕıa

afirmar que los niños que sufren este trastorno, podŕıan mejorar la habilidad para

mantener la atención durante tiempo prolongado mediante el entrenamiento de los

SCP.

Dentro de los sistemas BCI endógenos también cabe destacar los basados en

imágenes motoras o ritmos sensoriomotores. Se basa en un paradigma de dos o más

clases de imágenes motoras (movimiento de la mano derecha o izquierda, de los

pies, de la lengua, etc.) u otras tareas mentales (rotación de un cubo, realización

de cálculos aritméticos, etc.). Este tipo de tareas mentales producen cambios en la

amplitud de los ritmos sensoriomotores µ (8-12 Hz) y β (16-24 Hz), registrados so-

bre la zona somatosensorial y motora del córtex cerebral. Estos ritmos presentan
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variaciones tanto para la ejecución de un movimiento real como para la imaginación

de un movimiento o la preparación al mismo. La imaginación motora engloba todos

aquellos experimentos en los que se entrena al sujeto para controlar un sistema BCI

mediante la imaginación de movimientos concretos. En este tipo de sistemas BCI, el

sujeto es instruido para que imagine movimientos concretos frente a la pantalla de

un ordenador con el objetivo de obtener los datos necesarios para diseñar el expe-

rimento en tiempo real. Este diseño se efectúa a partir de los datos EEG obtenidos

y los est́ımulos presentados en la pantalla. La imaginación motora ha sido objeto de

diversos estudios en el pasado [145], en algunos casos analizando los ritmos mu en la

señal EEG y su asociación con la imaginación de movimientos de la mano derecha,

mano izquierda, pie y lengua, demostrando que es posible utilizar un sistema BCI

mediante imaginación de movimientos con múltiples clases.

Por el contrario los sistemas BCI exógenos basan su funcionamiento en la activi-

dad electrofisiológica generada a partir de est́ımulos externos. Este tipo de sistemas,

al contrario que los sistemas endógenos, no necesitan de una etapa intensiva de entre-

namiento. Los sistemas BCI basados en potenciales evocados P300 o en potenciales

evocados visuales de estado estable (Steady State Visual Evoked Potentials, SSVEP)

son ejemplos de sistemas exógenos. Para traducir la señal EEG en acciones concretas,

es posible analizar la señal desde distintos puntos de vista. Es comunmente aceptada

[146] la existencia de señales de control contenidas en la actividad EEG a partir de

cuyo análisis es posible desarrollar los sistemas BCI interpretando las intenciones del

usuario. A partir de esta actividad cerebral, es posible detectar pequeñas alteraciones

en el potencial eléctrico que aparecen tras un evento concreto, originado en el propio

sujeto o en el exterior. Estos potenciales eléctricos, desencadenados como consecuen-

cia de un evento, son conocidos como Potenciales Relacionados con Eventos (ERP).

Debido a su pequeño valor en comparación con los valores que adquiere normalmente

la señal EEG, han de utilizarse métodos de procesado de señal mediante la repetición

de un mismo est́ımulo para poder extraer la respuesta de la señal EEG que la con-

tiene. Dento de los ERP cabe destacar la onda P300 [44] que está siendo objeto de

estudio desde hace varias décadas. La onda P300 puede describirse como una desvia-

ción positiva durante un ERP obtenido en humanos. Esta onda sólo ocurre si el sujeto

está activamente implicado y concentrado en esta tarea. Según diversos estudios, su
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amplitud vaŕıa con el nivel de precisión del target, y su retardo vaŕıa con la dificultad

de distinguir el est́ımulo objetivo de los est́ımulos estándar. Un retardo t́ıpico máxi-

mo cuando un sujeto hace una discriminación simple es de 300 milisegundos. Algunos

autores [147] han demostrado recientemente que los pacientes con esclerosis múltiple

sufren disfunciones cognitivas que pueden ser corroboradas analizando los cambios en

la onda P300. Se demostró que aquellos sujetos con esclerosis múltiple han alterado

la onda P300, reduciendo su amplitud y prolongando su retardo. Esta alteración ha

sido utilizada como punto de partida por la comunidad cient́ıfica para demostrar la

existencia de disfunciones cognitivas en pacientes de esclerosis múltiple. La amplitud

del P300 es directamente proporcial a la relevancia del est́ımulo que la genera. Dentro

del grupo de los sistemas BCI con potenciales evocados, que será descrito posterior-

mente, se encuentran este tipo de sistemas BCI basados en la componente P300.

Son señales generadas en la actividad EEG sobre el cortex parietal, que producen un

evento infrecuente que puede ser auditivo, visual o somatosensorial, diferenciado de

eventos frecuentes. El P300 es un componente positivo, generado después de 300ms

de un evento infrecuente. El componente P300 comenzó a utilizarse en un sistema

BCI hace más de dos décadas [148]. En estos casos el usuario se sitúa delante de un

monitor con una matriz de MxM, con caracteres en cada uno de los elementos, donde

cada columna y cada fila es iluminada alternativamente cada 125ms. El sistema hace

la selección contando cuantas veces la columna o la fila contiene el carácter deseado

que ha sido iluminado en función de los est́ımulos captados por el sistema EEG.

Otros grupos han realizado estudios con el objetivo de mejorar el sistema descrito

anteriormente [148], centrado su actividad en el desarrollo de nuevas aplicaciones,

como el movimiento de un cursor de forma virtual desde un punto de partida hasta

una localización deseada [44] en 2D o posibilitando la formación de palabras a través

de la selección individual de los caracteres que la forman [8]. Si tras la aplicación de

un est́ımulo visual, se analiza la señal EEG generada en la zona visual de la corteza

cerebral, será posible detectar potenciales evocados visuales. Las señales procedentes

de respuestas naturales a la estimulación visual a frecuencias concretas, los SSVEP.

Estos tipos de señales cerebrales contienen una componente periódica que posee la

misma frecuencia fundamental que la estimulación repetitiva, junto con una serie de

armónicos secundarios. Por tanto, si el usuario fija su atención en una imagen que
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sufre un parpadeo a una frecuencia concreta, será posible detectar la frecuencia de

parpadeo analizando las propiedades de la señal EEG generada debido a la relación

directa entre el est́ımulo y la amplitud del SSVEP. Algunos autores [149] han rea-

lizado estudios para investigar en qué medida la precisión en la clasificación de un

sistema BCI con 4 clases para clasificar, puede ser mejorada incorporando las oscila-

ciones de los armónicos evocados visualmente. Este estudio revela que el uso de tres

armónicos partiendo de los SSVEP arrojan una mayor precisión en la decodificación

muy significativa, en comparación con aquellos casos en los que se utilizan sólo dos

armónicos. En este caso, la precisión obtenida por los distintos sujetos estaba entre

42.5 % y 94.4 %. El potencial de los SSVEP está en continuo estudio, debido a las

limitaciones en determinados usos. Por ejemplo, existen importantes limitaciones de

los pacientes impedidos y con lesiones graves para la utilización de sistemas BCI

basados en SSVEP debido a la necesidad de fijar la atención en los est́ımulos. De

hecho, experimentos recientes [150] sugieren que es posible establecer comunicación

en tiempo real a través de este tipo de sistemas, saltando las limitaciones impuestas

por los SSVEP, todo ello de forma independiente de las funciones neuromusculares.

A pesar de que en el pasado han existido t́ımidos avances en el diseño de un sistema

BCI-SSVEP que supere las limitaciones anteriores, este no ha sido todav́ıa probado

con éxito en pacientes con lesiones cerebrales. La importancia de este estudio radica

en que se propone un novedoso sistema BCI-SSVEP independiente y con tasas de

clasificación mejoradas. Además, los resultados obtenidos tras el test en tiempo real,

tanto en sujetos sanos como en pacientes con lesión cerebral grave, han arrojado pre-

cisiones de clasificación superiores al 80 % en muchos casos. Por tanto, el potencial

uso cĺınico de este sistema BCI tanto como herramienta de diagnóstico como para

establecer comunicación con pacientes de lesiones cerebrales, deberá ser explorado

en profundidad a partir de estos resultados. Recientemente ha cobrado especial in-

terés la posibilidad de trasladar desde el laboratorio a la vida real, los avances en

los sistemas BCI basados en SSVEP. Algunos autores han desarrollado estudios en

este sentido [151], analizando la calidad de la señal obtenida mediante técnicas SS-

VEP a través de un sistema electroencefalográfico portatil. Además, estas señales

fueron obtenidas mediante electrodos secos y comunicación inalámbrica, bajo con-

diciones desfavorables. Los resultados de este estudio demuestran que, mediante las
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técnicas adecuadas de análisis y detección de los SSVEP, es posible obtener buenos

resultados que mejoren los sistemas BCI. Estos resultados constituyen una mejora

considerable de las perspectivas de crecimiento de los sistemas BCI, ya que abren

la puerta para la utilización de los sistemas BCI en entornos reales. Hasta ahora se

han visto ejemplos en los que los sistemas BCI se han utilizado para interaccionar

con un dispositivo externo seleccionando una de las opciones a través de la interpre-

tación de las señales cerebrales. Sin embargo, según recientes estudios [152], en las

últimas tres décadas ha incrementado considerablemente el interés de los sistemas

BCI como herramienta para assistir, aumentar y rehabilitar las funciones sensitivas

y motoras en los pacientes cĺınicos. Los sistemas BCI están siendo estudiados como

elementos de ayuda en la terapia de rehabilitación para pacientes que han sufrido

derrames cerebrales o lesiones con consecuencias similares. En particular, los siste-

mas BCI dedicados a la rehabilitación incorporan partes robóticas que manipulan

de forma pasiva las extremidades afectadas. Estos sistemas detectan los eventos de

sincronización/desincronización relativos a la actividad oscilatoria de los ritmos ce-

rebrales asociados con la imaginación motora, encargados de controlar el sistema

BCI por turnos. Evidencias previas sugieren que el proceso de imaginación motora

activa preferentemente regiones sensoriales y motoras de forma similar a como ocu-

rre con tareas realmente ejecutadas. Esta práctica repetida de imaginación motora

puede inducir a cambios en la plasticidad del cerebro. Por tanto, tal y como sostiene

[152], la combinación de la imagineŕıa motora y los sistemas BCI podŕıan aumentar

y mejorar la rehabilitación en pacientes que han sufrido derrame cerebral, mediante

la activación de las redes corticomotoras a través de la imaginación motora, al tiem-

po que se suministra información sensorial de la extremidad afectada utilizando las

partes robóticas.

3.2.3. Dependientes e Independientes

De lo expuesto anteriormente se infiere que un sistema BCI no utiliza los canales

de salida normales del cerebro, tales como músculos o nervios para enviar comandos

de control a una computadora. Sin embargo la actividad en estos canales de salida

podŕıa necesitarse como parte del proceso. Dependiendo de si el usuario utiliza la

actividad de los músculos o nervios para producir la actividad cerebral, los sistemas
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BCI pueden clasificarse en dependientes o independientes. Un sistema BCI depen-

diente es aquel cuya información o comandos no son enviados a través de los canales

de salida normales del cerebro, a pesar de que utilizan la información contenida en

dichos canales para producir la actividad cerebral que contiene la información. Bue-

nos ejemplos de este tipo de sistemas BCI dependientes son los VEP , o los BCI

basados en SSVEP explicados anteriormente o los sistemas BCI basados en P300.

Por otro lado, los sistemas BCI independientes no necesitan el soporte de los nervios

periféricos o los músculos para producir los comandos para controlar la aplicación

final. La mayoŕıa de los sistemas BCI desarrollados suelen estar dentro de este últi-

mo grupo de sistemas BCI independientes, como los sistemas basados en los ritmos

motosensoriales y SCP [153].

3.3. Análisis y clasificación de la señal en sistemas

BCI

La fiabilidad de un sistema BCI depende en gran medida de los procedimientos

utilizados para la adquisición y procesamiento de las señales cerebrales. Para conocer

la forma en la que cada una de las partes de un sistema BCI influyen en la precisión

final del sistema, será necesario conocer el papel que desempeña cada parte del

sistema dentro del ciclo BCI descrito anteriormente (Figura 3.1) [133].

La capacidad de los usuarios de los sistemas BCI para controlar ciertas carac-

teŕısticas de la actividad EEG es una pieza clave para su buen funcionamiento. Por

tanto, las condiciones fisicas, psicológicas y emocionales bajo las que el sujeto uti-

lice los sistemas BCI condicionarán de forma clara los resultados obtenidos. Deben

centrarse gran parte de los esfuerzos en la selección, detección y extracción de las

caracteŕısticas de la señal cerebral asociadas a una acción o estado mental concreto.

Hace una década, algunos autores [154] ya se encontraban trabajando en diferentes

métodos de extracción de caracteŕısticas relevantes de la señal EEG para su utiliza-

ción en sistemas BCI. Los resultados de estos estudios reforzaban la hipótesis de que

las caracteŕısticas seleccionadas reflejaban, al menos parcialmente, los aspectos inde-

pendientes de los procesos corticales abriendo una nueva perspectiva para aumentar

la eficacia de los sistemas BCI. Es posible concluir que la elección del algoritmo
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adecuado y su adaptación a las necesidades del sistema BCI es tan importante co-

mo la selección de las caracteŕısticas relevantes de la señal EEG. Será esencial fijar

claramente qué funciones desempeña el sistema, a qué objetivos esta orientado y

qué tipo de señal EEG se desea procesar. Cada uno de los algoritmos utilizados en

sistemas BCI poseen caracteŕısticas espećıficas que aconsejan su uso bajo circuns-

tancias concretas. Seleccionando el algoritmo correcto y las caracteŕısticas adecuadas

será posible optimizar la precisión total del sistema, tal y como quedará demostrado

en caṕıtulos posteriores.

3.3.1. Detección, selección y extracción de caracteŕısticas

La selección de caracteŕısticas ha sido objeto de investigación en infinidad de áreas

de aplicación en las que se utilizan conjuntos de datos con decenas, cientos o miles

de variables. Estas áreas incluyen el procesamiento de texto de documentos online,

análisis de genes o qúımica combinatoria. El objetivo de la selección de caracteŕısticas

tiene tres vertientes: Mejorar el funcionamiento de los sistemas de predicción, mejorar

el sistema de predicción a través del aumento de la velocidad y reduciendo el coste

computacional de la operación y mejorar el nivel de conocimiento sobre el proceso

que ha generado los datos disponibles [155]. Por tanto, la selección de caracteŕısticas

es un aspecto fundamental en los sistemas BCI.

A lo largo de la historia del BCI han sido utilizadas una amplia variedad de

caracteŕısticas para diseñar sistemas BCI tales como los valores de amplitud de la

señal EEG, la potencia de las bandas, los valores de potencia de la densidad espec-

tral, parámetros autoregresivos o caracteŕısticas de tiempo frecuencia. Tal y como

algunos autores describ́ıan hace algunos años respecto al duseño de un sistema BCI

[134], algunas propiedades criticas de estas caracteŕısticas deben ser consideradas. En

primer lugar debe tenerse en cuenta el ruido y los valores at́ıpicos. Las caracteŕısticas

BCI son ruidosas o contienen valores at́ıpicos debido a que las señales EEG suelen

tener un nivel muy pobre de señal a ruido. Por otro lado hay que considerar también

su alta dimensionalidad, ya que en los sistemas BCI, los vectores de caracteŕısticas

poseen un alto número de dimensiones. De hecho, muchas caracteŕısticas son gene-

ralmente extráıdas de algunos canales y de algunos segmentos de tiempo antes de ser

concatenados en un único vector de caracteŕısticas. También ha de tenerse en cuenta
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(a) (b)

Figura 3.2: (a) Marco tradicional para la selección de caracteŕısticas y (b) nuevo
marco propuesto para la selección de caracteŕısticas (adaptado de [156])

la información temporal. Las caracteŕısticas BCI deben contener este timpo de infor-

mación como los patrones de la actividad cerebral relativos a variaciones espećıficas

de la señal EEG en el tiempo. Hay que considerar igualmente que las caracteŕısticas

BCI son no estacionarias, las señales EEG pueden variar rapidamente no solo de un

instante a otro sino también y muy especialmente de una sesión a otra. Por último,

hay que considerar también que los conjuntos de entrenamiento son relativamente

pequeños, en tanto en cuanto los procesos de entrenamiento consumen y demandan

tiempo del usuario del sistema BCI.

Algunos estudios [156] apuntan la necesidad de establecer nuevos métodos de

selección de caracteŕısticas. Se afirma que seŕıa posible aumentar la eficiencia del

proceso global en aquellos casos en los que se trate con datos de alta dimensionalidad.

El aumento de la eficiencia del proceso de selección de caracteŕısticas, pasa por

la definición de la reduncancia de caracteristica asi como por la realización de un

análisis expĺıcito sobre este parámetro. En este estudio, se ha desarrollado un método

basado en la correlación para el análisis de la relevancia y la redundancia. Además,

se ha desarrollado un estudio emṕırico sobre la eficiencia y efectividad del modelo

en comparación con otros métodos.

En esta ĺınea, algunos autores [155] profundizaron en la importancia de los siste-

mas de selección y extracción de caracteŕısticas. Esta necesidad veńıa generada por

la evolución en el número de caracteŕısticas que estaban siendo objeto de análisis

en los conjuntos de datos o señales exploradas. En un primer momento, eran po-

cos los conjuntos de datos en los que se utilizaran más de 40 caracteŕısticas. Esta
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situación ha cambiado de forma considerable en los últimos años y es frecuente en-

contrar experimentos en los que se analizan señales con cientos e incluso miles de

caracteŕısticas. Este hecho genera graves problemas en el análisis de la señal debido

a la existencia de caracteŕısticas que contienen información irrelevante o redundante.

Este nuevo modelo de selección de caracteŕısticas [156], descrito en la Figura 3.2b

ha demostrado su efectividad bajo condiciones muy concretas. Los buenos resulta-

dos verificados por dos algoritmos diferentes de aprendizaje máquina, validaron la

eficiencia y efectividad para la selección de caracteŕısticas, tanto en casos de aprendi-

zaje supervisado, como en aquellos dominios en los que los datos o señales analizadas

contienen caracteŕısticas irrelevantes o redundantes.

El éxito en el proceso de clasificación de un sistema BCI depende, en gran me-

dida, del desarrollo correcto de la etapa de preprocesamiento de los datos. Debido

a este hecho, un ámbito importante en las investigaciones sobre las tecnoloǵıas BCI

está centrado en la extracción, selección y traducción de las distintas caracteŕısti-

cas de la señal EEG. Es necesario minimizar la verosimilitud de las interferencias de

aquellas caracteŕısticas que pueden ser generadas por otros procesos cognitivos. Estas

interferencias pueden ser proyectadas en la corteza cerebral como ondas electroen-

cefalográficas en una forma similar [28]. Por tanto, las caracteŕısticas seleccionadas

y asociadas a un proceso concreto deben ser fáciles de detectar utilizando métodos

automáticos, reconocimiento de patrones, aprendizaje máquina, etc. En este sentido,

es fundamental asegurar una buena relación señal a ruido, lo que puede conseguirse

mediante aquellas señales que muestran una baja varianza, coherencia en los distintos

intentos aśı como altas amplitudes tanto en el dominio del tiempo como en el de la

frecuencia. La señal EEG captada será procesada para extraer caracteŕısticas espećıfi-

cas de la señal, las cuales codifican los comandos generados en el cerebro del sujeto de

una forma involuntaria o intencionada. Los métodos de extracción de caracteŕısticas

pueden también extraer información de la señal en el dominio del tiempo, como es el

caso de las amplitudes de los potenciales evocados [157] o transformar la señal cere-

bral para que sea analizada en diferentes dominios como el dominio de la frecuencia

o en el de tiempo-frecuencia. Una vez extraidas las caracteŕısticas de la señal, éstas

deben ser seleccionadas para maximizar la precisión del sistema. Las caracteŕısticas

extraidas para su uso en el sistema BCI aportarán mejor o peor separabilidad para
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las clases en función de muchos factores como la zona de la corteza cerebral en la que

fue adquirida, el dominio en el que se encuentran, etc. Las caracteŕısticas encontra-

das en el cortex motor, por lo general, aportan mejor separabilidad entre clases que

en el caso de sistemas BCI basados en imagineŕıa motora. También para sistemas

BCI basados en la imaginación de movimientos, existen mayores posibilidades de que

exista una mejor separación entre clases para las caracteŕısticas en las bandas alfa y

beta que para cualquier otra banda de frecuencia. Por tanto, no sólo es importante

la extracción de caracteŕısticas sino que también es muy necesario seleccionar las

caracteŕısticas adecuadas que serán utilizadas para la clasificación. Existen diversos

métodos para la selección de caracteŕısticas tales como R2 o algoritmos genéticos.

En posteriores caṕıtulos se describen los resultados obtenidos tras aplicar algoritmos

genéticos como método para la selección de caracteŕısticas. Una vez las caracteŕısti-

cas han sido extraidas y seleccionadas, es necesario clasificarlas. Existen multitud de

procedimientos y algoritmos que han sido utilizados en experimentos BCI [158] [153]

que pueden ser agrupados en lineales, como los clasificadores bayesianos, el análisis

del discriminante lineal, etc., o no lineales como las redes neuronales.

Si se hace referencia a los algoritmos de clasificación de la señal en sistemas BCI,

es necesario mencionar la adaptación de estos algoritmos a cada usuario y al contexto

en el que se desarrollen. Los sistemas BCI, lejos de mantenerse en una configuración

estática, están en coninua adaptación durante todo el proceso. La adaptación puede

darse en tres niveles diferentes. En primer lugar, relacionado con el fenómeno neuro-

fisiológico seleccionado para conducir el sistema BCI, el algoritmo de clasificación se

orienta para adaptarse a las caracteŕısticas producidas por este fenómeno. Si pensa-

mos en el caso de SSVEP, el algoritmo de clasificación debe ajustarse para maximizar

la detección de señales con amplitudes de frecuencia generadas por la estimulación

visual [159]. El siguiente nivel de adaptación está relacionado con los factores que

afectan a la generación de la señal EEG, entre los que se encuentran la fatiga, ex-

citabilidad, enfermedad, etc. Estos factores pueden afectar de forma importante a

la calidad de la señal EEG, por lo que el sistema de clasificación necesita un ajuste

periódico a los posibles cambios producidos en las caracteŕısticas de la señal EEG.

Por último el tercer nivel de adaptación procede de la interacción entre el sistema

BCI y el cerebro del usuario, ya que ambos son sistemas adaptativos en tanto en
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cuanto el sujeto aprenderá cómo usar caracteŕısticas particulares para controlar el

dispositivo de salida, con lo que el rendimiento mejorará con el uso prolongado. Es

en este momento en el que el usuario asociará fenómenos neurofisiológicos concre-

tos, generados espontanea o voluntariamente, con una tarea concreta. Por tanto, la

adaptación pone el foco en la interacción entre el cerebro y el sistema BCI durante

el proceso de aprendizaje, generando un reflejo en el cambio de las caracteŕısticas de

la señal aśı como en los resultados de la señal de salida, todo ello con consecuencias

en la precisión final de la tarea. El algoritmo podŕıa responder a un incremento de

la precisión en la clasificación “premiando” al usuario con una comunicación más

rápida o con tareas más complejas, reduciendo el tamaño de los targets, etc.

Desde una perspectiva abstracta, los algoritmos de clasificación seleccionan y

transforman esa porción de datos EEG que mejor reflejan un determinado patrón de

actividad cerebral previamente seleccionado. Este procedimiento se realiza normal-

mente en un proceso de tres pasos. La señal EEG genera una cantidad importante

de datos que no transporta información sobre los procesos a nivel cerebral que están

siendo investigados y deben ser filtrados para su eliminación. En el primer paso se

aplicarán filtros restrictivos cuya consecuencia inmediata es la limitación de la señal

EEG en términos temporales, espaciales o de ancho de banda oscilatorio [159]. Las

caracteŕısticas serán extráıdas por el sistema basándose en el conocimiento derivado

del campo de la neurociencia, utilizando herramientas para el tratamiento de señales.

En este paso, las caracteŕısticas particulares de la señal EEG serán seleccionadas,

combinadas e intensificadas con procesamiento posterior [160]. Finalmente se proce-

de a calibrar un algoritmo de clasificación basado en caracteŕısticas protot́ıpicas que

son normalmente generadas en una sesión de entrenamiento a la que se somete al

sujeto de forma separada. En este sentido, determinados estudios [161] han propues-

to sistemas de entrenamiento basados en imaginación de movimientos que pueden

ayudar al sujeto a obtener información sobre la señal generada, tras la imaginación

del movimiento, mostrando en tiempo real el mapa de activación del cortex cerebral.

Una vez entrenado el algoritmo, el sistema BCI será capaz de extraer información

del estado cognitivo del usuario a partir de las señales EEG. Ha de destacarse que

las investigaciones en el campo del BCI han desarrollado herramientas espećıficas

para la extracción y selección óptima de las caracteŕısticas [162] que se encuentran a
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disposición de los investigadores. El diseño de los algoritmos utilizados en sistemas

BCI serán tratados en el caṕıtulo siguiente. Diversos estudios [163] [153] [164] están

siendo desarrollados con el objetivo de mejorar estas herramientas que constituyen

uno de los aspectos clave para el rendimiento de cualquier sistema BCI.

En el pasado se han dedicado esfuerzos por parte de la comunidad cientifica con

el objetivo de extraer aquellas caracteŕısticas relevantes para la clasificación de la

señal EEG durante la ejecución espontánea de tareas motoras [165]. Este estudio, ha

demostrado emṕıricamente los beneficios que reportan la utilización de métodos de

selección de caracteŕısticas para la clasificación de tareas mentales mediante análisis

de la señal EEG. Si tomamos como ejemplo el primero de los experimentos realizados,

cada muestra EEG estaba representada por 138 caracteŕısticas (6 canales con 23

componentes cada uno) y cada tarea ejecutada por el sujeto está compuesta por 40

muestras. En el segundo experimento la longitud de las secuencias y segmentos son

de 1 y 0.5 segundos respectivamente. En este caso la resolución frecuencial es de 2

Hz y cada muestra EEG tiene 72 caracteŕısticas (6 canales y 12 componentes cada

uno). Este segundo experimento consta de un mı́nimo de 200 muestras por cada

tarea. El trabajo se centra por tanto en el análisis de la relevancia de las distintas

caracteŕısticas, verificando si transportan información útil y relacionada con la tarea

motora desarrollada por el sujeto. Aplicando los métodos desarrollados en dicho

estudio, se consigue un doble objetivo: por un lado se seleccionan las caracteŕısticas

más relevantes y que contienen información útil, descartando aquellas caracteŕısticas

irrelevantes o con información redundante. Por otro lado se consigue información

valiosa sobre la participación o no de las distintas partes de la corteza cerebral

en tareas motoras. En este caso, de los resultados se desprende que los electrodos

colocados en la ĺınea media de la corteza, etiquetados como ’Cz’y ’Pz’, son relevantes

a la hora de reconocer tareas de imagineria motora izquierda y derecha, lo que se

traduce en una participación de las áreas parietales en las tareas motoras, tal y como

han enunciado algunos autores en el pasado [166]. Particularmente se muestra una

mejora en el funcionamiento del clasificador para todos los sujetos considerados con

solo una pequeña porción de las caracteŕısticas iniciales. Mediante el uso de esas

pocas caracteŕısticas relevantes, no solo se ha conseguido incrementar la eficiencia

de los sistemas BCI, sino que también se consigue un mayor nivel de adaptación del
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sistema BCI al usuario.

3.3.2. Sistemas BCI espontáneos o de potenciales evocados

Además de lo anterior, es posible diferenciar los sistemas BCI en dos grandes

grupos en función de la forma en la que la señal cerebral es generada. En base a esto

es posible hablar por un lado de sistemas en los que la señal analizada es evocada,

como ocurre en el caso de los potenciales visuales evocados [167], y por otro lado

de señal espontánea como el caso de potenciales corticales, ritmos motosensoriales

o tareas cognitivas no motoras [168]. Dentro del primer grupo, es posible encontrar

los sistemas BCI basados en SSVEP. Los potenciales visuales evocados pueden ser

divididos a su vez en función de la amplitud en alta, media y baja frecuencia. Hace

dos décadas tuvo lugar el primer intento de desarrollar un sistema BCI basado en

potenciales visuales evocados [169]. La estimulación visual consist́ıa, como en otros

experimentos descritos anteriormente, en un número determinado de celdas etique-

tadas que se iluminaban periódicamente en una pantalla. El mejor de los sujetos

mostró una media de tiempo de respuesta de 1.5s por carácter, consiguiendo una

precisión en la clasificación de aproximadamente el 90 %. Desde la publicación de los

resultados de estas investigaciones, muchos investigadores han desarrollado sistemas

BCI basados en potenciales visuales evocados centrándose en las posibilidades de

extraer caracteŕısticas de la señal o localizar la fuente principal de información útil

[170], aśı como en la utilización de hardware con el propósito de simular la respuesta

[50]. Los sistemas BCI basados en potenciales visuales evocados utilizan una pantalla

donde se van mostrando una serie de objetos que se iluminan a diferentes frecuencias,

cada uno de ellos etiquetado de forma diferente. Esto permite al sujeto relacionar

cada uno de los objetos con una letra, aplicación o acción concreta. El tiempo de

entrenamiento de este tipo de sistemas BCI es aceptable en comparación con otros

sistemas como los basados en SCP [171] que requieren d́ıas e incluso semanas de en-

trenamiento. Por otro lado, los potenciales evocados somatosensoriales o “SSSEPs”

han sido utilizados por algunos autores [172] dentro del objetivo común de todos

los sistemas BCI de encontrar patrones cerebrales que sean fácilmente detectables.

En concreto, el estudio anterior ha utilizado los SSSEPs como base para un sistema

BCI que utiliza transductores para estimular los dedos ı́ndices de ambas manos a
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través de la estimulación táctil, en el rango de frecuencia de resonancia del siste-

ma somatosensorial. La estimulación vibratoria es reflejada en la señal EEG como

SSSP, con lo que posibilita que el sujeto module su actividad cerebral concentrando

su atención en el dedo izquierdo o el derecho. El primer paso para desarrollar estos

sistemas debe comenzar determinando la frecuencia de resonancia espećıfica del su-

jeto, que será la frecuencia óptima de la estimulación somatosensorial. Los sujetos

serán entonces estimulados con su frecuencia espećıfica de estimulación en el dedo

ı́ndice derecho, escogiendo una frecuencia diferente para el dedo ı́ndice de la mano

izquierda. La estimulación se realizará de tal forma que el sujeto creerá que ambas

son iguales. Las caracteŕısticas de los electrodos etiquetados como C3 y C4 podŕıan

ser extraidas en el dominio del tiempo, la cual puede ser posteriormente promediada

a través de un periodo de tiempo de un segundo. En este caso se utiliza el algoritmo

de análisis del discriminante lineal (LDA). Según el estudio, dos de cuatro sujetos

aprendieron a modificar su SSSEPs para controlar un sistema BCI de dos clases con

una precisión de entre el 70 % y el 80 %. En los últimos años ha crecido el interés

por el uso de SSVEP en los sistemas BCI. Este enfoque es uno de los más rápidos y

fiables para la comunicación aplicando sistemas no invasivos. Sin embargo, es nece-

sario mejorar la velocidad en términos de tasa de transferencia de información y el

tiempo necesario para realizar un único comando.

3.3.3. Sistemas BCI online y offline

Existen dos vias para procesar los datos EEG y utilizarlos en sistemas BCI [28]. El

análisis offline es útil para conocer qué información podŕıa ser extráıda en el conjunto

de datos obtenidos y qué vias podŕıan ser las mejores para extraer dicha información.

Este análisis es muy útil para realizar el ajuste de los algoritmos de detección durante

la ejecución de una determinada tarea por parte del sujeto. Segun la bibliograf́ıa

[28], el análisis offline permite extraer conclusiones sobre tres aspectos distintos del

sistema BCI analizado. En primer lugar, este análisis permite analizar los datos

obtenidos y relacionarlos con mecanismos y conocimiento ya validado con base en

neurociencia. En segundo lugar, se detectan patrones elegidos en los datos obtenidos,

con la esperanza de poder detectar estos patrones en nuevos conjuntos de datos

obtenidos en el mismo contexto. Por último, el resultado del análisis offline, permite
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extraer conclusiones sobre el rendimiento esperado del sistema BCI. La validez de

estos tres aspectos del análisis offline depende del procedimiento seguido para realizar

el análisis y de la porción de datos utilizados en el proceso.

Algunos autores [43] han descrito un nuevo tipo de sistema BCI que utiliza un

prototipado rápido utilizando herramientas como matlab o Simulink. En dicho traba-

jo, los autores automatizan la transición entre los experimentos online y offline para

el caso de experimentos en tiempo real. Este sistema es capaz de procesar múlti-

ples canales EEG online y operar en tiempo real en un PC estandar. Los resultados

arrojan un buen resultado en términos de precisión de clasificación, obteniendo entre

un 70 % y un 95 % con dos canales EEG después de algunas sesiones con retroali-

mentación utilizando un modelo autorregresivo y análisis del discriminante lineal

(LDA).

El objetivo de todo análisis offline es tratar de imitar el análisis online tanto

como sea posible. Esto ocurre en los análisis causales, que siguen tres reglas básicas:

En primer lugar solo tienen en cuenta datos que realmente están disponibles en el

punto temporal que se desea analizar. Esto es especialmente relevante para métodos

de filtrado que de forma intherente podŕıan acceder a ”datos futuros”(como en el

caso del filtrado adelante-atrás). En segundo lugar debe tenerse en cuenta que el

tiempo de procesamiento de los algoritmos influye de forma directa en la aplicabilidad

del sistema en tiempo real. El hardware y software utilizado también influirá de

forma decisiva en el rendimiento del sistema en tiempo real. En tercer lugar, ha de

garantizarse la disponibilidad de los datos y la información procesada no solo en el

escenario offline sino muy especialmente en el escenario online.

Algunos autores [173] han realizado experimentos utilizando análisis offline de

los datos recogidos durante la operación del sistema para explorar métodos que

pudieran mejorar la precisión de la clasificación. Los datos fueron aglutinados durante

la selección de los usuarios de entre tres posibles targets mediante control vertical del

movimiento del cursor. Los tres métodos analizados difieren en la dimensionalidad

del movimiento del cursor y en el tipo de función utilizada (lineal vs no lineal).
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3.4. Algoritmos de Clasificación en sistemas BCI

La literatura especializada describe los cambios experimentados por los sistemas

BCI desde sus planteamientos iniciales [28]. En un primer momento, los sistemas BCI

estaban basados en los esfuerzos realizados por el usuario para generar patrones en

la señal cerebral, que pudieran ser reconocidos facilmente. Sin embargo, la evolución

de los sistemas BCI surgida tras el desarrollo de las técnicas de aprendizaje máquina

han hecho que el esfuerzo de aprendizaje se desplace desde el usuario hacia los algo-

ritmos implementados en el sistema BCI. El aprendizaje máquina es una parte de las

ciencias de la computación que se ocupa del desarrollo e implementación de sistemas

capaces de generalizar patrones de funcionamiento, partiendo de información mues-

tral o procedimental sobre un proceso concreto. Como se verá a continuación, este

campo esta muy relacionado con la estad́ıstica y el análisis de datos. El aprendizaje

máquina tiene aplicación en infinidad de casos prácticos, y durante estos años ha si-

do aplicado a la detección de vertidos de petróleo en imágenes captada por satélites

[174], en los procesos de clasificación automática del tráfico de red [175] e incluso en

procesos de diagnóstico en el campo de la medicina [176].

Algunos autores [28] han tratado de describir los aspectos básicos del aprendizaje

maquina aplicado al BCI. Los patrones en la actividad EEG son generados tras la

ejecución mental de ciertas tareas, las cuales han sido aprendidas a una edad tem-

prana de la vida del sujeto. El usuario genera inicialmente ”prototipos”de datos que

son utilizados para calibrar el algoritmo de aprendizaje. En este caso, los datos EEG

son procesados y analizados en tiempo real para detectar los patrones aprendidos

previamente e interpretarlos como comandos. Esto puede ser utilizado para discrimi-

nar la presencia o ausencia de distintas clases que pueden ser vistas por el sistema de

clasificación como estados cognitivos especificos. El resultado de este análisis es una

clasificación de los datos introducidos (ver Figura 3.3), que usualmente se asigna a

un valor numérico o a clases discretas predeterminadas. En la última decada, nume-

rosos investigadores se han centrado tanto en el desarrollo de métodos novedosos de

aprendizaje máquina para el desarrollo del BCI, como en la mejora de los métodos

existentes [177] [178].

La selección del algoritmo más apropiado para un experimento BCI condicio-

nará en gran medida los resultados obtenidos. Es obvio que no todos los algoritmos
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Figura 3.3: Un sistema BCI traduce la señal de entrada EEG en estimaciones de
estados cognitivos (adaptado de [28])

Figura 3.4: Fronteras de decisión obtenidas tras un entrenamiento insuficiente (1),
tras un entrenamiento adecuado (2) o en el caso de un algoritmo afectado de sobre-
entrenamiento (3)

de clasificación arrojarán los mismos resultados para un mismo sistema BCI. Por

ello, han de analizarse claramente los puntos fuertes y los puntos débiles de cada uno

de los algoritmos de clasificación disponibles. Disponer de esta información permi-

tirá optimizar el proceso de clasificación, utilizando el algoritmo que sea capaz de

diferenciar mejor entre las distintas clases que deban ser clasificadas durante el pro-

ceso. Será esencial entender claramente todos estos aspectos, considerando también

las variaciones en el tiempo de la señal EEG. A continuación se describen los princi-

pales algoritmos de clasificación utilizados durante los últimos años en los sistemas

BCI, junto con las principales caracteŕısticas asociadas a cada uno de ellos.

Según la literatura cientifica [134], se han utilizado distintas definiciones para

describir los diferentes tipos de algoritmos de clasificación. En primer lugar se men-

cionan los Generativos-discriminativos. Los clasificadores generativos, también lla-

mados informativos, computan la verosimilitud de cada clase y seleccionan aquella

con mayor valor. Los clasificadores discriminativos, como las SVM (Support Vector

Machines), solo aprenden la forma de discriminar las clases con el objetivo de cla-

sificar un vector de caracteŕısticas directamente. Los clasificadores estáticos, como

los perceptrón multicapa, no pueden tener en cuenta la información temporal duran-
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te la clasificación, ya que utilizan para la clasificación un vector de caracteŕısticas

individual. Por otro lado, los clasificadores dinámicos, como los modelos ocultos de

markov o ”Hidden Markov Model”, pueden clasificar una secuencia de vectores de

caracteŕısticas y conseguir asi captar las dinámicas temporales. Mención especial

merecen los clasificadores estables y no estables. Los clasificadores estables, como el

análisis de discriminante lineal o LDA, tienen una baja complejidad. Se denominan

estables debido a que las pequeñas variaciones en el conjunto de entrenamiento no

afectan de forma considerable a su fincionamiento. Por el contrario, los clasificadores

no estables como el perceptrón multicapa, tienen una gran complejidad y pequeñas

variaciones en el conjunto de entrenamiento pueden generar importantes cambios en

su funcionamiento. Utilizando algoritmos regularizados, es posible añadir robustez

al sistema. La regularización consiste en controlar cuidadosamente la complejidad

de un clasificador con el objetivo de prevenir el sobreentrenamiento. Para poner en

marcha un algoritmo de clasificación se suelen utilizar dos tipos de subconjuntos ex-

traidos del conjunto de datos disponibles: El conjunto de entrenamiento y el conjunto

de prueba. El conjunto de entrenamiento es utilizado para calibrar el algoritmo de

clasificación y obtener determinados parámetros de clasificación. A continuación, se

utiliza el conjunto de test para validar el algoritmo y evaluar el error de generalización

arrojado por el algoritmo de clasificación. El conjunto de entrenamiento y el conjunto

de test no deben contener muestras en común, ya que no tendria sentido evaluar la

calidad del modelo sobre los datos que han servico para construirlo (Figura 3.4). En

caso de que ocurriese esto último, se obtendŕıan resultados demasiado optimistas no

correspondientes con la capacidad real del algoritmo para clasificar correctamente.

La pérdida de la capacidad de generalización es una de las consecuencias del sobre-

entrenamiento. No existe un criterio único para dividir el conjunto inicial en datos

de entrenamiento y de test, sin embargo algunos autores [179] afirman que de forma

orientativa se deberia utilizar un 80 % de los datos para el conjunto de entrenamiento

y un 20 % para el conjunto de test y validación que permita estimar la generalización.

Un clasificador regularizado tiene una buena capacidad de generalización y es muy

robusto respecto a los valores at́ıpicos (outliers).

Existen muchas formas de categorizar los algoritmos de clasificación utilizados

en sistemas BCI. Algunos autores [134] proponen dividir estos algoritmos en varias
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categoŕıas: Clasificadores lineales, redes neuronales, clasificadores bayesianos y vecino

más cercano.

Clasificadores lineales

Los clasificadores lineales son algoritmos de clasificación que utilizan funciones

lineales para crear fronteras de separación entre las distintas clases del problema

planteado. Dentro de este tipo de algoritmos de clasificación, pueden distinguirse

dos tipos de clasificadores lineales para aplicar a los sistemas BCI. Por un lado se

encuentran los algoritmos LDA o análisis del discriminante lineal. Según algunos

autores [180], la utilización de clasificadores lineales en investigaciones BCI es algo

muy extentedido. La clasificación lineal utiliza un modelo muy simple y por ello si

no se cumplen una serie de condiciones, este tipo de clasificadores pueden verse con-

dicionados negativamente. La existencia de datos at́ıpicos o la presencia de señales

demasiado ruidosas pueden generar problemas de clasificación y bajo rendimiento

utilizando clasificadores lineales. Lamentablemente, es común encontrar estos dos

factores en el análisis de las señales utilizadas por sistemas BCI. El algoritmo LDA

fue propuesto por Fisher [181] hace más de 70 años. Esta técnica, divide el espacio

muestral en subespacios mediante hiperplanos que permiten optimizar la separación

entre los conjuntos objeto de clasificación. El algoritmo LDA busca maximizar la

distancia entre clases mientras minimiza la distancia entre las muestras que per-

tenecen a la misma clase. Dicho de otra forma, LDA realiza una transformación

lineal que minimiza la dispersión dentro de cada clase del conjunto de entrenamiento

mientras maximiza la dispersión entre las clases [182]. La Figura 3.5 ilustra el modo

de funcionamiento del algoritmo LDA. Partiendo de un conjunto de entrenamiento

con tres clases diferentes (Figura 3.5a), se genera una proyección del conjunto de

entrenamiento (Figura 3.5b), minimizando la dispersión dentro de cada clase y con-

siguiendo que la distancia entre las observaciones medias de cada una de las clases y

la media global obtenida sea máxima (Figura 3.5c). La bibliografia contiene ejemplos

del proceso de mejora que ha sufrido este algoritmo desde sus inicios por parte de

la comunidad cient́ıfica [183]. Las mejoras introducidas por los investigadores han

estado orientadas a la eliminación de restricciones que planteaba el modelo LDA

inicial. Gracias a estas mejoras se ha podido encontrar una función discriminante
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(a) (b) (c)

Figura 3.5: Modelo de funcionamiento del algoritmo LDA [182]

para utilizar en aquellos conjuntos de datos en los que no es posible tener igualdad

de matrices de covarianzas [184] o evitar que los datos at́ıpicos pudieran afectar al

proceso de clasificación contaminando el proceso de obtención de estimadores. Para

ello se acabó proponiendo un nuevo modelo que permita la detección y eliminación de

estas observaciones at́ıpicas evitando que afectaran al proceso de clasificación. Esto

último fue posible gracias a la introducción de la estimación ”high breackdown”[185],

produciendo estimadores inmunes a la distorsión causada por una minoria de datos

u observaciones atipicas.

Los métodos lineales asumen que es posible una separación lineal de los datos

y que estos están conformados en una distribución normal. Estudios recientes sobre

técnicas de reconocimiento de patrones para la clasificación EEG en sistemas BCI han

puesto de manifiesto el potencial del algoritmo LDA en estos entornos [49]. Los cla-

sificadores lineales son generalmente más robustos que sus clasificadores homólogos

no lineales. Este hecho se fundamenta en la flexibilidad limitada de los clasificadores

lineales (menos parámetros para definir) y son por tanto menos proclives a gene-

rar sobreentrenamiento. Sin embargo, en presencia de fuerte ruido y datos at́ıpicos,

también los sistemas lineales pueden resultar poco precisos. Tanto la Figura 3.6b

como la Figura 3.6c muestran que ante la presencia de fuerte ruido y datos at́ıpicos,

se pueden generar cambios drásticos en la frontera de decisión. Esto ocurrirá si no

se limita la influencia de determinados datos durante el proceso de entrenamiento.

Para evitar y controlar los problemas generados durante el entrenamiento es posible



72 Caṕıtulo 3. Análisis, procesado y clasificación de señales EEG

(a) (b) (c)

Figura 3.6: (a) un clasificador lineal está definido por el vector normal al hiperplano
’W’y un offset. El margen de un clasificador lineal es la distancia mı́nima desde
los puntos de entrenamiento hasta el hiperplano. El margen está representado por
la distancia entre las ĺıneas punteadas y la ĺınea sólida. (b) Conjunto de datos con
presencia de datos at́ıpicos. (c) Conjunto de datos con una etiqueta incorrecta ([180])

utilizar regularización. Aplicando regularización seŕıa posible limitar la influencia de

los datos at́ıpicos y reducir la complejidad del clasificador [180].

Además de todo lo expuesto, ha de tenerse en cuenta las caracteŕısticas de los

conjuntos de datos que toman parte en los experimentos BCI. En este sentido, la

utilización del algoritmo LDA en experimentos BCI puede generar problebas rela-

cionados con el la utilización de un pequeño número de muestras (small sample

size problem), descrito en detalle por la bibliograf́ıa cient́ıfica [186]. Esto ocurre

cuando solo hay disponibles m muestras en un espacio vectorial n-dimensional con

m < n. Dadas las matrices de dispersión entre clases SB e intra clases SW , las con-

secuencias de este hecho hacen que la matriz de dispersión intra clase, dada por

SW =
∑c

j=1

∑mj

i=1(x
i
j − xj)(x

i
j − xj)

T sea singular y no tenga inversa. Este hecho,

genera un problema grave en la obtención de una solución a partir del método LDA

ya que es necesario que la matriz Sw (matriz entre clases: sea no singular, pudiéndo-

se obtener de esta forma los vectores propios de Sw ∗ ST
b a fin de obtener la matriz

de proyección maximizando la ecuación Wlda = argmax||w||=1
WTSBW
WTSWW

. Para resolver

este problema generado por un tamaño de muestras pequeño en comparación con el
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número de dimensiones, una de las opciones utilizada con éxito en el pasado ha sido

utilizar técnicas de regularización [187]. Algunos autores [187] han propuesto un nue-

vo modelo de análisis discriminante regularizado (RLDA) para resolver el problema

del tamaño de muestras pequeño en experimentos de reconocimiento de rostros. Los

resultados de este experimento confirman la efectividad de las técnicas de regulari-

zación para solventar el problema planteado. Las tecnicas de regularización fueron

propuestas en 1989 por Friedman [188]. Este método de análisis del discriminante

regularizado se basa en la introducción de un parámetro al estimador de la matriz

de covarianza, lo que consigue eliminar gran parte de las limitaciones del algoritmo

original.

Algunos autores que han introducido mejoras en el algoritmo RLDA [189], han

descrito las limitaciones que presenta el algoritmo LDA. El algoritmo LDA es un

método de clasificación bien conocido que proyecta datos con alta dimensionalidad

en un espacio de baja dimensionalidad donde los datos son reformateados para ma-

ximizar la separabilidad de las clases. La proyección óptima en el algoritmo LDA

clásico es obtenido minimizando la distancia de las muestras dentro de una misma

clase al tiempo que se maximiza la distancia entre muestras de distintas clases, asi

se obtiene la máxima discriminación. El algoritmo LDA clásico utiliza tres matrices

de dispersión: La matriz intra clase Si, la matriz entre clase Sw y la matriz total de

dispersión St. La matriz total de dispersión es un múltiplo de la matriz de covarianza

y debe ser no singular. Sin embargo en algunas aplicaciones, como clasificación de

texto o reconocimiento facial, todas las matrices de dispersión en cuestión pueden ser

singulares, debido a que los datos están en un espacio con gran número de dimensio-

nes y el tamaño de las muestras no excede dicha dimensión. En estas situaciones se

genera el conocido como problema de la singularidad. Estos autores afirman que RL-

DA aporta una solución efectiva para el problema de la singularidad. La idea general

de este algoritmo es la de añadir una constante λ > 0 a los elementos diagonales de la

matriz total de dispersión; este será el parámetro de regularización. La regularización

estabiliza la estimación de las muestras de la matriz de covarianza y mejora el fun-

cionamiento de la clasificación del algoritmo LDA. Tal y como ya afirmaba Friedman

[188], escoger un valor apropiado para el parámetro de regularización es cŕıtico para

el buen funcionamiento de RLDA. Un valor grande de λ puede generar distorsiones
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en la información de la matriz de dispersión. Un valor pequeño de λ puede no ser

suficientemente efectivo para resolver el problema de la singularidad. λ variará entre

0 ≤ λ ≤ 1. Será el encargado de regular la complejidad del clasificador, produciendo

una mezcla entre el caso de la regla de discriminación lineal y cuadratica. Por tan-

to, la matriz de covarianza estimada será ahora una mezcla de la covarianza de las

muestras de cada clase y la covarianza común de los datos. La estimación obtenida

será la que se emplee en la regla de decisión de verosimilitud gausiana. El parámetro

λ será determinado en función del error de clasificación, que se obtendrá para cada

valor propuesto en cada uno de los parámetros [190]. El valor óptimo para λ no tiene

por qué ser conocido de antemano. Se debe tener un método de entrenamiento basado

en el conjunto de muestras para estimarlo. Este hecho es un objetivo común asocia-

do a todos los métodos de regularización. Para determinar el valor del parámetro de

regularización de forma óptima, el método más utilizado es el de validación cruzada

(cross-validation) [191] [192]. Para estimar los parámetros en este contexto de clasi-

ficación, también cabe la posibilidad de utilizar el método ”bootstrapping”. Algunos

autores [193] han descrito y comparado en el pasado la validación cruzada y el ”bot-

tstrapping”, los dos métodos más comunes para la estimación de la precisión en este

contexto. Los resultados experimentales, utilizando conjuntos de datos de grandes

dimensiones, indican que el método con el que se obtienen mejores resultados es el de

validación cruzada utilizando diez ”folds.o rodajas. Este sigue siendo el método que

mejores resultados arroja, aún cuando la capacidad computacional pudiera permitir

la utilización de un número mayor de rodajas. La validación cruzada divide los datos

disponibles de forma aleatoria en un conjunto de entrenamiento y un conjunto de

test. El conjunto de entrenamiento se subdivide también en dos conjuntos: por un

lado el conjunto de estimación que se utiliza para seleccionar el parámetro y por otro

lado el conjunto de validación, utilizado para validar el rendimiento del algoritmo. La

validación cruzada de K-particiones (k-fold cross validation) es la más utilizada en la

actualidad y consiste en dividir el conjunto de ejemplos disponibles en ’k’conjuntos

de igual tamaño T1, T2, ..., Tk. En esta validación cruzada se realizan k experimentos,

utilizando Tj (con j 6= i) como conjunto de entrenamiento en la iteración i-ésima,

y Ti como conjunto de test. El esquema de funcionamiento de la validación cruza-

da en k-particiones está descrito en la Figura 3.7. Una de las principales ventajas
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de este diseño es que las estimaciones del error sobre los conjuntos de test son in-

dependientes, debido a que los conjuntos de test no se solapan [192]. Aplicando la

validación cruzada es posible comprobar los resultados obtenidos para distintos va-

lores del parámetro de regularización sobre distintos conjuntos de test. Escoger el

valor más apropiado de los parámetros de regularización para cada situación par-

ticular es el objetivo de este proceso. Cuando se produzcan situaciones favorables

a la aplicación del algoritmo de regularización, el procedimiento deberá escoger un

alto grado de regularización que reducirá sustancialmente la varianza, al tiempo que

introduce una pequeña tendencia extra, reduciendo de forma importante el riesgo

de errores en la clasificación. Por otro lado, cuando la situación no aconseja aplicar

regularización, hay posibilidad de que el proceso de selección de parámetros pueda

producir un pequeño grado de regularización [188]. La propuesta de Friedmann trata

de elegir valores de la matriz de covarianza conjuntamente, tanto del parámetro de

regularización λ como de γ, que minimicen el error futuro de clasificación en el pro-

ceso de validación cruzada. El potencial del algoritmo LDA regularizado, o RLDA,

para mejorar el error de clasificación, dependerá de la distribución de la población

y del tamaño de las muestras. En aquellas situaciones en las que el tamaño de las

muestras de clases Nk sean más grandes que la dimensión del espacio de medida p,

no será necesaria regularización y el proceso de selección de parámetros tenderá a

producir valores pequeños de λ. En aquellas situaciones en las que se dispone de un

número reducido de muestras o cuando las matrices de covarianza de las de las clases

son muy diferentes y/o no demasiado elipsoidales la aplicación del algoritmo RLDA

producirá buenos resultados. Por el contrario, situaciones en las que las matrices de

covarianza de cada clase son todas iguales y altamente elipsoidales generan gran-

des dificultades para un buen funcionamiento del algoritmo RLDA. Por otro lado,

cuando el tamaño de la muestra es suficientemente pequeña como para que no sea

posible obtener buenos resultados con LDA, la regularización aportada por RLDA es

la única esperanza. Este clasificador con regularización introduce un parámetro que

puede permitir o castigar errores de clasificación en el conjunto de entrenamiento pa-

ra construir una regla general. El sistema de clasificación construido a partir de este

algoritmo posee una mayor capacidad de generalización respecto de otros algoritmos

en los que no se utiliza regularización. Tal y como se ha comentado anteriormente,
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Figura 3.7: Esquema de funcionamiento de la validación cruzada [194]

los valores at́ıpicos son comunes en los conjuntos de datos EEG. Debido a esto, la

aplicación de algoritmos de regularización permitirá obtener mejores resultados en

las clasificación de señales en entornos BCI.

Años después de que Friedman propusiera su modelo, algunos autores [189] propu-

sieron un método eficiente para seleccionar el parámetro de regularización poniendo

de manifiesto el potencial del algoritmo LDA regularizado o RLDA. Este algoritmo

aporta una estrategia simple para superar el problema de la singularidad aplican-

do un término de regularización que es comunmente estimado a través de validación

cruzada, a partir de una terna de posibles candidatos. Sin embargo, la validación cru-

zada puede tener un coste computacional inasumible cuando el conjunto a evaluar es

demasiado grande. En dicho trabajo se presenta un algoritmo eficiente para RLDA

que computa la transformación óptima de RLDA para un ámplio número de paráme-

tros candidatos, todo ello teniendo prácticamente el mismo coste que ejecutando el

algoritmo RLDA un número pequeño de veces. De hecho, esto facilita la selección del

parámetro de forma eficiente para RLDA. Del análisis realizado en dicho trabajo se

desprenden importantes conclusiones que refuerzan el uso de RLDA. Los experimen-

tos muestran que para un parámetro de regularización apropiadamente seleccionado,

el funcionamiento de RLDA genera unos resultados mucho más favorables que otros

algoritmos basados en LDA e incluso que SVM (Support Vector Machines), cuyas

caracteŕısticas se abordarán a continuación.

El algoritmo LDA ha sido utilizado en numerosas ocasiones para la clasificación

de señales EEG en entornos BCI. Estudios recientes [49] han demostrado las bue-

nas prestaciones del algoritmo LDA, en su implementación clásica de Fisher, para la
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clasificación de señales EEG. La utilización de este algoritmo está asociada al cumpli-

miento de determinadas condiciones por parte de los datos analizados. Tal y como se

ha comentado anteriormente, para obtener una solución única de los parámetros que

definen el discriminante debe existir normalidad multivariada e igualdad de matrices

de covarianzas entre los grupos de patrones de las dos clases. En este experimento

se consiguió una precisión en la clasificación de un 80 %. También han reportado

buenos resultados en la precisión de clasificación otros experimentos BCI en los que

se ha utilizado el algoritmo LDA [43]. Este estudio describe un nuevo tipo de sistema

BCI que utiliza un prototipado para habilitar una transición ágil de varios tipos de

estimación paramétrica y algoritmos de clasificación a una implementación y prueba

en tiempo real. Este sistema es capaz de procesar múltiples canales EEG de forma

online y opera bajo sistema operativo Windows en tiempo real en un PC standar,

sin ningun tipo de procesador de señal digital. El sistema BCI fue probado con 3

ususarios que fueron requeridos a imaginar movimientos de su mano a izquierda y

derecha. Con los condicionantes anteriormente descritos y la aplicación del algoritmo

LDA se obtuvo una precisión en la clasificación de entre el 70 % y el 90 % utilizan-

do dos canales EEG. Algunos autores [195] han utilizado el algoritmo LDA como

algoritmo de clasificación en el desarrollo de un nuevo modelo de sistema BCI ba-

sado en P300. Las mejoras introducidas estan orientadas a disminuir el tiempo y el

número de pruebas realizadas durante el entrenamiento respecto de las que se veńıan

realizando hasta ese momento. Todo ello sin sacrificar las prestaciones del sistema y

manteniendo un alto rendimiento desde su puesta en marcha.

Sorprendentemente y a pesar de las bondades descritas anteriormente, el algorit-

mo LDA con regularización ha sido mucho menos utilizado en entornos BCI que el

algoritmo LDA en su implementación de Fisher. Algunos ejemplos de aplicación del

algoritmo RLDA han demostrado el potencial de este algoritmo para la clasificación

de señales EEG que aconsejaŕıan incrementar su utilización en este tipo de entornos.

Algunos autores [154] han utilizado potentes argumentos en favor de la utilización

del algoritmo LDA regularizado en entornos BCI. Este estudio pone de manifiesto la

idea de que no existen evidencias de que los métodos de clasificación lineal arrojen

peores resultados que los clasificadores no lineales. Se posiciona por tanto a favor

de la utilización de métodos de clasificación lineal no sólo por su simplicidad, sino
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también por su rendimiento. En segundo lugar, también se tiene en cuenta la regulari-

zación, principio altamente relevante en condiciones experimentales que suelen darse

durante el trabajo con sistemas BCI, al disponer de un número pequeño de muestras

de entrenamiento con caracteŕısticas ”débiles”. Clasificar este tipo de caracteŕısticas

con un número pequeño de muestras puede llevar a problemas de sobreentrenamien-

to del clasificador que limiten la capacidad de generalización. Para eliminar esto,

los autores proponen elegir entre dos posibilidades: establecer una etapa robusta de

pre-procesamiento para extraer vectores de caracteŕısticas de pocas dimensiones que

puedan ser tratados por la mayoŕıa de clasificadores, o bien, optar por introducir

regularización en el algoritmo de clasificación, de tal forma que las caracteŕısticas

con alta dimensionalidad puedan ser manejadas también con un pequeño número de

muestras de entrenamiento. La utilización del algoritmo RLDA de Friedman [188]

es la opción preferida por los autores del mencionado estudio, utilizando validación

cruzada con k = 10 para la estimación del error de generalización aśı como para la

selección del parámetro óptimo de regularización.

Otro tipo de clasificadores lineales son las SVM. Este tipo de clasificadores guar-

dan similitudes con los clasificadores de análisis de discriminante lineal debido a que

utilizan también un hiperplano discriminante para separar cada una de las clases. Sin

embargo, la forma en la que se selecciona dicho hiperplano es la principal diferencia

entre estos dos tipos de algoritmos. Una SVM es un sistema de aprendizaje máquina

que permite resolver problemas de clasificación y regresión de manera muy eficiente,

ofreciendo un mejor rendimiento que otras técnicas (como las redes neuronales). El

éxito de las SVM radica en tres puntos fundamentales: poseen una sólida funda-

mentación matemática, se basan en minimizar la probabilidad de una clasificación

erronea sobre nuevos ejemplos y disponen de potentes herramientas y algoritmos

para hallar la solución de manera rápida y eficiente [196]. El entrenamiento de los

algoritmos SVM es relativamente fácil; en estos algoritmos no existe un óptimo local

(tal y como se verá en el caso de las redes neuronales). Se escalan relativamente

bien para datos en espacios con alta dimensionalidad y mantienen un compromiso

controlado expĺıcitamente entre la complejidad del clasificador y el error. Además,

es posible utilizar como entrada datos no tradicionales como cadenas de caracte-

res al algoritmo SVM. Todas estas fortalezas de este tipo de algoritmos han sido
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Figura 3.8: Esquema de funcionamiento de los algoritmos SVM ([134])

descritas en la literatura cient́ıfica [197]. A todo lo anterior hay que añadir que las

SVM poseen una buena capacidad de generalización y que guardan algunas simili-

tudes con el algoritmo RLDA. No en vano, las SVM también utilizan un parámetro

de regulación ”p”. La utilización de funciones de base radial o RBF ha permitido

crear ĺımites no lineales de decisión mediante este aumento en la complejidad del

clasificador mediante el conocido como ”truco del núcleo”[198].

Algunos autores [199] [200] [201] han utilizado con éxito el algoritmo SVM en ex-

perimentos BCI. Hace algunos años [200] la comunidad cient́ıfica describ́ıa las SVM

como herramientas de aprendizaje máquina que han sido ampliamente adoptadas

debido a su capacidad para lograr altas capacidades de generalización. Las SVM

han sido básicamente diseñadas para problemas de clasificación binaria y emplean

aprendizaje supervisado para encontrar el hiperplano óptimo de separación entre dos

clases de datos. En dicho trabajo, los autores introducen un algoritmo basado en la

correlación cruzada ayudado por un clasificador basado en SVM, utilizando la co-

rrelación cruzada para la extracción de caracteŕısticas. La técnica propuesta ha sido

utilizada para la clasificación binaria de señales EEG utilizando las caracteŕısticas

adecuadas, extráıdas de las correlaciones cruzadas de la señal EEG. La utilización de

este método ha demostrado un aumento de la precisión en la clasificación de la señal

EEG, pasando de un 94.5 % con un método propuesto recientemente a un 95.96 % de

precisión en la clasificación obtenida con el nuevo metodo. Otros autores [201] han
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propuesto algoritmos SVM multiclase con códigos correctores de error para proble-

mas de clasificación de señales EEG multiclase. Al igual que en el caso anterior, este

experimento también demostró que con una adecuada selección de caracteŕısticas, la

utilización de las SVM puede asegurar la obtención de altas precisiones en el proceso

de clasificación.

Algunos autores [202] han comparado el rendimiento de SVM con otros clasifi-

cadores durante la caracterización de un experimento BCI para la clasificación de

la señal EEG en cuatro clases, basadas en imagineŕıa motora. La señal EEG fue

obtenida con 60 electrodos de cinco sujetos que ejecutaban cuatro tareas diferentes

de imagineŕıa motora. Los resultados en la precisión de la clasificación indicaron que

las SVM era el método de clasificación que maximizaba la precisión del sistema BCI,

mientras que el algoritmo K-NN (que será expuesto en secciones siguientes) obtuvo

el peor resultado. Otros autores [160] han intentado comparar el rendimiento del al-

goritmo LDA con las SVM en su forma no lineal analizando los resultados obtenidos

a partir de la clasificación de la señal EEG espontánea durante cinco tareas mentales.

El resultado obtenido no fue concluyente, ya que solo arrojó resultados ligeramente

mejores para el caso en el que se utilizaban las SVM respecto de los resultados en

términos de precisión en la clasificación de las señales obtenidos por el algoritmo

LDA.

Redes neuronales

Las redes neuronales han sido utilizadas en un gran número de experimentos y

aplicaciones en entornos BCI [203] [204] [205]. Junto con los clasificadores lineales,

son los algoritmos de clasificación más utilizados para clasificar la señal EEG. Se-

gun la literatura cient́ıfica [206] una red neuronal artificial puede definirse como un

procesador distribuido en paralelo de forma masiva que tiene una tendencia natural

para almacenar conocimiento de forma experimental y lo hace disponible para su

uso. Las redes neuronales constituyen nuevas formas de computación inspiradas en

modelos biológicos. Estas estructuras guardan ciertas similitudes con el cerebro. Por

un lado, el conocimiento de la red se obtiene mediante un proceso de aprendiza-

je. Por otro lado los pesos sinápticos existentes entre las distintas neuronas son los

que almacenan la información de forma distribuida tras el proceso de aprendizaje.
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Las redes neuronales artificiales permiten resolver problemas de clasificación de alta

complejidad debido a su capacidad para separar regiones no lineales de decisión tan

complicadas como se desee. La complejidad del sistema dependerá del número de

neuronas y de capas.

Las redes neuronales más utilizadas son aquellas con múltiples capas, compuestas

por un conjunto de nodos de entrada que componen la capa de entrada, un conjunto

de una o más capas ocultas de neuronas y una capa de neuronas de salida. En la

literatura cient́ıfica es posible encontrar estudios [207] en los que se enumeran los dis-

tintos tipos de redes neuronales utilizadas en procesos de reconocimiento de patrones

o aprendizaje máquina. El perceptrón multicapa (MLP, Multi Layer Perceptron) es

el modelo de red neuronal artificial más utilizado en la práctica, tanto para la resolu-

ción de problemas de clasificación como en problemas de regresión [208]. El modelo

de red surgió en los años 80 debido a las limitaciones presentadas por el perceptrón

simple, ya que no existia posibilidad de aprender clases de funciones no linealmente

separables [209]. La literatura especializada [208] describe en detalle la evolución des-

de el perceptrón simple hasta el perceptrón multicapa, a través de la inclusión de una

o varias capas ocultas siguiendo una estructura similar a la descrita en la Figura 3.9.

En este sentido, el perceptrón multicapa puede aproximar cualquier función continua

siempre que contenga al menos una capa oculta. Por tanto, asegurando un número

suficiente de neuronas en la capa o capas ocultas, las redes MLP pueden funcionar

como aproximadores de funciones universales. El problema se centrará, en función

del conjunto a clasificar, en el número de neuronas ocultas necesarias para conseguir

un rendimiento óptimo. Cuando la literatura cient́ıfica habla de perceptrón se esta

refiriendo a una estructura de perceptrón multicapa que no posee capas ocultas. La

Figura 3.10 desribe las distintas configuraciones del MLP junto con las fronteras de

decisión a las que pueden dar lugar. Algunos autores han comparado el rendimiento

del MLP con la aplicación directa del algoritmo LDA a los datos de entrada [210].

La comparación entre ambos algoritmos es posible debido a que el algoritmo LDA

es equivalente al MLP cuando este no posee capas ocultas.

El uso de perceptrones multicapa presenta importantes ventajas pero también

algún inconveniente. Debido a la capacidad de los perceptrones multicapa para ser

aproximadores universales, esto también los hace sensibles al exceso de entrenamien-
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Figura 3.9: Estructura de un perceptrón multinivel [206]

to bajo condiciones similares a las que presentan los datos utilizados en experimentos

BCI. Algunos autores [205] han puesto de manifiesto en sus investigaciones este pro-

blema, que surge con la introducción del MLP como algoritmo en entornos BCI.

Dicho estudio propone introducir un algoritmo evolutivo con el objetivo de entrenar

un sistema BCI basado en un MLP. A la vista de los resultados obtenidos, la intro-

ducción de este tipo de entrenamiento consigue evitar el sobreajuste. Los resultados

experimentales muestran un MLP con una capacidad de generalización mucho mayor

que otros experimentos de la literatura cient́ıfica. El experimento consist́ıa en entre-

nar un MLP para clasificar un conjunto de entrenamiento contenido en una matriz

de 268x5376 en dos clases. El conjunto de test fue utilizado después del proceso de

entrenamiento para verificar la calidad del clasificador MLP obtenido. El algoritmo

evolutivo, junto con el MLP, permite evitar el sobreajuste debido a la no utilización

de un algoritmo de búsqueda local. Se podŕıa concluir que el tamaño del MLP, la

velocidad de entrenamiento y la calidad de la clasificación son tres parámetros clave

que se encuentran en conflicto al utilizar MLP como base para sistemas BCI.

Hace una década, y basándose en experiencias previas, algunos autores [211] ya

apuntaban los resultados prometedores que la aplicación de redes neuronales podŕıa

generar en el campo de la clasificación de señales EEG. El proceso de toma de decisión

se realizó en dos etapas: inicialmente se utilizó la transformada wavelet (WT) para la

extracción de caracteŕısticas para posteriormente utilizar algoritmos neuronales para

la clasificación. Este estudio muestra un ejemplo en el que se combinan dos tipos de

algoritmos de clasificación para utilizar las mejores caracteŕısticas de cada uno de
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Figura 3.10: Regiones de decisión en función de la configuración del perceptrón [208]

ellos en función de las necesidades del conjunto analizado. Por un lado se utiliza el

MLP, con un esquema de gradiente descendente durante el proceso de clasificación.

Por otro lado se utiliza una red RBF. Este tipo de redes neuronales compuestas por

funciones de base radial se entrenan de forma mucho mas rápida que los MLP y no

muestran ninguno de los problemas de entrenamiento que śı muestra el MLP tales

como problemas con el mı́nimo local o parálisis. En las redes RBF la activación de la

neurona oculta se determina en dos etapas: En primer lugar se computa la distancia

euclidea entre el vector de entrada y el centro ci que representa la iésima neurona

oculta. En segundo lugar se aplica una función h, normalmente gausiana, y se utiliza

la distancia obtenida para obtener la activación final de la neurona oculta. Tal y

como ocurre en este experimento, la función suele ser gausiana:

G(x) = exp(−x
2

σ2
) (3.1)

El esquema de clasificación múltiple utiliza 16 subsistemas de clasificación. Para

cada uno de estos subsistemas, se utilizará una estructura MLP o RBF. El análisis

de la señal EEG consistió en examinar la diferencia entre las señales EEG normales y

aquellas relacionadas con un proceso epiléptico. La información estad́ıstica extráıda

tras la aplicación de la transformada wavelet se utilizó como entrada a un conjunto

de algoritmos de aprendizaje supervisado compuesto por redes RBF y MLP. Ambos

esquemas de clasificación fueron capaces de obtener buenos resultados en la clasifi-
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cación.Tras la utilización de MLP, la precisión de clasificación para el problema de

dos clases fue del 97 %. Para el caso de RFB, se obtuvo una precisión del 98 % con

un periodo de entrenamiento sustancialmente menor que el utilizado por MLP.

Hace más de una década, se propuso un nuevo clasificador neuronal local [212]

para el reconocimiento de tareas mentales de forma online analizando las señales

EEG espontáneas. El clasificador estába incluido en un sistema BCI portátil llamado

ABI, que hab́ıa sido evaluado con cuatro sujetos sanos. Se analizó el funcionamiento

offline con estos sujetos y para tres de ellos también de forma online, incluyendo

retroalimentación. El sistema BCI portátil propuesto reconoce tres tareas mentales

diferentes a partir de señales EEG espontáneas de forma online. La precisión del

sistema está en torno al 70 %. Este resultado modesto es ampliamente compensado

por dos propiedades del sistema ABI: Por un lado las respuestas erróneas estaban

por debajo del 5 %, y por otro lado el sistema ABI toma una decisión cada medio

segundo. Además, debido a que el sujeto y su sistema personal ABI aprenden de

forma simultánea uno del otro, el sujeto es capaz de controlar totalmente el sistema

en poco tiempo. De hecho, los resultados muestran cómo uno de los sujetos fue capaz

de conseguir un control excelente en sólo 5 dias de entrenamiento.

Un clasificador gaussiano utiliza la distribución de probabilidad de las muestras

disponibles para determinar si una muestra concreta pertenece o no a una clase. En

primer lugar se obtienen los centros de masa de las distintas clases del problema de

clasificación, y posteriormente se calcula la probabilidad entre la muestra a clasificar

y dichos centros obtenidos. Por tanto, se obtiene la distancia entre la muestra y la

dispersión de probabilidad de cada clase. Algunos autores han realizado experimen-

tos de clasificación de señales EEG con un conjunto de varias unidades gausianas

[213]. Cada una de las unidades gausianas se corresponde con cada una de las tareas

mentales o clases que deb́ıan ser reconocidas. Por tanto, conseguir posicionar ade-

cuadamente las gausianas en el espacio y asignarles una varianza apropiada son dos

aspectos clave para asegurar un funcionamiento óptimo del sistema. Los clasificadores

fueron entrenados de forma offline con un conjunto de una sesión de entrenamiento

dada. La primera sesión de entrenamiento fue utilizada para agrupar las señales ini-

ciales EEG para entrenar el clasificador y por tanto los usuarios no recib́ıan ningún

tipo de retroalimentación en este caso. Una mejora clara en el funcionamiento del
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clasificador pudo ser observada en términos de errores y respuestas ”desconocidas”.

El clasificador etiquetaba las muestras en base a cuatro clases predefinidas: 1, 2, 3 o

”desconocido”. Cada una de las clases se corresponde con transiciones entre compor-

tamientos determinados por los estados mentales del usuario. La salida del sistema

BCI queda determinada por las transiciones generadas en una máquina de estados.

El conjunto de test se evaluó de forma online en la siguiente sesión.

Clasificadores Bayesianos

La clasificación supervisada es una parte importante del aprendizaje máquina

con un gran número de aplicaciones en diversos campos como el reconocimiento de

patrones, el diagnóstico medico o el reconocimiento de imágenes [214] [215]. De forma

general, la clasificación supervisada asume la exisencia de dos tipos de variables. Por

un lado se encuentran las variables predictoras X = (X1, X2, ..., Xn) y por otro lado

la variable de clase C que toma valores dentro de un rango definido (1, 2, 3, ...Cn).

El objetivo principal de los clasificadores supervisados es tratar de aprender las

relaciones entre las variables predictorias y una clase determinada, de tal forma que

sea posible asignar uno de los valores de C a un nuevo conjunto de variables no

observadas x = (x1, x2, ..., xn) en el que el valor de la clase es desconocido [216].

Uno de los métodos utilizados en numerosas ocasiones para trabajos de clasificación

supervisada son las redes bayesianas [217] [218]. Estas redes permiten modelar la

distribución de probabilidad de un conjunto de datos disponible. Las redes bayesianas

se consideran métodos de clasificación generativos debido a que el objetivo principal

durante el aprendizaje es maximizar la verosimilitud conjunta mediante la búsqueda

de aquel modelo que represente mejor al conjunto de datos de partida. También puede

darse el caso de que se busque maximizar la verosimilitud condiconal, en cuyo caso se

estará ante un aprendizaje discriminativo. La diferencia principal entre el aprendizaje

discriminativo y el generativo se basa en el hecho de que el aprendizaje discriminativo

es una aproximación más natural al aprendizaje de modelos de clasificación debido a

que está fundamentado en la probabilidad condicional p(C|X1, X2, ..., Xn). Este valor

de probabilidad es el que se utiliza para clasificar nuevas muestras en las que el valor

de la variable de clase es desconocido, una vez que se ha aprendido el modelo. Por

otro lado, se ha de tener en cuenta que el cálculo de la verosimilitud conjunta puede
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ser obtenido mediante una fórmula cerrada, haciendo posible un cómputo eficiente.

Sin embargo, en el cálculo de la verosimilitud condicional esto no es posible, siendo el

aprendizaje discriminativo de modelos de clasificación bayesianos mucho más costoso

computacionalmente que la aproximación generativa análoga [216].

El clasificador bayesiano más simple es el modelo naive Bayes [219]. Un marco

ampliamente utilizado para propósitos de clasificación basado en la fórmula de bayes

o el teorema de bayes

P (C = ck|X = x) = P (C = ck)
P (X = x|C = ck)

P (X = x
(3.2)

donde P (C = ck|X = x) es la probabilidad condicional de que una muestra

pertenezca a la clase ck, asumiendo que conocemos que tiene un fector de carac-

teŕısticas x. La regla de Bayes, especifica cómo esta probabilidad condicional puede

ser computada a partir de las probabilidades condicionales de observar valores de ca-

racteŕısticas particulares para muestras de cada clase, y la probabilidad incondicional

de observar un documento de cada clase.

El clasificador naive Bayes simplifica de forma importante el proceso de apren-

dizaje asumiendo que las variables de predicción son independientes de las clases

dadas. Aunque la independencia es generalmente una asunción pobre, en la práctica

el clasificador naive Bayes puede compararse de forma fiable con otros clasificadores

más sofisticados. Algunos autores [219] han estudiado de forma emṕırica el funcio-

namiento del clasificador naive Bayes tratando de comprender aquellos aspectos que

afectan al rendimiento de este clasificador. Las limitaciones son bien conocidas: En el

caso de caracteŕısticas binarias, este algoritmo solo puede aprender funciones discri-

minantes lineales. Este hecho hace que nunca se obtenga el punto óptimo en casos no

separables linealmente. En otro caso, para un cierto número de caracteŕısticas, naive

Bayes es capaz de aprender funciones polinómicas de discriminación. Aśı, la separa-

ibilidad polinomial es una condición necesaria, pero no suficiente, para conseguir un

óptimo mediante naive bayes cuando se trata de caracteŕısticas en un dominio fini-

to. El estudio citado demuestra que naive Bayes tiene un buen funcionamiento para

situaciones en las que las caracteŕısticas tienen una cierta dependencia. Se concluye

que el clasificador obtiene su mejor funcionamiento bajo dos escenarios opuestos: por
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un lado en aquellos casos en los que existen variables completamente independien-

tes y por otro lado aquellos casos en los que las caracteŕısticas son funcionalmente

dependientes. Algunos autores [216] argumentan que el modelo naive Bayes tiene

una estructura fija que no depende de los datos, por tanto no es posible decir que

el aprendizaje estructural de este modelo siga un criterio generativo o discriminati-

vo. Sin embargo el aprendizaje habitualmente utilizado para obtener los parámetros

del modelo naive Bayes, que coincide con el procedimiento general de obtención de

parámetros en los clasificadores Bayesianos, está basado en las estimaciones máxima

verosimilitud (ML) o máximo a posteriori (MAP) del conjunto de parámetros. Estas

aproximaciones pueden considerarse generativas al aprendizaje de los parámetros del

clasificador, ya que utilizándolas se pretende maximizar la verosimilitud de los datos

dado el modelo.

Hace algunos años se trató de optimizar el análisis de la señal EEG mediante

la mejora de los clasificadores y del funcionamiento de los sistemas BCI [220]. Los

autores trataron de introducir un nuevo modelo de exploración de la señal EEG

basada en el análisis estad́ıstico de la transformada wavelet continua (CWT) y la

”wavelet coherence”(WC). Los resultados mostraban que la metodoloǵıa propuesta

era capaz de identificar regiones en el espectro tiempo/frecuencia durante una serie

de tareas espećıficas BCI realizadas. Además, se identifica un ejemplo de región y los

patrones son clasificados utilizando el clasificador Naive Bayes. Según los autores, las

caracteŕısticas innovadoras del proceso justifican la posibilidad del modelo propuesto

para aplicarlo a otro tipo de escenarios. Otros experimentos [173] han comparado

la precisión de un sistema BCI que utiliza a usuarios entrenados para desplazar un

cursor en una o dos dimensiones a través de señales EEG. Se ha realizado una doble

comparación con el objetivo de conseguir la máxima precisión en la decodificación.

En primer lugar, se ha analizado el número óptimo de caracteŕısticas a utilizar para

maximizar la precisión total del sistema. En segundo lugar, se han comparado tres

tipos de clasificadores basados por un lado en el análisis del discriminante lineal y

en el teorema de bayes por otro. A pesar de que el clasificador basado en el teorema

de Bayes no obtuvo el mejor resultado en términos de precisión, estuvo muy cerca

de los resultados arrojados por el mejor de los clasificadores que utilizaron funcio-

nes de discriminante lineal para realizar la decisión. Otros experimentos realizados
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en el pasado [221] han propuesto métodos para BCI basados en modelos gráficos

probabiĺısticos que superan algunas de las limitaciones de los enfoques basados en

clasificadores de señales. Los autores modelaron la dinámica del cerebro a nivel de

las relaciones amplitud-frecuencia ocultas, utilizando una red bayesiana dinámica

que se aprende a partir de datos obtenidos de la señal EEG. En este sentido, se de-

mostró que el modelo puede utilizarse para inferir las distribuciones de probabilidad

sobre variables de estado ocultas, las cuales corresponden a funciones cerebrales,

útiles para establecer un modelo de interface. El uso del modelo proporcionó una

estimación probabiĺıstica continua del estado del cerebro, permitiendo modelar la

estructura causal y las dependencias entre los diferentes estados cerebrales.

También se han utilizado clasificadores bayesianos para la clasificación de señales

EEG P300 [222]. Los autores utilizan est́ımulos visuales consistentes en ocho flechas

aleatoriamente intensificadas para la selección del target correspondiente a una di-

rección. La clasificación está basada en enfoque bayesiano y se utiliza el conocimiento

estad́ıstico a priori de las componentes de los targets. Los eventos son entonces agru-

pados para mejorar su detección. El sistema tiene un funcionamiento adaptativo que

consigue amoldarse al usuario y a la calidad de la onda P300. Los algoritmos de

clasificación fueron desarrollados de forma offline para el proceso de entrenamiento

y posteriormente validados tanto offline como online. El sistema obtuvo una tasa de

transferencia de 7 comandos/minuto con 95 % de falsos positivos en la precisión de

la clasificación.

Como alternativa al uso de clasificadores lineales, existe la posibilidad de utilizar

clasificadores bayesianos no lineales, basados en el modelo generativo, que producen

fronteras no lineales de decisión. Esto genera unas ventajas evidentes debido a que

aumenta el rendimiento del clasificador y disminuye su coste computacional. Sin

embargo, los clasificadores bayesianos no lineales no han sido generalmente utilizados

en aplicaciones BCI.

Cadenas Ocultas de Markov

Los modelos ocultos de Markov fueron descritos en la decada de 1960 por LE

Baum [223]. Un modelo oculto de Markov (HMM o Hidden Markov Model) desarro-

lla un modelo estad́ıstico basado en un sistema cuyos parámetros deben ser mode-
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Figura 3.11: Representación grafica de un HMM ([225])

lados. La determinación de los parámetros ocultos de la cadena de markov en base

a una serie de observaciones constituye el objetivo principal de este método. Un

HMM se puede considerar como la red bayesiana dinámica más simple. Se establece

una representación matemática del problema que permite explicarlo, al tiempo que

permite analizar el problema sin que sea necesario observarlo de forma directa. Las

HMM deterministas analizan caracteŕısticas conocidas de la señal, mientras que los

estad́ısticos caracterizan la señal con valores estad́ısticos. Los modelos ocultos de

markov parten de las cadenas de Markov [224] en las que las observaciones están

representadas como un proceso aleatorio paramétrico. En dicho proceso, es posible

determinar el valor de los parámetros con una precisión suficiente. La Propiedad

markoviana [225] establece que la probabilidad condicional de cualquier suceso en

cualquier instante “futuro” dada la ocurrencia de cualquier suceso “pasado” y el

estado actual es independiente de lo acontecido en el pasado y más bien solo depen-

de del estado acutal del sistema analizado. En un Diagrama de Estados, cada nodo

representa a un elemento del espacio muestral (Estado) y cada arco dirigido a la

probabilidad de transición Pij (desde i a j) asociada al par de estados que conecta (i

, j). Las Cadenas de Markov Ocultas son modelos en los que se rastrean y encuentran

algunos estados que eran ocultos para las Cadena de Markov simples. Esto hace que

el modelo oculto tenga una gran eficiencia en la estimación de sus probabilidades y

un gran alcance. Las HMM poseen un modelo doblemente estocástico en el cual hay

un proceso subyacente que está oculto y que sólo puede ser detectado a través de las

observaciones. En la Figura 3.11 se describe gráficamente un HMM.
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Los modelos ocultos de Markov han sido especialmente aplicados en casos de

reconocimiento del habla [226], de escritura manual [227] o de gestos [228]. Sin em-

bargo, también se han aplicado al análisis de la señal EEG espontánea para controlar

un teclado virtual [229]. En este caso, la actividad EEG de tres sujetos es modulada

a través de movimientos imaginarios de la mano y la pierna para operar el teclado

virtual. Los resultados obtenidos por los tres sujetos muestran que el diseño propues-

to de teclado virtual (VK) es útil como alternativa a los dispositivos de deletreo. Los

sujetos podŕıan conseguir una tasa de deletreo que vaŕıa entre 1.02 y 0.67 letras por

minuto. Algunos autores [230] han contribuido a desarrollar el uso de los modelos

markovianos en general, y los HMM en particular, para distinguir entre tres tareas

mentales cognitivo-motoras en un sistema BCI basado en un protocolo aśıncrono.

En este protocolo, el sujeto no sigue ningún tipo de esquema fijo, sino que está ins-

truido para concentrarse de forma repetitiva en una tarea mental para una cantidad

aleatoria de tiempo y cambia directamente al siguiente, sin pasar por el estado de

reposo. Asi, la señal asociada con cada tarea mental representa una secuencia conti-

nua de eventos mentales sin tener un principio o un final definido. A partir de esto,

los modelos markovianos deben extraer información para la clasificación. En dicho

experimento, los potenciales EEG fueron obtenidos a través de un sistema portatil,

utilizando 32 electrodos localizados en una posición estandar del sistema interna-

cional 10-20. De los resultados obtenidos en este experimento deben señalarse dos

aspectos importantes sobre el modelo markoviano de la señal EEG: En primer lu-

gar, la superioridad de modelos discriminantes como IOHMM (Input Output Hidden

Markov Models [231]) sobre los modelos generativos como HMM. En segundo lugar,

la falta de ventajas práticas en el uso de modelos secuenciales cuando la información

a priori no puede ser utilizada para construir una estructura adecuada, como en el

caso del modelado de los ritmos EEG con un sistema BCI aśıncrono.

Otros experimentos [232] han utilizado HMM para la clasificación online de da-

tos EEG durante la imaginación de movimientos de la mano a derecha e izquierda.

Los resultados tras el proceso de clasificación muestran una mejora del experimento

online en comparación con los métodos de clasificación lineal. Los autores pretenden

introducir un nuevo sistema BCI basado en un clasificador HMM para los patro-

nes EEG obtenidos durante la imaginación de movimientos a derecha e izquierda.
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Figura 3.12: HMM utilizado en el sistema BCI-HMM [232] con s = 3 estados. En
la figura, las flechas indican las transiciones permitidas, un vector de caracteŕısticas
m = 3 es emitido en cada punto de tiempo. El HMM ha sido diseñado como un
modelo de izquierda a derecha, debido a que las transiciones son permitidas desde
un estado a si mismo y a cualquier estado vecino de la derecha

Además, se ha efectuado una comparación entre los sistemas BCI basados en un algo-

ritmo lineal y en HMM. Las HMM pueden ser vistas en si mismas como un autómata

finito, que contiene s estados discretos, emitiendo un vector de caracteŕısticas en ca-

da punto de tiempo que depende del estado actual (Figura 3.12). Cada vector de

caracteŕısticas es modelado utilizando m gausianas por estado. Las probabilidades

de transición entre estados son descritas utilizando una matriz de transición. Los

autores concluyen que los sistemas BCI basados en HMM pueden ser utilizados para

la clasificación online de patrones espacio-temporales EEG durante la imaginación

motora.

Vecino más cercano o K-NN

Por último, dentro de los algoritmos de clasificación para sistemas BCI más utili-

zados se encuentran los algoritmos de vecino más cercano o ”K-NN”. Son algoritmos

con reglas muy simples y destacan por su sencillez. Se basan en la asignación de un

vector de caracteŕısticas a una clase, de acuerdo con su vecino más cercano. Estos

métodos fueron desarollados en 1951 y han sido objeto de mejoras y comentarios a

lo largo de los últimos años [233].

El método de clasificación K-NN realiza un aprendizaje inductivo supervisado.

El aprendizaje es inductivo debido a que se obtienen conclusiones generales de in-

formación espećıfica y se crean modelos de conceptos a partir de la generalización
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de ejemplos simples, buscando patrones comunes que expliquen los ejemplos [179].

El método K-NN es un metodo de clasificación no paramétrico que estima el valor

de la función de densidad de probabilidad, o directamente la probabilidad a poste-

riori de que un elemento x pertenezca a una clase Cj partiendo de la información

suministrada por el conjunto de muestras disponibles. En este sentido, las reglas de

clasificación por vecindad basan su búsqueda en un conjunto de prototipos de los

k prototipos más cercanos al patrón a clasificar. En este tipo de algoritmos, se de-

be especificar una métrica concreta con el objetivo de evaluar la proximidad. Suele

utilizarse por razones computacionales la distancia eucĺıdea δ(xi, xj) [234]. A partir

de esta distancia, se define un conjunto de referencia que aglutina a una serie de

muestras sobre las que se buscarán los vecinos más cercanos. El espacio se divide en

regiones por localizaciones y etiquetas de los ejemplos de entrenamiento. Un punto

en el espacio es asignado a la clase Ci si esta es la clase más frecuente de entre los k

ejemplos de entrenamiento más cercanos, habiendo definido previamente los ĺımites

del espacio observable.

δ(xi, xj) =

√√√√ p∑
r=1

(xir − xjr)2 (3.3)

Dentro del método K-NN, la regla de vecindad más simple es la regla de clasificación

del vecino más cercano 1-NN. Esta regla de vecindad está basada en asumir que

la clase de la muestra que se desea etiquetar es la de la muestra más cercana en

el conjunto de referencia definido. Durante el proceso de clasificación, el vecino del

elemento a clasificar puede ser un vector de caracteŕısticas del conjunto de entre-

namiento (como en el caso de vecinos más cercanos (K-NN)), o una clase prototipo

(como en la distancia de Mahalanobis).

Algunos autores [236] han abordado uno de los principales problemas del algo-

ritmo K-NN, que no es otro que su sensibilidad al ruido. Los autores procedieron a

la eliminación de instancias ruidosas para mejorar la calidad de la clasificación de

los k vecinos más cercanos. Concretamente, se basaron en un método existente de

selección de instancias basada en conjuntos rugosos difusos. Otra de las deventa-

jas del algoritmo que los autores dejaron patente es la de su bajo rendimiento ante

problemas con alta dimensionalidad. También ha de tenerse en cuenta que K-NN

necesita mucho almacenamiento debido a que el conjunto de entrenamiento com-



3.4. Algoritmos de Clasificación en sistemas BCI 93

Figura 3.13: Ejemplo de clasificación de la muestra ’?’mediante K-NN en un espacio
muestral de dos clases ([235])

pleto tiene que ser almacenado para la clasificación de nuevas instancias. El coste

de computación también es relativamente alto, debido a que es necesario calcular

las coincidencias entre la instancia nueva y todas las instancias de entrenamiento.

Este método supone que, evaluando sólo a los vecinos cercanos, es posible obtener la

mayor precisión en la clasificación y esto se hace utilizando todos los atributos. Sin

embargo, se genera un inconveniente, ya que es posible que se tengan muchos atribu-

tos irrelevantes que dominen sobre la clasificación y unos pocos atributos relevantes

perdeŕıan peso entre otros muchos que fuesen irrelevantes. Por último, cabe destacar

la gran susceptibilidad a los datos ruidosos, ya que considera todos los datos igual de

relevantes, no teniendo en cuenta que el conjunto de entrenamiento pueda contener

datos incorrectos. Estas desventajas en el uso de K-NN hacen que su uso en sistemas

BCI para la clasificación de señales EEG esté circunscrito a unos pocos casos. En uno

de esos casos [202] se estudió la precisión que podŕıa obtenerse mediante la utiliza-

ción de K-NN basado en la teoria Dempster-Shafer. Para extraer las caracteŕısticas

de la señal EEG se utilizaron modelos autorregresivos y descomposición ”wavelet”.

Para evaluar la precisión del metodo de clasificación se utilizó un conjunto de señales

EEG obtenidas durante la ejecución de cinco tareas mentales diferentes. Los autores

mostraron que el clasificador K-NN basado en Demptster-shafer obtuvo una mayor

tasa de precisión durante el proceso de clasificación comparando con los resultados

tanto con el K-NN de votación clásico como con el K-NN de distancia-pesos.

La comparación entre los distintos métodos disponibles para la clasificación de

señales EEG en entornos BCI ha sido objeto de estudio en el pasado [202]. Los autores
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desarrollaron este estudio con el objetivo de determinar y comparar el rendimiento

de diferentes métodos de clasificación aplicados a un problema de cuatro clases me-

diante la extracción de datos EEG. Los datos EEG fueron obtenidos mediante 60

electrodos a partir de cinco sujetos ejecutando cuatro tareas diferentes de imagineŕıa

motora. La señal EEG fue modelada mediante un proceso adaptativo autoregresivo

(AAR). Los clasificadores utilizados fueron cuatro: análisis de la distancia mı́nima

(MDA), análisis del discriminante lineal (LDA), k-NN, y máquinas de soporte vecto-

rial (SVM). El funcionamiento de los cuatro clasificadores fue cuantificado y evaluado

por el coeficiente de cohen kappa. Los resultados arrojaron como conclusión que el

algoritmo que mejores resultados obteńıa era SVM, siendo el algoritmo K-NN el que

peor resultado mostraba tras el proceso de clasificación.

3.4.1. Problemas en la clasificación en entornos BCI

La naturaleza de la señal EEG es el origen de determinados problemas durante la

clasificación de las muestras recogidas en un experimento BCI. Los clasificadores se

enfrentan con problemas generados por la presencia de valores at́ıpicos, posible sobre-

entrenamiento, número de muestras demasiado bajo, etc. Debido a las peculiaridades

de los experimentos BCI, uno de los problemas frecuentes a los que debe enfrentarse

un algoritmo de clasificación en este contexto es la llamada ”maldición de la dimen-

sionalidad”. Este problema aparece en la mayoŕıa de experimentos BCI analizados

en la literatura cientifica [237] [238] [239]. Si el número de muestras disponibles es

demasiado pequeño en comparación con el número de dimensiones o vectores de ca-

racteŕısticas, el clasificador tendrá dificultades para arrojar buenos resultados. Para

la definición de las diferentes clases en las que se deben clasificar las muestras de

un experimento BCI, será necesario disponer de un número mı́nimo de muestras. El

número mı́nimo de muestras necesarias para evitar la maldición de la dimensiona-

lidad, aumenta de forma directa y exponencial con las dimensiones de los vectores

de caracteŕısticas. En este contexto, las técnicas de selección de caracteŕısticas des-

critas constituyen una pieza clave para tratar la maldición de la dimensionalidad.

La selección de caracteŕısticas determina un subconjunto de caracteŕısticas extráıdo

del conjunto total. Esta selección puede ayudar además a descartar aquellas carac-

teŕısticas que no aportan información útil al proceso de decisión, o aquellas que sólo
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introducen ruido en el proceso, en favor de aquellas que contienen información útil.

De esta forma, la reducción del espacio de caracteŕısticas se realiza de forma óptima,

mejorando el rendimiento del proceso de clasificación [240]. Existen diversos métodos

de selección de caracteŕısticas que han sido comentados en apartados anteriores [241]

[162]. Al margen de la selección de caracteŕısticas, es posible utilizar algoritmos con

buena capacidad de generalización e inmunidad a la maldición de la dimensionalidad

como el SVM (Descrito en sección 3.4).

Otro de los problemas de los procesos de clasificación en entornos BCI señalados

por la literatura cientifica [134] es el compromiso existente entre la varianza y el ses-

go. En este caso, la varianza representa la sensibilidad del clasificador al conjunto de

datos que se usa para entrenarlo y el sesgo representa la divergencia entre la salida

estimada y la mejor salida. Para conseguir el menor error en la clasificación, se deben

tener valores de sesgo y varianza bajos. Los clasificadores estables tienden a tener

un alto sesgo y una baja varianza, mientras que los clasificadores inestables tienen

un sesgo bajo y una alta varianza. Esto puede explicar el hecho de que los clasifica-

dores simples superan en ocasiones el rendimiento de otros más complejos. Reducir

al mismo tiempo el sesgo y la varianza es el reto para conseguir un menor error

durante el proceso de clasificación. En este escenario, el error medio de clasificación

depende del ruido, el sesgo y la varianza (ver ecuación 3.4). En dicha expresión, el

caracter aleatorio de las muestras que forman tanto el conjunto de test como de en-

trenamiento está representado por el factor de ruido. La divergencia entre el modelo

estimado y el mejor modelo está representado por el sesgo. Por último, el termino

de la varianza está directamente relacionada con la sensibilidad del clasificador al

conjunto de muestras de entrenamiento empleado.

Error −Medio− Clasificacion = Ruido2 + Sesgo(f(x))2 + V ar(f(x)) (3.4)

Otro de los problemas que afectan a los clasificadores utilizados en entornos BCI

es el sobreentrenamiento, al que ya se ha hecho referencia en secciones anteriores.

El sobreentrenamiento de un clasificador se genera cuando sólo es capaz de clasificar

correctamente las muestras que han sido utilizadas como conjunto de entrenamien-

to. Esto hace que el clasificador sea incapaz de arrojar buenos resultados cuando
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trata de clasificar cualquier conjunto que difiera sensiblemente del conjunto de en-

trenamiento. Existen métodos de regularización que pueden limitar los efectos del

sobreentrenamiento y limitar el efecto de los outliers [242] [189].

Al margen de estos dos problemas a los que se deben enfrentar los clasificadores

utilizados para clasificar la señal EEG, también existen otras deficiencias propias de

los sistemas BCI que deben ser destacadas. Si se pretende incorporar los sistemas

BCI para el uso cotidiano fuera de los laboratorios de investigación, la autonomı́a

es un aspecto clave que debe ser mejorado. La mayoŕıa de sistemas BCI disponibles

actualmente en el mercado [243] necesitan de un proceso de ajuste y colocación de

electrodos que debe hacerse con asistencia. Además, algunos autores [134] señalan

también el problema de la iniciación de los sistemas BCI. La mayor parte de estos

sistemas no pueden ser iniciados de forma independiente por el usuario, sino que

deben ser iniciados externamente. El problema de iniciación de un sistema BCI ha

sido generalmente obviado. En algunos casos, se ha dejado la posibilidad de activa-

ción o desactivación del sistema de forma voluntaria por parte del usuario, siempre

que este se encuentre en estado consciente. Los autores creen que para solucionar el

problema de la iniciación, seŕıa necesario utilizar un método basado en alguna carac-

teŕıstica que pudiera estar presente en las señales EEG durante el estado consciente

y no tuviera presencia relevante con el sujeto en estado inconsciente. El uso genera-

lizado de la tecnologia BCI también puede encontrar otro obstáculo importante en

los efectos generados por la carga cognitiva. La concentración del usuario durante

los experimentos que se realizan en el laboratorio, hace que no se tengan en cuenta

las variables que aparecen fuera del laboratorio en forma de respuestas emocionales,

fatiga, interacciones con el entorno, etc. En este sentido, diversos estudios sobre la

carga cognitiva han concluido que es posible desarrollar sistemas capaces de detectar

la carga de trabajo en tiempo real y actuar sobre el entorno reduciendo elementos

distractores según necesidad. Cuanto mayor sea la carga mental, mayor tiempo de

reacción tendrá el usuario. Por último, la variabilidad de la señal EEG, no sólo entre

distintos sujetos sino también entre ensayos realizados por un mismo sujeto, pue-

de generar altas probabilidades de error. La presencia de artefactos, descritos en el

caṕıtulo anterior, generan potenciales muy potentes y dif́ıciles de controlar que, si

no se detectan, pueden empeorar de forma drástica la tasa de acierto.
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Además de todo lo anterior, los retos a los que las investigaciones en BCI con

señales EEG deben enfrentarse en la actualidad, se sintetizan en tres aspectos clave,

enunciados en la literatura cientifica [244]:

1. Respecto de la calidad de los datos, cabe preguntarse: ¿es la tarea ejecutada

independiente de la respuesta obtenida?

2. Atendiendo a la capacidad de generalización o al posible sobreentrenamiento

del sistema, debe analizarse: ¿los resultados offline pueden generalizarse para

el caso de experimentos realizados de forma online?

3. Ante la existencia de retroalimentación, es necesario preguntarse: ¿los méto-

dos desarrollados con datos recogidos sin retroalimentación, tendrán el mismo

rendimiento en presencia de esta?

Durante la planificación, ejecución y seguimiento de cualquier experimento BCI,

deben plantearse estas cuestiones.

3.4.2. Comparativa de algoritmos BCI

Cada uno de los apartados anteriores ha descrito distintos experimentos BCI

basados en diferentes algoritmos de clasificación para la detección de los patrones de

la señal EEG. Los algoritmos de clasificación expuestos poseen evidentes diferencias

que pueden generar un rendimiento óptimo bajo determinadas circunstancias, o un

mal funcionamiento en otros casos. Para maximizar la precisión en la clasificación

debe tenerse en cuenta el tipo de experimento ejecutado y las caracteŕısticas de la

señal EEG. En función de estos dos elementos, debe seleccionarse un algoritmo de

clasificación para maximizar el rendimiento del sistema BCI. La Figura 3.14 muestra

las caracteŕısticas principales de los clasificadores más utilizados en experimentos

BCI.

Existe también la posibilidad de utilizar varios clasificadores durante el proceso

de decodificación, combinando algoritmos en sistemas BCI. Es posible utilizar varios

clasificadores en cascada, en cuyo caso cada uno de los clasificadores se centra en

los errores de clasificación cometidos por el inmediatamente anterior. De esta forma,
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Figura 3.14: Propiedades de los clasificadores utilizados comunmente en los experi-
mentos BCI (adaptado de [134])

es posible construir un clasificador con un buen rendimiento a partir de otros cla-

sificadores más débiles. Sin embargo, la forma más popular de combinación de los

clasificadores BCI es el voto [245] [246], debido a la simpleza de su uso y a los buenos

resultados obtenidos.

3.4.3. Algoritmos Genéticos

Los algoritmos genéticos son una subclase de los algoritmos evolutivos donde los

elementos del espacio de búsqueda son cadenas binarias u otros tipos de arrays de

caracteres elementales [247]. Se trata de métodos de búsqueda adaptativos, que se

inspiran en los procesos evolutivos biológicos y en los procesos de selección natural

para aplicarlos al ámbito de la computación. Los algoritmos genéticos utilizan el

método evolutivo para generar nuevos individuos partiendo de una población ini-

cial. En la naturaleza, a medida que se va avanzando y se pasa de una generación

a otra, las poblaciones van evolucionando de acuerdo a los principios evolutivos de

la selección natural y el mantenimiento de aquellos individuos mejor adaptados. El

funcionamiento de los algoritmos genéticos es similar y ha sido ampliamente descri-

to en el pasado por diversos autores [248] [249] [250]. Estos algoritmos disponen de

una población de individuos que se corresponden con las distintas soluciones dispo-

nibles al problema planteado. Cada una de las posibles soluciones tendrá asignado

un valor directamente relacionado con el grado de cercańıa a la solución óptima del

problema. Una mayor cercańıa a la solución óptima del problema implica una mayor

probabilidad de que dicho individuo (solución) sea seleccionado para reproducirse y

genere descendientes tras la combinación con otro individuo. Los nuevos individuos
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Figura 3.15: El ciclo básico de un algoritmo genético (adaptado de [247])

obtenidos en esta nueva época constituyen nuevas soluciones al problema planteado

que comparten algunos de los rasgos de aquellos individuos de los que proceden.

Por tanto, se genera una nueva terna de posibles soluciones al problema dado, que

está más cerca que sus antecesores de la solución óptima y presentan por tanto una

mejor adaptación. De esta forma, las buenas caracteŕısticas se propagan a través del

cruce de aquellos individuos mejor adaptados, más cercanos a la solución óptima.

Tras un número suficiente de iteraciones, la población convergerá hacia una solución

óptima del problema. Los algoritmos genéticos tienen su inicio en la decada de los

50, de la mano de un biólogo y un informático que comenzaron a aplicar simulaciones

asistidas por computador con el objetivo de mejorar el conocimiento de los proce-

sos genéticos, la selección natural y la evolución. Fue en la universidad de Michigan

donde Holland [251] [252] estableció los principios básicos de los algoritmos genéticos

que daŕıan lugar a posteriores desarrollos.

Tal y como demuestra la literatura cientifica [253], los algoritmos genéticos pue-

den utilizarse para obtener un subconjunto óptimo de caracteŕısticas. La selección

de caracteŕısticas en el contexto del análisis EEG se presenta como un problema

de optimización multicriterio. En este sentido, los algoritmos evolutivos ofrecen una

forma particularmente atractiva para abordar estos problemas de optimización. Los
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resultados obtenidos en el estudio referido, confirman que es posible utilizar algo-

ritmos genéticos para obtener un subconjunto óptimo de caracteŕısticas relevantes.

La utilización de algoritmos genéticos para este fin no está asentada en asunciones

tradicionales basadas en la monotońıa, hecho que suelen limitar su aplicabilidad en

problemas reales de clasificación u obtención de información.

Cuanto menor sea la adaptación de un individuo, menor será la probabilidad de

que dicho individuo sea seleccionado para la reproducción, y por tanto de que su

material genético se propague en sucesivas generaciones [254].

De esta manera se produce una nueva población de posibles soluciones, la cual

reemplaza a la anterior y verifica la interesante propiedad de que contiene una ma-

yor proporción de buenas caracteŕısticas en comparación con la población anterior.

Aśı a lo largo de las generaciones las buenas caracteŕısticas se propagan a través

de la población. Favoreciendo el cruce de los individuos mejor adaptados, van sien-

do exploradas las áreas más prometedoras del espacio de búsqueda. Si el Algoritmo

Genético ha sido bien diseñado, la población convergerá hacia una solución óptima

del problema. El poder de los Algoritmos Genéticos proviene del hecho de que se

trata de una técnica robusta, y pueden tratar con éxito una gran variedad de proble-

mas provenientes de diferentes áreas, incluyendo aquellos en los que otros métodos

encuentran dificultades. Si bien no se garantiza que el Algoritmo Genético encuen-

tre la solución óptima del problema, existe evidencia emṕırica de que se encuentran

soluciones de un nivel aceptable, en un tiempo competitivo con el resto de algorit-

mos de optimización combinatoria. En el caso de que existan técnicas especializadas

para resolver un determinado problema, lo más probable es que superen al Algorit-

mo Genético, tanto en rapidez como en eficacia. El gran campo de aplicación de los

Algoritmos Genéticos se relaciona con aquellos problemas para los cuales no existen

técnicas especializadas. Incluso en el caso en que dichas técnicas existan, y funcio-

nen bien, pueden efectuarse mejoras de las mismas hibridándolas con los Algoritmos

Genéticos.

Independientemente del problema al que se aplique un algoritmo genético, todos

ellos tienen una serie de caracteŕısticas comunes. Todo algoritmo genético posee una

función de ajuste (fitness) que es la encargada de comprobar las distintas soluciones

posibles y asignar un valor a cada una de ellas en función de su adaptación y su cer-
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cańıa a la solución óptima. Esta función de ”fitness”parte del conjunto de soluciones

posibles para el problema planteado. En este sentido, juegan un papel fundamental

los procedimientos genéticos encargados de cruzar individuos entre si para generar

nuevos individuos a partir de los anteriores. El proceso de búsqueda genética es ite-

rativo: evaluar, seleccionar y recombinar la cadena de la población durante cada una

de las iteraciones o generaciones hasta que se alcance una condición de terminación

concreta. La evaluación de cada cadena está basada en la función de ”fitness”que

depende del problema. Esta función determina cuales de las soluciones candidatas

son mejores. Esto corresponde con la determinación ambiental de la supervivencia

en la selección natural. Las mutaciones en un algoritmo genético se producen al igual

que en los sistemas naturales, son poco probables e introducen pequeños cambios.

El propósito de las mutaciones es introducir nuevo material genético en un sujeto

existente. Con esto se consigue añadir diversidad a las caracteŕısticas genéticas de

la población. La mutación es utilizada para asegurar que se cubre el rango total de

posibilidades accesibles por cada gen, tal y como se describe en la literatura [255].

Los individuos o posibles soluciones del problema se representan a través de cadenas

binarias de d́ıgitos. A los individuos o soluciones también se les llama cromosomas.

Sirva como ejemplo el estudio anteriormente mencionado, en el que se codifican un

conjunto de caracteŕısticas en una cadena numérica con elementos binarios. En esta

cadena se indica con un 0 que la caracteŕısticas que ocupa ese lugar debe ser omitida,

tomando el valor 1 en caso de que deba ser incluida. Este esquema de codificación

representa la presencia o ausencia de una caracteristica particular del espacio de

caracteŕısticas.

Un algoritmo genético básico comienza con una población de posibles soluciones

al problema dado, que generalmente se crea de forma aleatoria. Es deseable que los

individuos de la población inicial cubran un rango suficientemente grande de posi-

bles soluciones con el objetivo de asegurar la obtención de la solución óptima, tras

la finalización del algoritmo genético. Cada uno de los individuos de esta población

inicial debe ser evaluado según la función de ”fitness”que determinará la bondad de

cada una de las soluciones respecto del problema propuesto. A través de esta función

se le asigna un valor a cada individuo directamente relacionado con su cercańıa a la

solución óptima del problema. La correcta evaluación de cada uno de los individuos
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constituye uno de los puntos clave del algoritmo genético, de ah́ı la importancia de

la función de ajuste. Una vez asignado un valor a todos y cada uno de los individuos,

se seleccionan los mejores individuos de la población para su cruce y reproducción,

con el objetivo de crear nuevos individuos que contengan las mejores caracteŕısticas

de sus antecesores. En este punto, la selección de los mejores individuos no se hace

siempre siguiendo un patrón concreto, sino que existen distintos métodos de selección

de individuos, aunque el objetivo final de todos ellos es descartar a los individuos

con peor adaptación. Este paso es el que hace avanzar al algoritmo a través de dis-

tintas épocas, abriendo o cerrando el espacio de búsqueda de la solución óptima.

La generación de nuevos individuos a partir de sus antecesores se realiza mediante

la combinación del material genético de dos individuos de la época anterior. A este

respecto cabe destacar que el material genético de estos individuos puede combinarse

de formas muy distintas: modificando la cadena genética del individuo de forma alea-

toria, combinando los cromosomas de sus antecesores para crear nuevos individuos,

creando recombinaciones del material genético partiendo de dos individuos anterio-

res, etc. Es posible condicionar la terminación de un algoritmo genético en función

de las necesidades del problema a resolver. Un algoritmo genético puede terminar

porque se ha alcanzado la solución óptima o bien porque se han impuesto condiciones

para la terminación del algoritmo como la limitación del número de iteraciones.

Cuanto menor sea la adaptación de un individuo, menor será la probabilidad de

que dicho individuo sea seleccionado para la reproducción, y por tanto de que su

material genético se propague en sucesivas generaciones [254] (Figura 3.16).

Figura 3.16: Adaptación media y mejor adaptación en un algoritmo genético simple
[254]

Los algoritmos genéticos han sido utilizados en el pasado para resolver infini-
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dad de problemas de optimización en campos como el diseño de dispositivos elec-

tromagnéticos [256] o la optimización de la geometria molecular [257] entre otros

muchos. También en el ámbito del BCI se han utilizado algoritmos genéticos para

mejorar el rendimiento global de estos sistemas. Algunos autores [258] han imple-

mentado un sistema BCI basado en P300 que utiliza un algoritmo genético para

detectar la onda P300. Este sistema fue probado de forma online en tres sujetos

obteniéndose un buen funcionamiento del algoritmo genético con unos resultados de

entre el 60 % y el 90 % en la precisión de la decodificación. Otros experimentos [259]

han hecho uso de algoritmos genéticos como ayuda tanto para el proceso de selección

de caracteŕısticas como para el proceso de clasificación. Los autores de este estudio

argumentan que los resultados confirman la importancia de seleccionar ciertos ca-

nales EEG y utilizar estos algoritmos para cancelar aquellas componentes que no

aportan información útil al proceso de decisión.

Los algoritmos genéticos también han sido utilizados para tareas de clasificación

de los potenciales generados a partir de movimientos del sujeto. En los sistemas

BCI basados en potenciales relativos a movimientos, conseguir la correspondencia

entre la señal generada y el movimiento ejecutado es una tarea crucial. Hace una

decada, algunos autores [241] presentaron como algo muy novedoso la posibilidad de

seleccionar una serie de caracteŕısticas extraidas de una larga lista a través de un

algoritmo genético. Este estudio muestra que es posible diferenciar entre movimiento

contralateral de los dedos con una precisión en la clasificación de un 77 % utilizando

un pequeño número de caracteŕısticas (10-20) seleccionadas de una terna de 1000

posibles caracteŕısticas.

En el caso de los sistemas BCI aśıncronos, tal y como se ha descrito anteriormen-

te, se encargan de monitorizar de forma continua las señales cerebrales y se activan

únicamente cuando el usuario intenta controlarlo. Hace algunos años, un experimen-

to basado en un sistema BCI aśıncrono [260] mostraba resultados prometedores, a

pesar de que las tasas de error para la mayoŕıa de aplicaciones prácticas eran todav́ıa

demasiado altas. Con el objetivo de mejorar su funcionamiento, los autores propu-

sieron un modelo de adaptación al usuario. En este sentido se aplicó un algoritmo

genético h́ıbrido consistente en un algoritmo genético seguido de una búsqueda lo-

cal, para personalizar el tamaño de la ventana . La aplicación de este esquema ha
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mostrado una mejora significativa de los resultados. Tras la aplicación del algoritmo

genético h́ıbrido se pasó de un 65 % a un 76 %, en el caso del primer sujeto, y de un

53 % a un 63 % en el caso del segundo sujeto analizado, una mejora que demuestra

el potencial de aplicación de los algoritmos genéticos en el camino para maximizar

la precisión de los sistemas BCI.

3.5. Conclusiones

Las principales caracteŕısticas de los sistemas BCI han sido descritas en este

caṕıtulo. Tal y como se ha puesto de manifiesto, los investigadores se han enfrentado

a no pocas dificultades para comparar las tecnicas BCI descritas durante estos últi-

mos años en la literatura cientifica. Como respuesta a esta situación, se ha venido

trabajando para establecer métodos objetivos que permitan comparar entre śı sis-

temas BCI distintos. Al tratarse de un campo de investigación muy joven, que se

está desarrollando en un entorno multidisciplinar, la comunidad BCI dispone de un

lenguaje propio. Sin embargo, no existe un modelo funcional común para describir

un sistema BCI que posibilite la comparación de tecnologias BCI con otros sistemas

o interfaces de usuario no basadas en BCI. En este caṕıtulo, se han abordado las

diferentes formas de clasificar los sistemas BCI y sus modos de funcionamiento, en

base al tipo de señal captada, a la sincrońıa o asincrońıa del proceso, a si el usuario

ejerce un control directo sobre el sistema BCI o no, etc. También se ha analizado si

se trata de un sistema BCI espontáneo o de potenciales evocados.

Se han descrito y comparado los diferentes algoritmos de clasificación utiliza-

dos para diseñar sistemas BCI. Los algoritmos mencionados pueden encontrarse con

mucha facilidad en la literatura cient́ıfica como base de la mayoria de experimen-

tos BCI realizados en los últimos años. Analizando el comportamiento de cada uno

de estos algoritmos en experimentos BCI concretos, pueden extraerse interesantes

conclusiones que ponen de manifiesto dos aspectos clave en el diseño de sistemas

BCI:

1. La necesidad de definir previamente las necesidades o prestaciones del sistema

BCI para seleccionar el modo de funcionamiento óptimo del sistema en función

de la tarea a realizar, la naturaleza de la señal, la sincrońıa del proceso, etc.
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2. La importancia de seleccionar el algoritmo adecuado para minimizar el error

de clasificación durante el proceso de análisis, detección y clasificación de la

señal EEG.

Los experimentos referenciados en este caṕıtulo, arrojan resultados concluyentes

sobre los factores que influyen en la precisión de la clasificación del sistema. Es funda-

mental disponer de información sobre las necesidades del sistema BCI en el momento

de elegir o diseñar un clasificador para dicho sistema. Durante el proceso de diseño

del sistema BCI se han de tener en cuenta los problemas a los que se enfrentará el

clasificador en un contexto como el planteado. Si el número de muestras disponibles

es demasiado pequeño en comparación con el número de dimensiones o vectores de

caracteŕısticas, el clasificador tendrá dificultades para arrojar buenos resultados de-

bido a la ”maldición de la dimensionalidad”. Este es el reto más importante, de entre

los mencionados anteriormente, a los que se enfrentan los clasificadores utilizados en

sistemas BCI para reducir al mı́nimo el error, debido a la naturaleza de la señal

EEG. A pesar de que los clasificadores lineales son generalmente más robustos que

sus clasificadores homólogos no lineales, en presencia de fuerte ruido y datos at́ıpicos,

también los sistemas lineales pueden resultar poco precisos. Durante este caṕıtulo

ha quedado demostrado el gran potencial de los algoritmos de regularización en en-

rotnos BCI. Con la aplicación de estos algoritmos seŕıa posible limitar la influencia

de los datos at́ıpicos y reducir la complejidad del clasificador. En este sentido, tam-

bién SVM presenta buenos resultados de clasificación, debido fundamentalmente a

su inmunidad ante la ”maldición de la dimensionalidad”. Otros algoritmos descritos

también pueden presentar buenos resultados en función del escenario al que se en-

frenten. Por tanto, escoger un clasificador adecuado y adaptado a las caracteŕısticas

de las señales que deben ser analizadas es el aspecto clave a la hora de diseñar con

éxito un sistema BCI.

El objetivo principal de esta tesis está centrada en demostrar la viabilidad de

decodificar y clasificar señales EEG durante la ejecución de tareas motoras en el

espacio tridimensional. Durante la clasificación se dispondrá de un número limita-

do de muestras con una alta dimensionalidad. Para conseguir altas precisiones en

la decodificación de los movimientos tridimensionales a partir de señales EEG, se

desarollará un sistema BCI optimizado a partir de las conclusiones obtenidas en este
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caṕıtulo. El algoritmo seleccionado deberá estar optimizado para superar la maldi-

ción de la dimensionalidad, reducir el tiempo de clasificación de los datos y conseguir

altas precisiones. Las conclusiones de este caṕıtulo tras el análisis de los distintos al-

goritmos ponen de manifiesto la superioridad computacional con la que cuenta el

algoritmo RLDA para experimentos BCI complejos. Ha quedado demostrado que los

métodos de clasificación lineales son una buena opción para desarrollar experimentos

BCI tanto por su simplicidad como por su rendimiento. El algoritmo RLDA aporta

una solución efectiva para el problema de la singularidad, mejorando el funciona-

miento del algoritmo LDA en terminos de precisión, especialmente en aquellos casos

en los que se dispone de un número pequeño de muestras de entrenamiento. En casos

en los que se disponga de unas pocas muestras con una gran dimensionalidad , la re-

gularización del algoritmo RLDA permitira evitar problemas de sobreentrenamiento

que pudieran limitar la capacidad de generalización.

Está fuera de toda duda que algunos de los resultados mencionados durante este

caṕıtulo reflejan unos claros avances teóricos y prácticos en el campo del BCI. Sin

embargo, la alta variabilidad entre sujetos y la baja velocidad de transmisión de in-

formación, limitan el desarrollo de los sistemas BCI tanto para aplicaciones cĺınicas

como para potenciales aplicaciones fuera del laboratorio. La bibliografia referencia-

da durante todo el caṕıtulo utiliza algunas tareas espećıficas como correlación de la

intención del usuario. Se utilizan, por ejemplo, movimientos imaginarios para tomar

decisiones en base a la correspondencia con uno u otro movimiento. Hasta ahora,

se han desarrollado un número importante de investigaciones cuyo objetivo era ge-

nerar avances del estado del arte relacionados con cada uno de los pasos del ciclo

de funcionamiento de un sistema BCI (Figura 3.1). Sin embargo, cada vez está más

extendida la necesidad de orientar los sistemas BCI hacia aplicaciones reales, fuera

de las condiciones ideales que proporcionan los laboratorios de investigación. Uno

de los objetivos de esta tesis, es el desarrollo de aplicaciones prácticas tanto para

personas sanas como con posibles discapacidades. En los últimos años se ha genera-

do un interés creciente en torno a la tecnoloǵıa desarrollada alrededor del BCI. En

el pasado, el desarrollo del BCI ha estado centrado en mejorar las condiciones de

interacción con el entorno de las personas discapacitadas y con problemas motores.

Por tanto, los sistemas BCI surgen por la necesidad de establecer nuevos canales de
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comunicación para personas con discapacidades graves. Sin embargo, para su pleno

desarrollo algunas empresas como Neurosky [261] o Emotiv [262] han enfocado su

modelo de negocio a partir del BCI aplicado al mundo del v́ıdeojuego. Debido funda-

mentalmente al gran potencial existente en el número de usuarios. En este sentido,

Las mejoras que se han producido durante estos últimos años han hecho que la tec-

noloǵıa BCI comience a ser considerada para su uso en otro tipo de aplicaciones. Este

cambio parcial en el público objetivo, hace que en esta nueva ĺınea sea imprescindible

definir las necesidades y caracteŕısticas de los sistemas BCI para estas nuevas aplica-

ciones que serán utilizados por sujetos sanos para aplicaciones totalmente distintas

que aquellos sujetos con problemas motores o cognitivos que utilizan esta tecnologia

como herramienta para mejorar sus condiciones de vida. En los caṕıtulos siguientes

se profundiza en estos aspectos del BCI. Se analizará por un lado el rendimiento

de los sistemas BCI en entornos tridimensionales, para desarrollar una propuesta de

aplicación práctica de un sistema BCI orientado al uso fuera de los laboratorios de

investigación.
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Caṕıtulo 4

Decodificación y clasificación de la

señal EEG en entornos

tridimensionales

Tengo buenas noticias. Tendrás la

oportunidad de ser inmortal. Mientras nada

le ocurra a ese bonito cerebro.

Robocop 2

4.1. Introducción

Estudios recientes sobre la decodificación neuronal del movimiento o la intención

de movimiento basado en señales electroencefalográficas (EEG) [263–266] [13] [14]

[267] han mostrado que las señales de EEG contienen información útil sobre el siste-

ma motor que puede ser extráıda, analizada y clasificada. Estos estudios mostraron

que la decodificación de las trayectorias puede realizarse con la observación de las

fluctuaciones obtenidas a partir de un filtro paso bajo (modulación de amplitud, o

AM) de las señales de EEG o de las modulaciones espectrales en la banda delta (δ)

(0,1-4Hz). Además, la viabilidad de la decodificación continua de los movimientos de

la mano iniciados por el propio sujeto y desarrollados en el espacio tridimensional,

a partir de información electroencefalografica utilizando decodificadores lineales ha

109
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sido recientemente verificada [265]. En general, los decodificadores neuronales pue-

den ser diseñados para predecir, en base al análisis de la señal EEG, las estimaciones

de múltiples estados internos tales como dirección de movimiento hacia determina-

dos puntos en el espacio [263] [264] o para predecir variables continuas de tiempo

asociadas al punto final de la trayectoria recorrida por la mano [13]. Estas referen-

cias pueden servir como señales de referencia a un dispositivo protésico colocado en

una extremidad inferior o superior, el cursor de una computadora, un dispositivo de

deletreo o un teclado virtual; en definitiva, a un sistema BCI. Uno de los objetivos

de las investigaciones para la mejora del BCI es el desarrollo de sistemas capaces

de decodificar las señales cerebrales generadas tras la planificación y/o ejecución de

movimientos naturales. La comprensión de los ĺımites sobre la información EEG que

puede extraerse de la corteza cerebral con respecto al número de grados de liber-

tad, la complejidad, fiabilidad, velocidad, y el nivel de control intuitivo que se puede

lograr, son aspectos clave en las investigaciones actuales del BCI.

Tal y como se ha comentado anteriormente, los sistemas BCI traducen las señales

cerebrales del individuo en productos funcionales para el control o la comunicación

directa con un dispositivo final. Debido a que este tipo de comunicación no depende

de los nervios periféricos y los músculos, el desarrollo de sistemas no invasivos se ha

centrado en las solicitudes de las personas que están gravemente paralizadas para

restablecer la comunicación y la interacción con su entorno. Desafortunadamente,

los sistemas BCI todav́ıa poseen algunas limitaciones mencionadas en el Caṕıtulo 2.

En este sentido, algunos de los sistemas BCI basados en EEG requieren semanas o

meses de entrenamiento antes de que los sujetos puedan alcanzar un cierto nivel de

control cerebral y sólo son capaces de desarrollar velocidades de comunicación lentas.

El tiempo de entrenamiento y la velocidad en bits por segundo son los principales

determinantes de la aceptación de la tecnoloǵıa BCI de los usuarios potenciales.

Como se verá en apartados siguientes, en el presente trabajo se desarrolla un sistema

BCI capaz de mejorar sustancialmente ambos parámetros.

Hace unos años, algunos autores [268] comenzaron a mostrar la posibilidad de

controlar movimientos en el espacio tridimensional mediante un sistema BCI. Este

estudio muestra que una alta resulución de señal no es un aspecto esencial para el

control de movimientos complejos, y sugiere que existen otros factores más impor-
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tantes a tener en cuenta. Los autores lanzan una hipótesis, argumentando que la

combinación de señales de múltiples áreas corticales podŕıan producir un funciona-

miento mucho más consistente. Con desarrollo posterior, argumentan los autores,

podŕıa ser posible que personas con desórdenes neuromusculares severos pudieran

operar, a través de sus señales cerebrales, dispositivos como brazos robóticos, sillas

de ruedas motorizadas o neuroprótesis.

El rendimiento limitado de los actuales EEG basados en sistemas BCI puede estar

relacionado con la elección de caracteŕısticas (P300, ritmos motosensoriales, etc.),

y/o con el uso de señales neuronales estereotipadas y no espećıficas para provocar

salidas del sistema predefinidas. Sin embargo, estudios recientes sugieren que las

amplitudes (<4 Hz) de señales EEG en toda la corteza cerebral contiene información

detallada acerca de la representación del movimiento en la macro escala, que podŕıa

conducir a mejoras en la velocidad de comunicación y tiempo de entrenamiento.

En este sentido [264], se investigó la actividad EEG relativa a aquellos casos en los

que los targets eran seleccionados por el propio sujeto. Bajo estas condiciones se

mostró que la dirección del movimiento de la mano puede deducirse, a través de un

solo ensayo, usando un filtro paso-bajo (3 Hz) el cual, mide la actividad neuronal

con más de 20 sensores distribuidos sobre la corteza cerebral. Utilizando un sistema

EEG de alta densidad y un conjunto de ocho vectores de caracteŕısticas diferentes,

algunos autores [263] mostraron que es viable decodificar la intencionalidad (durante

la planificación motora) del movimiento de la mano para alcanzar un objetivo (uno

de cuatro objetivos en el espacio 2D) y la dirección del movimiento de la mano

durante la trayectoria real (uno de tres objetivos en 3D) a partir de 140-150 canales

EEG.

Agunos autores [264], han comparado la precisión en la decodificación (DA) y

la información mutua de shannon 1 entre la dirección del movimiento decodificada

y la medida (definida como información decodificada (DI) en bits) en los estudios

anteriormente referenciados. Sin embargo, no está del todo claro cómo un número

mayor de objetivos a alcanzar en los experimentos puede acabar afectando a la

precisión de decodificación. Por tanto, el número óptimo de objetivos para maximizar

la precisión de decodificación (DA) y la información decodificada (DI) es desconocido.

1comprobar que es correcta la traducción Shannon’s mutual information
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En este estudio, se evalúan DA y DI durante movimientos autoiniciados de la mano

hacia uno de los ocho objetivos. Estos objetivos han sido seleccionados por el propio

sujeto y están dispuestos en un espacio tridimensional.

Con este trabajo se pretende demostrar que es posible obtener altas precisiones

en la decodificación de las señales cerebrales asociadas a movimientos voluntarios

de las extremidades superiores del sujeto en entornos tridimensionales. Para realizar

una comparativa entre los resultados que arrojan los diferentes estudios, han de te-

nerse en cuenta otros parámetros a la hora de evaluar si el porcentaje de precisión

en la decodificación es suficientemente bueno o no. Es evidente que para comparar el

porcentaje de precisión en la decodificación en un determinado experimento se debe

tener en cuenta el número de targets, si el sistema es invasivo o no y/o el número

de electrodos del sistema electroencefalográfico. Para ello, utilizaremos un paráme-

tro que permite relacionar y comparar experimentos BCI teniendo en cuenta los

parámetros anteriormente mencionados. El rendimiento en la decodificación puede

cuantificarse mediante la precisión en la decodificación (DA), definida como el por-

centaje de ensayos decodificados correctamente. A partir de la DA, es posible obtener

la información decodificada (DI), parámetro que cuantifica la cantidad de informa-

ción extraida sobre la dirección de movimiento [269]. La información decodificada

(DI) ha sido definida como la información mutua entre el movimiento decodificado y

la dirección real del movimiento. Asumiendo igualdad de probabilidades de prediccio-

nes correctas para cada dirección e igual distribución para las predicciones erróneas

de todas las direcciones, la relación entre DI y DA puede expresarse de la siguiente

forma [26]:

DI(DA) =
DA

100
log2

DA

DAchance

+
100−DA

100
log2

100−DA
100−DAchanche

(4.1)

De esta forma, conociendo la precisión obtenida en el proceso de decodificación de

un experimento concreto y el número de targets, es posible obtener la información

decodificada en dicho esperimento. El número de targets vendrá dado por DAchance,

cuyo valor se obtiene del cociente: DAchance = 100
NTargets

%, donde NTargets es el número

de targets utilizados. Esto permitirá comparar los resultados obtenidos en el presente

estudio con los resultados de otros sistemas BCI, aún cuando se trate de experimentos

que han utilizado diferente número de targets.
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4.2. Materiales y métodos

Para llevar a cabo el procedimiento experimental, la Junta de Revisión Institu-

cional de la Universidad de Maryland en “College Park” aprobó un protocolo ex-

perimental. Después de que dieran su consentimiento, cinco sujetos sanos y diestros

fueron colocados en una silla, invitando a todos ellos a ejecutar por iniciativa propia,

trayectorias desde un punto central hacia objetivos o targets externos, distribuidos

en su espacio visual y en un entorno tridimensional. La distancia desde la posición

central para cada uno de los objetivos era de 22cm aproximadamente y la estructura

utilizada en este experimento se muestra en la Figura 4.1.

T2

T1

T5

T6

Home

T7

T8

T4

T3

Figura 4.1: Estructura utilizada en el experimento con la numeración de cada uno
de los targets que el sujeto puede seleccionar y el punto central de inicio

Antes de comenzar con la adquisición de señales EEG, se instruyó a los sujetos

para hacer selecciones aleatorias de los ocho objetivos sin contar las veces que haćıan

la selección. Durante el tiempo en el que los sujetos ejecutaban la trayectoria, fijaban

su mirada en un LED, parpadeando únicamente cuando su mano descansara en el

destino. El experimento se consideró finalizado una vez que la trayectoria hasta cada

uno de los ocho objetivos fue realizada al menos en 10 ocasiones. La recogida de

datos se llevó a cabo mediante un casco EEG de 58 electrodos que se colocó sobre la

cabeza de los sujetos de acuerdo con el sistema internacional 10-20 (Figura 4.2). Las

señales de EEG fueron muestreados a 1000 Hz, filtradas por un paso-banda de 0,5 a

100 Hz. La actividad electro ocular horizontal y vertical se midió mediante sensores

bipolares. Los datos del EEG fueron diezmados desde 1 kHz a 100 Hz y filtrados

mediante un filtro paso-bajo y filtro anti-aliasing con una frecuencia de corte de 40

Hz. La trayectoria seguida por el brazo del sujeto fue monitorizada y grabada en
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Figura 4.2: El sistema internacional 10-20. Los electrodos se encuentran espaciados
entre el 10 % y el 20 % de la distancia total entre puntos reconocibles en el cráneo.
Estos puntos clave, a partir de los cuales se realizan las medidas, son: ”Naison”que
corresponde con la indentación entre la frente y nariz. Ïnión”, que se corresponde
con la protuberancia occipital y el ”punto preauricular”, que se encuentra delante
del trago de cada pabellón de la oreja [270] [271]

todo momento tomando muestras a 100 Hz, utilizando un sistema de detección de

movimiento que segúıa el desplazamiento de un LED infrarrojo colocado a la punta

del dedo ı́ndice. Este sistema aporta información detallada sobre la trayectoria exacta

del brazo del sujeto durante la ejecución del movimiento. Relacionando esta infor-

mación con la señal EEG captada durante la ejecución del movimiento, será posible

mejorar el proceso de clasificación relacionando la trayectoria espacial con la acti-

vidad cerebral decodificada por el sistema BCI. Además, la actividad electroocular

horizontal y vertical fue grabada mediante la utilización de un sensor bipolar.

La elección del algoritmo de clasificación del sistema BCI se efectuará a partir

del análisis de las caracteŕısticas de las señales EEG captadas. El algoritmo elegido

debe optimizar el proceso de decodificación del tipo de señales de entrada de este

sistema. Cada sujeto s genera una matriz (Xsi) con las señales EEG captadas en

cada uno de los intentos i. Las filas de esa matriz Xs se corresponden con cada

uno de los electrodos del sistema BCI y contienen la información EEG captada por

cada canal en el dominio de tiempo. El número de columnas de la matriz Xs están

directamente relacionadas con el tiempo que tarda el sujeto en completar la tarea de

desplazamiento del brazo.
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Xsi =


a11 a12 a13 a14 . . . a1T

a21 a22 a23 a24 . . . a2T
...

...
...

...
...

...

an1 an2 an3 an4 . . . anT

 (4.2)

Cada sujeto realiza un número mı́nimo de intentos (10) desplazando su brazo

derecho desde el centro hasta cada uno de los targets marcados en la estructura de

la Figura 4.1. Por cada uno de los intentos, se obtiene una matriz como la descrita

en la ecuación 4.2. Una vez que el sujeto ha realizado las trayectorias hacia todas

las direcciones, se dispondrá de la matriz Xsi para un sujeto s por cada uno de los

intentos i. Con estos datos, se construirá una matriz Xs. Esta matriz contendrá los

datos EEG obtenidos en cada uno de los intentos hacia las distintas direcciones del

sujeto s. Cada una de las filas de Xs contendrá los datos de los distintos intentos

realizados por un sujeto. Cada fila de la matriz Xs contiene todos los datos EEG

del intento i realizado por el sujeto. A partir de la matriz de la ecuación 4.2 de

dimensiones N ∗ T (donde N es el número de electrodos y T es la duración del

intento) se construye un vector fila de dimensiones 1xL. Las matrices Xsi de cada

uno de los intentos se convierten en un vector fila, todos ellos juntos forman las filas

de la nueva matriz Xs de dimensiones ixL donde i es el número total de intentos y L

es la longitud de cada intento. Llegado este punto, la construcción de la matriz que

aglutina los intentos totales del sujeto presenta un problema importante. Es evidente

que cada sujeto utiliza un tiempo distinto en recorrer la trayectoria hasta cada uno de

los objetivos desde el punto inicial. Como consecuencia, la longitud de los datos EEG

obtenidos en cada uno de los intentos vaŕıan de un intento a otro. Cada una de las

muestras tiene un número distinto de elementos y este hecho dificulta la construcción

de la matriz Xs (ecuación 4.3)

Xs =


a11 a12 a13 a14 . . .

a21 a22 a23 a24 a2t
...

...
... afj

an1 an2 an3 an4 . . . anT

 (4.3)

Para solucionar este problema los datos de cada intento deben ser remuestreados
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para que todos ellos posean una longitud fija, facilitando el proceso de entrenamiento

del algoritmo de clasificación. Antes de comenzar este proceso, los datos del EEG

fueron ordenados por dirección de destino. Posteriormente se les alineó con el inicio

del movimiento (MO - Movement Onset), donde MO se define como el momento

en el que el sujeto suelta la punta del dedo del interruptor de la posición inicial

mostrada en la Figura 4.1. Cada uno de los intentos del sujeto desde que pulsa el

botón de inicio hasta que pulsa el botón de final constituye una muestra, una fila en

la matriz Xs. Se consideró como final del movimiento el momento en el que el sujeto

pulsa el botón de destino ubicado en cualquiera de los ocho objetivos marcados en

la Figura 4.1. Cada una de las muestras fueron sometidas a un proceso de filtrado

mediante un filtro paso bajo . Una vez filtradas, las muestras fueron re-muestreadas

para que todas compartiesen una longitud fija de 1,4 segundos. Los datos EEG

captados durante cada uno de los intentos hacia cualquiera de las direcciones tiene

una longitud temporal de 1,4 segundos de los que 0,2 segundos corresponden al

periodo previo al MO mientras que los siguientes 1,2 segundos se corresponden con

los datos obtenidos desde que el usuario pulsa el boton inicial (Figura 4.1) hasta que

alcanza su destino. Tras este proceso, las muestras se filtraron de nuevo para extraer

la información de amplitud dentro de la banda delta. Es importante destacar que

la operación de re-muestreo conserva la información de patrón. Durante el proceso

se mantienen las fluctuaciones en la amplitud de las señales del EEG durante el

intervalo de análisis elegido, proporcionando vectores de caracteŕısticas de entrada

(n = 140) de longitud constante tanto para el proceso de entrenamiento como de

clasificación.

Una fragmento temporal de las señales utilizadas como entrada al algoritmo del

clasificación puede observarse en la Figura 4.3. Se muestra el voltaje y la variación

temporal de las señales captadas por los electrodos FC5, FC3, C3 y CP3. La Figu-

ra 4.4 muestra la localización espacial de cada uno de los electrodos a lo largo de

la superficie de la cabeza del sujeto. Tal y como se ha descrito anteriormente, las

señales fueron remuestreadas para que todas tuviesen una duración de 1.2 segundos

conservando la información de patrón y las fluctuaciones en la amplitud durante

este intervalo. Estas señales corresponden al periodo de tiempo en el que el sujeto

desplaza el brazo desde el centro hacia cualquiera de los objetivos marcados en la
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Figura 4.3: Señales captadas por los electrodos FC5, FC3, C3 y CP3. Han sido
remuestreadas con el objetivo de que todas ellas posean una duración de 1.2 segundos.

Figura 4.1.

Cada fila de la matriz Xs tiene asociada un valor de la matriz columna Ys (ecua-

ción 4.4). La matriz Ys es un vector clumna cuyos elementos toman valores entre 1

y 8. Estos valores representan cada una de las 8 trayectorias posibles que el sujeto

puede realizar y que se encuentran etiquetadas en la Figura 4.1. La muestra i de la

matriz Xs estara asociada a la dirección marcada por el elemento Yi. El sujeto s, al

realizar el intento correspondiente a los datos contenidos en la fila i de la matriz Xs

desplazo su brazo hasta el target indicado en el elemento Yi de la matriz 4.4.

Ys =


Y1

Y2
...

Yj

 (4.4)

Para definir los principales parametros del algoritmo de clasificación, se utili-

zará una parte de las muestras de Xs e Ys como conjunto de entrenamiento, dejando

otra parte para utilizar como conjunto de test. Una vez entrenado el algoritmo con

un número de muestras concreto definido como conjunto de entrenamiento, el resto

de muestras no evaluadas todav́ıa por el algoritmo serán clasificadas en función de

las reglas del clasificador. La precisión en la decodificación (DA) será el porcentaje

de muestras correctamente clasificadas. El valor de DA se obtiene comparando la

matriz Ys, que contiene las etiquetas a las que efectivamente pertenecen cada una de
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Figura 4.4: Etiquetas asignadas a cada uno de los electrodos utilizados para captar
las señales EEG

las muestras, con la matriz Ypredict que contiene las clases a las que el algoritmo ha

asignado cada muestra clasificada.

4.2.1. Método de clasificación

Durante el proceso de clasificación de la señal EEG obtenida, han de considerarse

los aspectos descritos en el Caṕıtulo 3 para seleccionar el clasificador más adecuado.

El algoritmo seleccionado deberá clasificar cada una de las muestras contenidas en

la matriz Xs, relacionando cada una de las filas de la matriz con una de las ocho

posibles clases (objetivos de la Figura 4.1). Cada una de las muestras de Xs posee

un número muy elevado de dimensiones en comparación con el número de muestras

disponibles. Cada uno de los sujetos realizará 10 intentos para cada una de las 8

direcciones posibles en las que puede desplazar su extremidad. Dispondremos por

tanto de 10 muestras con datos EEG asociados a cada una de las 8 clases entre

las que el clasificador deberá escoger. Este número de muestras es muy pequeño

en comparación con las dimensiones de cada muestra, situadas en el orden de 105.

En este sentido, el algoritmo LDA clásico (Classical Linear Discriminant Analysis)

no es aplicable para aquellas muestras que tengan un tamaño demasiado pequeño

debido a la singularidad de las matrices de dispersión involucradas. Sin embargo,
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el algoritmo LDA regularizado o RLDA, aporta una estrategia muy simple para

superar el problema de la singularidad a través de la aplicación de un término de

regularización (λ), que es comunmente estimado utilizando la validación cruzada a

partir de una terna de posibles valores para dicho parámetro [272]. El algoritmo

LDA clásico no es efectivo en aquellos casos en los que los datos poseen un elevado

número de dimensiones y el tamaño de las muestras no exceden dichas dimensiones.

Este problema es posible resolverlo mediante el algoritmo RLDA propuesto [272].

En el presente trabajo se ha utilizado el algoritmo LDA regularizado (RLDA) en su

implementación descrita recientemente [189] para clasificar patrones de señales en el

dominio del tiempo en banda delta. El algoritmo RLDA posee las caracteŕısticas de

un algoritmo estable y regularizado, debido a que pequeñas variaciones en el conjunto

de entrenamiento no afectarán de forma considerable al proceso de clasificación.

Además, por el hecho de ser un algoritmo regularizado, estará dotado de una buena

capacidad de generalización y una gran robustez ante la presencia de outliers. En el

Caṕıtulo 3 ya se pronosticó que en aquellos casos en los que los datos están en un

espacio con gran número de dimensiones y el tamaño de las muestras no excede dicha

dimensión, las matrices de dispersión involucradas pueden ser singulares. Este hecho

genera el problema de la singularidad que puede ser solucionado de forma efectiva

utilizando RLDA. La base de esta solución se encuentra en añadir una constante λ >

0 a los elementos diagonales de la matriz total de dispersión; este será el parámetro de

regularización que permitirá estabilizar la estimación de las muestras de la matriz de

covarianza y mejorar el funcionamiento de la clasificación del algoritmo LDA. Dada

las consecuencias positivas de introducir el parámetro de regularización, escoger un

valor apropiado para este parámetro es cŕıtico para el buen funcionamiento de RLDA

([188]). Un valor grande de λ puede generar distorsiones en la información de la

matriz de dispersión. Un valor pequeño de λ puede no ser suficientemente efectivo

para resolver el problema de la singularidad. El parámetro λ será determinado en

función del error de clasificación, que se obtendrá para cada valor propuesto en cada

uno de los parámetros [190]. El valor óptimo para λ no tiene por qué ser conocido

de antemano. El valor óptimo será seleccionado durante el proceso de entrenamiento

utilizando un conjunto de muestras para estimarlo.

El parámetro de regularización (λ) fue seleccionado a partir de un conunto de
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posibles valores seleccionados para este experimento:

λ = [10−10, 10−7, 10−4, 0,1, 10, 100, 104, 107, 1010] (4.5)

Como entrada al clasificador RLDA se han utilizado las señales EEG de la matriz

Xs (ecuación 4.6). Cada una de las muestras (filas de la matriz) se ha clasificado

utilizando dos diferentes periodos de tiempo:

1. El fragmento correspondiente al pre-movimiento del sujeto (tomando 200ms de

datos EEG previos al inicio del movimiento, desde -200ms hasta 0 s.). De esta

forma se clasifican los datos EEG obtenidos durante los instantes inmediata-

mente anteriores al inicio de de la trayectoria por parte del sujeto.

2. El fragmento de datos EEG correspondiente a la duración total del movimiento,

incluyendo los datos del pre-movimiento. Todo ello alineado con el inicio de

movimiento (MO)

Xs =


a11 a12 a13 a14 . . . amT

a21 a22 a23 a24 . . . amT

...
...

...
...

...
...

an1 an2 an3 an4 . . . amT

 (4.6)

Para determinar el valor del parámetro de regularización de forma óptima, tal y

como se apuntó en el Caṕıtulo 3, el método más utilizado es el de validación cruzada

(cross-validation) [191] [192]. La validación cruzada de K-particiones (k-fold cross

validation) es la más utilizada en la actualidad y consiste en dividir el conjunto de

ejemplos disponibles en ’k’conjuntos de igual tamaño T1, T2, ..., Tk. En esta valida-

ción cruzada se realizan k experimentos, utilizando Tj (con j 6= i) como conjunto de

entrenamiento en la iteración i-ésima, y Ti como conjunto de test. Aplicando la vali-

dación cruzada es posible comprobar los resultados obtenidos para distintos valores

del parámetro de regularización sobre distintos conjuntos de test. Escoger el valor

más apropiado de los parámetros de regularización para cada situación particular es

el objetivo de este proceso. Se utiliza la validación cruzada con k=10, por lo que se

utilizarán 10 conjuntos de muestras para obtener el parámetro de regularización que

mejores resultados aporte en términos de precisión en la decodificación (DA).
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Figura 4.5: Validación cruzada con k=10. Se utilizan parte de las muestras para
entrenar el algoritmo y parte de ellas para verificar el resultado del entrenamiento.
El proceso se repite para cada valor de λ. El valor de λ elegido será aquel que mejor
resultado medio obtenga en términos de precisión de las cinco iteraciones

La Figura 4.5 ilustra el proceso de validación cruzada con diez iteraciones (k=10).

En este proceso se toman 9 de los 10 conjuntos para entrenar el algoritmo y parte

de ellas para verificar el resultado del entrenamiento. El proceso se repite para cada

valor de λ. Una vez se han completado todas las iteraciones, el algoritmo de regula-

rización tomará el valor de λ que mejor resultado médio haya obtenido en términos

de precisión de las cinco iteraciones

El algoritmo RLDA utiliza el parámetro de regularización durante el proceso

de entrenamiento y validación. Del conjunto de datos totales obtenidos, el algorit-

mo RLDA utilizó un 90 % del conjunto total para el entrenamiento del clasificador,

mientras que como conjunto de test se tomó el 10 % de los datos restantes. Partiendo

de la precisión (DA) obtenida evaluando las muestras del conjunto de test correcta-

mente clasificadas, se computa la información decodificada (DI) [26] cuantificando la

cantidad de información sobre la dirección del movimiento contenida en las señales

EEG extráıdas en cada caso.

4.2.2. Selección de electrodos

Los algoritmos genéticos son métodos de búsqueda innovadores basados en fenóme-

nos naturales, cuyas principales ventajas son su gran robustez y su independencia

respecto del problema planteado. A lo largo de los últimos años, se ha venido de-
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Modelo RLDA utilizado

1. Bucle For i = 1 : 10 // 10-fold cross validation

2. Construir las matrices Ai y Âi

// Ai Conjunto de entrenamiento para validación cruzada

// Âi conjunto de test para validación cruzada
3. Construir las matrices Ht y Hb utilizando Ai

4. Calcular la Descomposición en Valores Singulares (SVD)
de la matriz Ht : Ht = UΣV T

5. Hb,L ←UTHb, r = rank(Ht)

6. Ai
L←UT Âi; Âi

L←UT Âi

7. Bucle For j = 1 : m // donde m son los posibles valores de
λ
8. Σ̄←(Σ2 + λjIr)

−1/2

9. Calcular el SVD de Σ̄Hb,L = UbΣbV
T
b

10. G← Σ̄Ub

11. Ai
L←GTAi

L; Âi
L ←GT Âi

L

12. Ejecutar algoritmo 1-NN sobre (Ai
L,Âi

L) evaluando la pre-
cisión para cada par de valores (i,j)
13. EndFor
14. EndFor
15. Precision(j)←1/v

∑v
i=1 precision(i, j);

16. j ←argmaxjPrecision(j)
17. A la salida se obtiene λj∗ como el parámetro que oprtimiza
la precisión a la salida

Cuadro 4.1: Modelo de aplicación del algoritmo RLDA utilizado para la clasificación
de las muestras. Adaptado de [273]

mostrando la capacidad de los algoritmos genéticos en el ámbito de la optimización

de parámetros [274].

Estudios recientes [275], han propuesto la utilización de algoritmos genéticos con-

juntamente con SVM a través de un modelo h́ıbrido, con el objetivo de llevar a cabo

tareas de clasificación de señales EEG para evaluar su uso potencial en sistemas BCI.

El uso del sistema BCI basado en señales EEG espontáneas requiere una clasificación

precisa y el reconocimiento de múltiples canales EEG. El diseño de representaciones

EEG y clasificadores para sistemas BCI es un tema sobre el que los investigadores

trabajan actualmente, y cuya dificultad se encuentra en la extracción de complejos
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patrones espaciales y temporales de una serie temporal, ruidosa y multidimensional,

obtenida de las medidas EEG. En este trabajo, se pretende demostrar que la combi-

nación entre un algoritmo genético y el análisis del discriminante lineal regularizado

puede maximizar la precisión (DA) de los sistemas BCI en entornos tridimensionales.

Con el objetivo de incrementar la precisión (DA) durante el procedimiento de clasifi-

cación, el algoritmo genético seleccionará aquellos electrodos que mayor cantidad de

información relevante contengan, relacionada con la tarea de movimiento ejecutada.

Los electrodos irrelevantes no solo transportan información irrelevante o redundan-

te, sino que también pueden contener señales ruidosas o erroneas que afectaŕıan de

forma importante al proceso generando resultados erróneos. En este sentido, los re-

sultados demuestran que la selección de un subconjunto de caracteŕısticas idóneas

para el problema de clasificación incrementa la precisión del proceso utilizando datos

nuevos, nunca antes analizados por el algoritmo. La selección de electrodos utilizan-

do algoritmos genéticos se centra en clasificar las muestras tomando únicamente un

subconjunto óptimo de electrodos. El objetivo principal de este paso es la selección

de ese subconjunto óptimo de electrodos que permita maximizar la precisión (DA) al

final del proceso de clasificación. Existe un amplio rango de posibilidades para iden-

tificar un subconjunto óptimo de electrodos con el objetivo de obtener la máxima

precisión (DA). Aunque un subconjunto óptimo de electrodos podŕıa ser obtenido

mediante el uso de la fuerza bruta, el coste computacional del proceso de clasificación

global seŕıa demasiado alto. Por esta razón, el presente trabajo utiliza un algoritmo

genético, debido a que es la mejor forma de seleccionar un subconjunto óptimo de

electrodos con el mı́nimo coste computacional posible. Reduciendo el número de elec-

trodos a tener en cuenta en el proceso de clasificación, se reduce de forma drástica

el número de dimensiones de las muestras con la consecuente reducción del coste

computacional.
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Caṕıtulo 4. Decodificación y clasificación de la señal EEG en entornos
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Fp1 Fpz Fp2
AF3 AF4

F7
F5 F3 F1 Fz F2 F4 F6

F8

FC5FC3 FC1 FCz FC2 FC4FC6

T7/T3C5 C3 C1 Cz C2 C4 C6T8/T4

TP7CP5CP3 CP1 CPz CP2 CP4CP6TP8
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O1 Oz O2

Subject 4

Subject 6 Subject 7

Subject 8 Group

Labels

Subject 3

Figura 4.6: Selección de electrodos mediante algoritmo genético. El tamaño del ćırcu-
lo indica % de relevancia de dicho electrodo ((El ćırculo de mayor tamaño indica un
100 % de presencia, y una presencia del 0 % está representada por un ćırculo vaćıo)
para cada electrodo en el subconjunto óptimo de electrodos después de aplicar el
algoritmo genético. Los electrodos que poseen circulos de mayor tamaño poseen in-
formación relevante que ha sido utilizada en mayor número de ocasiones que aquellos
con ćırculos más pequeños

Debido al alto número de dimensiones de las muestras analizadas obtenidas por

cada uno de los 58 electrodos activos que recogen información de la actividad EEG,

resulta dificil obtener un valor óptimo en la precisión de la decodificación utilizando

únicamente el algoritmo RLDA. Para proceder a la selección de los electrodos que

aportan información útil en detrimento del resto se utilizará un algoritmo genético,

que en combinación con el algoritmo LDA regularizado, permitirá obtener la máxima

precisión en la decodificación para cada sujeto. Es importante destacar dos aspec-

tos relevantes sobre la selección de electrodos mediante algoritmos genéticos. Por

un lado, el algoritmo genético representa el conjunto de electrodos como un vector

de 55 elementos binarios, donde el valor de cada elemento representa la relevan-

cia o utilidad de cada electrodo. Por otro lado, la función de error está relacionada
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con la precisión obtenida por el algoritmo RLDA. El algoritmo genético controla

la evolución del fenotipo con el objetivo de minimizar la función de coste. El error

del clasificador será la función de coste que el algoritmo genético deberá minimizar.

Antes de cada evaluación de los datos por parte del algoritmo RLDA y después de

aplicar el algoritmo genético, los conjuntos de entrenamiento y test son utilizados por

la función RLDA sin aquellos electrodos marcados con 0 como irrelevantes o ruidosos.

La Figura 4.6 muestra los electrodos seleccionados tras la aplicación del algoritmo

genético. El resultado obtenido para cada uno de los sujetos está representado en una

imagen distinta. Los electrodos con mayor porcentaje de presencia en cada sujeto,

han sido seleccionados mediante el algoritmo genético. Utilizando como muestras de

entrada únicamente la información que transportan dichos electrodos y desechando

la información procedente del resto, se ha conseguido el mejor resultado de DA de

entre todas las posibles combinaciones de electrodos. La figura muestra los distintos

conjuntos óptimos de electrodos seleccionados que han conseguido minimizar la fun-

ción de error en la clasificación. En la Figura 4.6 se muestran las etiquetas de cada

uno de los electrodos en una imagen separada. Puede apreciarse que los electrodos

seleccionados en mayor número de ocasiones se corresponden con aquellos situados

cerca de la corteza motora, del área premotora y de aquellas zonas relacionadas con

el control del movimiento voluntario (Ver Caṕıtulo 2).

Figura 4.7: Porcentaje de presencia de cada uno de los electrodos en el subconjunto
óptimo de electrodos seleccionado por el algoritmo genético. Cada sujeto posee un
subconjunto óptimo de electrodos que optimiza la precisión en la decodificación.
Cada una de las ĺıneas de colores representa a un sujeto distinto
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El algoritmo genético evalúa combinaciones de electrodos con el objetivo de en-

contrar un conjunto de electrodos que permita minimizar la función de error. Para

cada sujeto, el algoritmo trata de encontrar un subconjunto óptimo de electrodos

que permita obtener un valor máximo de precisión (DA). El conjunto óptimo de

electrodos que optimiza la precisión (DA) variará de un sujeto a otro. La Figura 4.7

muestra el porcentaje de presencia de cada uno de los electrodos en el subconjunto

óptimo de electrodos seleccionado por el algoritmo genético en cada caso. En esta

figura puede apreciarse que alguno de los electrodos (como es el caso de 7, 24, 26,

35, 39, 42, 44, 45, 48, 49, etc.) forman parte del subconjunto óptimo de electrodos

prácticamente para todos los sujetos. Mientras que otros electrodos (como es el caso

de 10, 11, 19, 20, etc.) no forman parte de ninguno de los subconjuntos de electrodos

que optimizan la precisión en la decodificación.

4.3. Resultados

Los resultados obtenidos confirman las hipótesis expuestas en los primeros caṕıtu-

los de esta tesis doctoral. La precisión obtenida durante el proceso de clasificación de

las señales EEG evidencia que es posibloe obtener altas precisiones en sistemas BCI

utilizando técnicas no invasivas. El análisis detallado de los resultados obtenidos en

términos de precisión en la decodificación, aśı como su relación con la información

decodificada, respaldan estas afirmaciones. Además, para evaluar el grado de mejora

aportado por este estudio, al final de esa sección se realiza una comparativa de los

resultados obtenidos con resultados de otros experimentos similares, analizando y

comparando los valores de precisión (DA) e información decodificada (DI) obtenidos

en un contexto similar. Los resultados de esta comparativa, muestran las bondades

del modelo BCI desarrollado, arrojando unos valores significativamente mayores de

DI y DA que el resto de estudios, incluso en el caso de experimentos basados en

técnicas invasivas.

La Figura 4.8 muestra la precisión (DA) total obtenida tras la clasificación de

las muestras de test y una vez entrenado el algoritmo. La precisión (DA) ha sido

calculada tanto para cada individuo como para la media total de todos los sujetos en

dominio del tiempo. Los vectores de caracteŕısticas utilizados en cada caso represen-
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tan por un lado el fragmento inmediatamente anterior al inicio del movimiento o fase

de planificación del movimiento (200ms antes del inicio del MO), y por otro lado el

fragmento correspondiente a la fase de planificación del movimiento junto con la fase

de movimiento desde el punto central hasta que el sujeto alcanza el objetivo (desde

-200ms hasta 1,2ms alineado al MO). La precisión obtenida con cada uno de los dos

conjuntos de datos y para cada uno de los sujetos puede observarse en la Figura 4.8.

Figura 4.8: Precisión (DA) ( %) obtenida tanto para cada sujeto (S3, S5, S6, S7, S8)
como para el conjunto de todos los sujetos (N=5) (Group). El nivel mı́nimo (chance)
es 12.5 % para ocho objetivos. ‘Plan’ corresponde al periodo de pre-movimiento (-
200ms – MO), mientras que en el caso de “Move” se ha utilizado la longitud completa
del segmento de tiempo (-200 to 1.2 s).

Evaluando el periodo justo anterior al inicio del movimiento, en la Figura 4.8

se desprende que la precisión media para todos los sujetos fue relativamente baja

(21 %). Sin embargo, este porcentaje se encuentra por encima del nivel de oportu-

nidad (12.5 %). Este valor es el resultado de dividir los resultados totales posibles

(100 %) entre el número de clases posibles (8). Si el algoritmo arroja resultados

significativamente superiores al 12.5 %, puede concluirse que las señales analizadas

transportan información útil asociada a cada una de las direcciones del movimiento.

La Figura 4.8 muestra los resultados obtenidos por el clasificador para cada uno

de los sujetos utilizando los datos EEG tanto del periodo de pre-movimiento como



128
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del periodo de movimiento del brazo hacia el objetivo final. La clasificación de los

datos EEG asociados a la longitud completa del segmento de tiempo ha generado

una precisión media del 75 %. Este valor ha sido obtenido teniendo en cuenta el

conjunto de los sujetos analizados. Los mejores resultados tras la clasificación de las

muestras de test han sido los asociados a los sujetos 3, 7 y 8 con una precisión del

81.25 %. El peor resultado ha sido obtenido por el sujeto 4 con un valor de 62.5 %. Los

resultados de precisión están significativamente por encima del nivel de oportunidad

(12.5 %), lo que indica claramente que las señales EEG contienen información útil

para decodificar la dirección del movimiento en el espacio tridimensional.

La evolución de la precisión en función del segmento decodificado también ha sido

objeto de análisis. Para obtener la evolución de la precisión en función del tiempo,

se han clasificado segmentos de distinta duración tomando el total de sujetos. Todos

los intentos de los distintos usuarios tienen la misma duración. Partiendo únicamen-

te del segmento que contiene la información recogida en los instantes anteriores al

inicio del movimiento, se han ido añadiendo fragmentos de tiempo hasta llegar a la

clasificación del segmento completo para el total de muestras. En la Figura 4.9 pue-

de observarse la precisión (DA) como una función de la ventana de tiempo utilizada

para la clasificación. La información sobre el movimiento ejecutado es transportada

por tanto, en varias ventanas de tiempo utilizadas por el decodificador. La preci-

sión (DA) se incrementa con el número de muestras utilizadas para la clasificación,

aunque el periodo de pre-movimiento también contiene información sobre el ”tar-

get”seleccionado según se desprende de los resultados de precisión obtenidos tras la

evaluación del periodo de pre-movimiento.

La figura 4.11 muestra la matriz de confusión obtenida a partir las salidas del cla-

sificador del conjunto de los sujetos. La estructura de la matriz de confusión permite

entender cómo y dónde ocurren tanto los errores en la clasificación como las muestras

clasificadas correctamente [276]. Una matriz de confusión permite visualizar el resul-

tado del proceso de clasificación para algoritmos de aprendizaje supervisado. Cada

columna de la matriz de confusión está asociada al número de predicciones de cada

clase. Por otro lado, cada una de las filas de la matriz representan las clases a las

que la muestra pertenece realmente. En este caso, las columnas indican la etiqueta

real de la clase a la que pertenece la muestra, mientras que las columnas indican la
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Figura 4.9: Evolución de la precisión (DA) utilizando señales EEG filtradas paso
bajo en banda delta (0.5-3Hz) como función de la longitud del fragmento evaluado
(alineado con el inicio del movimiento (MO). El grafico muestra la precisión (DA)
de diferentes fragmentos de tiempo: La precisión obtenida 200ms inmediatamente
antes del movimiento esta indicado en la abcisa como tiempo 0 (MO). Los datos de
precisión posteriores se obtienen tomando el fragmento total desde -200ms hasta el
tiempo indicado en la abcisa, hasta tomar el fragmento completo desde -200ms hasta
1200ms. El nivel mı́nimo (chance) es 12.5 % para 8 targets.

etiqueta asignada por el clasificador tras hacer la predicción. Aśı, cada celda indica

la fracción de muestras de la clase indicada por la columna a la que pertenece, ha

sido clasificada como perteneciente a la clase indicada por la columna en la que se

encuentre dicha celda. Una muestra de datos EEG perteneciente a la dirección 4 ha

sido correctamente clasificada si esta muestra se encuentra situada en el elemento

(4,4) de la matriz de confusión. En consecuencia, sólo las muestras que se encuentran

situadas en la diagonal de la matriz de confusión han sido correctamente clasificadas.

Estas muestras han sido asignadas por el clasificador a la clase a la que efectivamente

pertenećıan. La matriz de confusión (figura 4.11) también aporta información útil

sobre las muestras clasificadas de forma errónea. Las muestras situadas en el ele-

mento (7,2) han sido clasificadas de forma errónea. Los datos EEG de esas muestras

han sido obtenidos durante el desplazamiento del brazo del sujeto hasta el target

número 7, sin embargo el clasificador ha asignado dichas muestras a la dirección 2.

La matriz de confusión es una herramienta útil para comprobar el buen funciona-

miento del clasificador o verificar si el sistema está confundiendo dos clases. En este

caso, la matriz de confusión puede servir como herramienta para la evaluación de los
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Figura 4.10: Configuración del experimento y trayectorias medias realizadas por cada
uno de los sujetos. El artilugio utilizado para marcar el centro y los distintos objetivos
(f) se muestra con el sistema de coordenadas cartesiano utilizado. Las trayectorias
medias recorridas por el dedo de cada sujeto desde el centro al objetivo seleccionado
(ĺınea negra) y las trayectorias individuales para cada intento realizado (ĺınea gris)
se muestran en esta figura para cada sujeto. (a) Sujeto 3, (b) Sujeto 4, (c) Sujeto 6,
(d) Sujeto 7, (e) Sujeto 8
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resultados obtenidos debido a que el número de muestras de entrada al clasificador

es similar para cada una de las clases a clasificar.
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Figura 4.11: Matriz de confusión obtenida. Las celdas de color gris están relacionadas
con la predicción realizada en cada caso (en %). Cada etiqueta en .actualrepresenta la
etiqueta real de las muestras evaluadas por el clasificador, mientras que las etiquetas
en .Outputrepresentan la clase predicha (etiqueta asignada) por el clasificador.

Una cámara colocada frente al sujeto registró las trayectorias del brazo del su-

jeto desde el centro hasta cada uno de los 8 objetivos en el espacio tridimensional

(Figura 4.10f). La información detallada sobre la trayectoria hacia los distintos ob-

jetivos por parte de cada uno de los sujetos permite asegurar que las señales EEG

captadas pertenecen a una trayectoria concreta. La Figura 4.10 Muestra las distintas

trayectorias que han realizado los sujetos hasta cada uno de los targets en el espa-

cio tridimensional. Las trayectorias medias recorridas por el brazo de cada sujeto se

muestran en ĺınea negra mientras que las trayectorias individuales de cada uno de

los intentos se muestran en ĺınea gris.

4.4. Discusión y conclusiones

Para evaluar si los resultados obtenidos por el sistema BCI suponen realmente

un avance significativo, será necesario compararlos con otros estudios similares. Este

movimiento puede ser decodificado a partir de las señales EEG en el mismo gra-

do que ECoG. En este sentido, ECoG esta apoyado por estudios de decodificación
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tridimensionales

Autor Técnica (No de sensores) / No de Targets Precisión

Hammon 2008 [263] EEG (140-150 Electrodos) / 3 Targets 58.9 %
Hammon 2008 [263] EEG (140-150 Electrodos) / 4 Targets 47.3 %
Waldert 2008 [26] EEG (20 Electrodos) / 4 Targets 67 %
Ball 2009 [277] ECoG (112 Electrodos) / 8 Targets 63 %
Lew 2012 [278] EEG (64 Electrodos) / 4 Targets 92 %
JS Woo 2015 [279] EEG / 6 Targets 74 %
B Xia 2015 [280] EEG (11 Electrodos) / 5 Targets (2D) 96 %
Y Li 2010 [44] EEG (32 Electrodos) / 4 Targets 90,75 %
Este estudio EEG (20 Electrodos) / 8 Targets 75 %

Cuadro 4.2: Comparación entre los resultados arrojados por distintos estudios sobre
la decodificación de la señal EEG durante el movimiento de la extremidad superior

basados en potenciales de campo locales de baja frecuencia, también llamados po-

tenciales locales motores (LMP) o potenciales relativos a movimientos (MRP) [277]

[14] [281]. Estas bajas frecuencias son probablemente las que menos atenuación su-

frirán debido al cráneo [282] y podŕıan tener mayores relaciones de señal a ruido que

señales localizadas en bandas de frecuencia más altas. De los resultados obtenidos en

este estudio se desprende una conclusión clara: es viable decodificar las direcciones

del movimiento del brazo en el espacio tridimensional mediante señales EEG. Los

resultados demuestran que es posible obtener altas precisiones en la decodificación

del movimiento utilizando amplitudes variables en el tiempo y aisladas (0.5-3Hz) a

partir de señales EEG obtenidas de forma no invasiva. La precisión (DA) obtenida

es significativamente mayor que otros estudios similares que también han utilizado

señales EEG. En este sentido, cabe destacar que la precisión obtenida en este es-

tudio es comparable a la de aquellos estudios analizados que han utilizado tecnicas

invasivas (Electrocorticograma ECoG) (Ver Tabla 4.2).

Los resultados del presente estudio muestran precisiones (DA) mayores que aque-

llos estudios realizados mediante tecnicas invasivas como ECoG [277], y en los que

también se involucra al usuario para realizar experimentos con 4 y 8 objetivos es-

paciales que debe alcanzar para su posterior decodificación analizando las señales

generadas. Con el objetivo de comparar los resultados expuestos anteriormente con

otros estudios BCI sobre decodificación que han utilizado un número diferente de

objetivos o una tecnica diferente de obtención de las señales cerebrales, se propone



4.4. Discusión y conclusiones 133

Figura 4.12: Comparación de diferentes tecnicas de obtención de señales cerebrales
respecto de DA y DI relativas a la dirección del movimiento para tareas de desplaza-
miento de la mano desde un punto de referencia hasta cualquiera de los N objetivos.
La ĺınea gris refleja la dependencia de DI sobre DA bajo ciertas premisas de simpli-
ficación (Ecuación 2 de [269]) para 3, 4 u 8 objetivos. Śımbolos: Cuadrados abiertos
— [283]; Estrella y triángulo sólido — [277]; circulos — [264] (En la referencia con-
tralateral: Sólo fueron utilizados los sensores sobre el área motora contralateral);
triángulos vaćıos [263]; óvalo vacio – Este estudio (75 % DA). Adaptada y revisada,
Figura 7 de [269]

la utilización del parámetro DI referenciado en secciones anteriores. Para cada uno

de los experimentos se obtiene el valor de DI [26] a partir de DA (ecuación 4.1). Una

vez obtenidos los resultados de DI, se incluyen los resultados obtenidos en el presente

trabajo, para facilitar la comparativa, en la Figura 7 de [269] incluyendo estudios

adicionales. La Figura 4.12 muestra la comparativa de la información decodificada

(DI) para cada uno de los experimentos en función del número de targets y la pre-

cisión (DA) obtenida. Aquellos estudios que se han desarrollado en entornos con 3

o 4 objetivos y han arrojado una alta precisión pueden obtener valores menores en

términos de información decodificada que otros con precisión similar pero cuyo ex-

perimento se ha desarrollado en un entorno de 8 targets. Es evidente que las señales

deben disponer de mayor cantidad de información espacial para diferenciar entre 8
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clases en un entorno tridimensional que para poder clasificar muestras en entornos

de dos dimensiones y 4 clases. La simple comparación de la precisión obtenida en

cada uno de los estudios no es suficiente para verificar que se ha realizado un avance

importante respecto de otros estudios similares. El parámetro DI permite comparar

los distintos estudios de decodificación del movimiento a pesar de que cada uno de

ellos se desarrolle en entornos con distinto número de targets. En este caso, los re-

sultados obtenidos por el presente estudio en términos de información decodificada

(DI), avalan las bondades del sistema BCI diseñado.

Tal y como se desprende de los resultados presentados en este trabajo, y apoyado

por recientes estudios [268], es posible concluir que los sujetos pueden aprender a

utilizar la actividad EEG para controlar el movimiento tridimensional. La mayoŕıa

de estudios basados en grabaciones análogas (LFP o ECOG) se han centrado ge-

neralmente en la identificación de la banda o bandas de frecuencia óptima para la

decodificación basada en la potencia espectral [277] [284] [23] [22]; asumiendo que la

resolución espacial de las frecuencias en banda gamma son cŕıticas para la decodifi-

cación del movimiento. Sin embargo, algunos de los estudios anteriormente citados

han evaluado la posibilidad de realizar la decodificación a partir de potenciales re-

lativos al movimiento (en dominio del tiempo) asi como utilizando las modulaciones

espectrales de amplitud (en dominio de la frecuencia) en muy bajas frecuencias y en

la banda gamma alta. Especificamente, en [277] se reportó una alta precisión en la

decodificación de la dirección del movimiento del brazo basada en la modulación de

amplitud tanto en la banda delta (<2 Hz) como en la banda gamma alta (52–128

Hz), obtieniéndose valores de precisión considerablemente más altos en comparación

con las bandas alpha, beta y banda gamma baja. Otros estudios recientes [285] han

desarrollado modelos BCI similares para el control de un brazo robótico antropo-

morfo en el espacio tridimensional. Sin embargo, la señal cerebral ha sido obtenida

de forma invasiva a través de 96 arrays de microelectrodos, restando versatilidad y

aplicabilidad al sistema fuera del laboratorio.

Desde que algunos autores [286] examinaron la decodificación de la dirección del

movimiento hacia unos objetivos determinados basados en la actividad individual de

una unidad (SUA) y señales LFP, concluyeron que las precisiones decodificadas de

la grabación simultánea de señales SUA y LFP son muy similares. Mientras que la
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información direccional vaŕıa con la frecuencia de LFP, siendo mayor en la banda de

frecuencias baja (0.3 - 4 Hz) y alta (48 - 200 Hz) que en la bandas de frecuencia inter-

medias. Ellos atribuyen la mayor precisión obtenida a la organización espacial de las

señales LFP sobre las áreas de grabación (cortezas primaria motora y premotora).

Ademas, algunos autores [287] mostraron la posibilidad de decodificar el movimiento

de alcance y agarre en tres dimensiones a partir de señales LFP basadas en informa-

ción de las bandas delta y gamma. Teniendo todo esto en cuenta, los estudios EEG,

ECoG y LFP anteriormente mencionados y los resultados mostrados en el presente

trabajo indican que la información sobre la dirección del movimiento esta contenida

tanto en la banda delta como en las frecuencias altas de la banda gamma. En este

sentido, las señales cerebrales obtenidas mediante tecnicas no invasivas como EEG,

pueden ser una fuente de señal conveniente para la decodificación de la intención del

movimiento en aplicaciones BCI
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Caṕıtulo 5

Conclusiones

El verdadero progreso es aquel que pone la

tecnoloǵıa al alcance de todos

Henry Ford

5.1. Logros

El sistema BCI desarrollado en la presente tesis doctoral, utiliza técnicas de se-

lección de caracteristicas y algoritmos de clasificación de la señal EEG. A la vista

de los resultados obtenidos, ha quedado demostrada la viabilidad de decodificar la

intencionalidad del sujeto con una precisión comparable a la obtenida por otros es-

tudios que han utilizado sistemas invasivos. En este sentido, ha quedado demostrado

que es posible obtener altas precisiones en la decodificación de la señal electroence-

falográfica en sistemas BCI. Se han refrendado las teoŕıas desarrolladas respecto de

la señal EEG y las posibilidades futuras del BCI con experimentos que han certifica-

do su validez. Concretamente, este trabajo demuestra la viabilidad de decodificar las

direcciones del movimiento de una extremidad superior hacia ocho objetivos dispues-

tos en el espacio tridimensional. Para el desarrollo de este trabajo se han utilizando

amplitudes variables en el tiempo a partir de señales EEG obtenidas de forma no

invasiva. La precisión obtenida (DA) puede ser comparada tanto con aquellos estu-

dios analizados que han utilizado técnicas invasivas (ECoG) como con aquellos que

han utilizado técnicas no invasivas o EEG (Ver Caṕıtulo 4). Sorprendentemente, los

137
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resultados del presente trabajo muestran precisiones mayores que aquellos estudios

realizados mediante técnicas invasivas como ECoG [277], y en los que también se

involucra al usuario para realizar experimentos con 4 y 8 objetivos espaciales que

debe alcanzar. Es evidente que este trabajo, realizado con técnicas no invasivas, ha

obtenido mejores resultados en términos de precisión que el experimento con técni-

cas invasivas anteriormente mencionado. Todo ello, a pesar de que tal y como se

comentó anteriormente, [277] ha utilizado el doble de electrodos, técnicas invasivas,

una relación señal a ruido mucho mayor y un mismo número de targets distribuidos

en el entorno tridimensional. A lo largo de la presente tesis doctoral se han descrito

distintos casos en los que los sistemas BCI han sido utilizados para controlar dispo-

sitivos externos a través de señales cerebrales. A la vista de los sistemas expuestos

en los primeros caṕıtulos, se aprecia un avance importante tras analizar y comparar

los resultados obtenidos con el modelo BCI no invasivo propuesto en el presente tra-

bajo. Evaluando la amplitud de la señal EEG y utilizando algoritmos genéticos para

la selección de caracteŕısticas, se han obtenido altas precisiones en la decodificación

de la señal. El método de selección de caracteŕısticas ha desechado aquellos canales

que no transportaban información útil, utilizando para la clasificación solo aquellos

que conteńıan información relevante respecto de la tarea ejecutada. Los electrodos

localizados en zonas de la corteza cerebral con funciones relacionadas con el movi-

miento voluntario, han sido los mayoritariamente seleccionados por el algoritmo para

utilizar la señal EEG captada como entrada al algoritmo de clasificación. Este hecho,

junto con las altas tasas de precisión en la decodificación, demuestran que la señal

EEG codifica información relevante respecto de procesos cerebrales relacionados con

el movimiento voluntario.

Aumentar la precisión de los sistemas BCI no invasivos abre un amplio abanico

de posibilidades para desarrollar dispositivos robóticos de asistencia al movimiento.

Se planteó el desarrollo de un nuevo modelo de BCI que permita añadir robustez y

nuevas funcionalidades al modelo propuesto como uno de los objetivos del presente

trabajo. Permitiendo la interacción directa entre GoogleGlass y un dispositivo EEG

para controlar una prótesis robótica, se abren nuevas ĺıneas para el desarrollo de

sistemas robóticos controlados por el usuario a través de las señales cerebrales. Esta

interacción permitirá que los sistemas BCI puedan salir de los laboratorios de inves-
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tigación para ser utilizados en otro tipo de entornos. La conexión entre GoogleGlass

y un dispositivo EEG, junto con el modelo BCI desarrollado en el presente trabajo,

permitirá aumentar las formas de interacción del sujeto con su entorno. Todo ello,

combinado con un modelo BCI no invasivo con altas precisiones de decodificación

en entornos tridimensionales, permitirá eliminar algunas de las barreras que hasta

ahora han impedido un mayor desarrollo de las prótesis robóticas BCI.

5.2. Desarrollos futuros

Algunos autores han propuesto en el pasado esquemas para el control de acciones

en un robot [288] mediante algoritmos de inteligencia artificial en combinación con

información visual. Estos sistemas han estado centrados en el control de la percepción

visual, la percepción táctil y la interacción motora, implementando modelos biológi-

cos en distintos subsistemas. El desarrollo que integra un monitorizador BCI junto

con las GoogleGlass, abre una importante ĺınea futura que, integrada con el modelo

del estudio anterior, puede generar importantes avances en este campo. Este modelo

se sirve de tres elementos fundamentales para interaccionar con el entorno y recabar

información: un cabezal para la entrada de datos visuales, un brazo robótico y un

sistema táctil. La aplicación del modelo desarrollado en esta tesis doctoral, junto con

la implementación del modelo de comunicación entre las GoogleGlass y un sistema

BCI portátil, abre la puerta a la simplificación y mejora del modelo propuesto en

[288].

Figura 5.1: Esquema general de funcionamiento del sistema [288]
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La operación del sistema se realiza en dos fases: En primer lugar se ejecuta una

fase de aprendizaje en la que se calculan los pesos de la red neuronal que realizarán

la transformación entre lo que la máquina percibe (Información sensorial procedente

de la visión por computador y el sensor de presión tactil) y la posición a la que

se debe llevar el brazo robótico. Es lógico que el desplazamiento del brazo robótico

sea una función de las observaciones del sistema, de ah́ı que sea un algoritmo no

supervisado, ya que no se dispone de información a priori sobre una función densidad

de probabilidad acerca de una tarea concreta a realizar por el brazo, todo se basa en

las observaciones. Por tanto, para traducir la información sensorial a movimientos o

posiciones del brazo es necesaria una matriz intermedia de pesos “Z” que es objeto de

calibración y cálculo en esta primera fase del aprendizaje. El cálculo de la matriz de

pesos se realiza mediante el algoritmo LMS (Least Mean Square) ya que la principal

funcionalidad de este algoritmo es el encontrar los coeficientes que permiten obtener

el valor esperado mı́nimo del cuadrado de la señal de error, definida como la diferencia

entre la señal deseada y la señal producida a la salida. Posteriormente tiene lugar

la fase de operación, en la que se ejecutan las tareas propias del sistema en base a

lo ocurrido en la primera, teniendo en cuenta otros condicionantes externos. En esta

fase debe existir una retroalimentación que esté continuamente evaluando el “vector

diferencia” entre la posición actual del brazo y la posición deseada, con la ventaja

adicional de poder demandar una nueva posición del brazo una vez el movimiento

hacia un punto deseado ha comenzado. Esto permite que no se tenga que esperar a

que el brazo llegue al punto demandado para pedir el cambio en la trayectoria, lo cual

añade una prestación importante que confirma la robustez a priori del sistema. En

contra de lo que ocurre en otros sistemas, en la fase de operación es posible también

que los pesos cambien o evolucionen su valor. Tras el proceso de aprendizaje y ya

en la fase de operación es posible hacer que el sistema aprenda nuevas maniobras

utilizando un sencillo sistema cuya filosof́ıa es similar al algoritmo de descenso por

gradiente. Se utiliza un factor µ como parámetro de aprendizaje, en función del cual

el algoritmo se desliza por la superficie de error, hasta obtener los valores óptimos de

los pesos que hacen el error mı́nimo en una determinada situación. Las coordenadas

motoras se obtienen a través de una transformación multiplicando los pesos de la

red neuronal por las coordenadas espaciales, por tanto será posible evaluar el error
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producido entre estos dos valores que debieran ser iguales en condiciones ideales. La

situación de mı́nimo error nos dará el valor de los pesos óptimos.

La Figura 5.1 muestra el esquema general de funcionamiento del sistema de con-

trol desarrollado por [288]. En los últimos años la comunidad cient́ıfica ha trabajado

intensamente para mejorar el diseño y prestaciones de los brazos robóticos antro-

pomorfos [289] [290] [291]. La interacción entre el modelo BCI tridimensional y no

invasivo propuesto en esta tesis, el esquema descrito en la Figura 5.1 y los últimos

avances en el ámbito de la robótica, permiten abrir esta ĺınea de desarrollo, combi-

nando los útimos progresos de cada campo. En el presente caṕıtulo, se propone el

desarrollo de un sistema que posibilite aumentar notablemente las prestaciones de

los sistemas BCI actuales. Introduciendo la posibilidad de su utilización fuera del

laboratorio.

5.3. Nuevo sistema basado en GoogleGlass y BCI

La introducción de innovaciones tecnológicas en campos como la medicina esta

propiciando mejoras que permiten mejorar la eficacia y eficiencia de los procedi-

mientos médicos. Desde el punto de vista asistencial, el desarrollo de la telemedicina

está cambiando la atención médica, el diagnóstico y el seguimiento de personas ma-

yores, dependientes y enfermos. La telemedicina puede ser definida como el uso de las

tecnoloǵıas asociadas a las telecomunicaciones con el objetivo de suministrar infor-

mación y servicios médicos. Aunque esta definición pueda estar fundamentalmente

asociada al uso de tecnoloǵıas asociadas al teléfono, la telemedicina está siendo usa-

da cada vez más como un elemento remoto para la consulta cĺınica. Los gobiernos

están utilizando recursos propios para construir el estado del arte de los sistemas

de telemedicina, en algunos casos con inversiones superiores a los 50 millones de

dólares [292]. Las innovaciones desarrolladas en forma de dispositivos, elementos

robóticos, algoritmos, protocolos de comunicación, etc. son incorporadas al campo

de la medicina como herramientas valiosas con las que aumentar la eficacia y efi-

ciencia de los tratamientos médicos. Con el desarrollo de la neurorehabilitación, las

estrategias de rehabilitación f́ısicas para las extremidades superiores están siendo

aceptadas gradualmente por terapeutas e investigadores del campo de la medicina.
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Estas estrategias incluyen intervenciones intensivas, entrenamiento orientado a ta-

reas y entrenamiento bilateral. Recientemente [293] ha sido posible desarrollar un

dispositivo exo esqueleto para rehabilitación de las extremidades superiores que pue-

de ser utilizado para entrenamiento bilateral. Este dispositivo ha sido evaluado por

terapeutas experimentados durante el diseño del proceso para determinar su poten-

cial en aplicaciones cĺınicas. Los resultados experimentales indican que la resolución

del movimiento es efectiva y que este tipo de movimiento bilateral puede ser imple-

mentado utilizando el dispositivo exo esqueleto desarrollado [293]. Algunos autores

[294], sugieren que después de ciertas intervenciones, la mayoŕıa de los pacientes

que han sufrido derrames cerebrales quedan con una gran limitación en las caracte-

risticas funcionales de la mano. La robótica para rehabilitación ha demostrado ser

una herramienta útil a la hora de mejorar el proceso de rehabilitación y acelerar la

recuperación funcional de la mano. Debido al papel crucial que juega la mano en

las actividades cotidianas de la vida, las terapias relacionadas con la recuperación

funcional de este miembro están incrementándose recientemente. Los resultados ob-

tenidos demuestran que la aplicación de tecnoloǵıa para complementar las labores

de rehabilitación aceleran el proceso de rehabilitación y mejoran la precisión de las

trayectorias que realiza el sujeto, permitiendo al sujeto extender y flexionar sus de-

dos libremente [294]. Los ejemplos descritos, muestran el abanico de posibilidades

generadas cuando los últimos avances tecnológicos se introducen en campos como la

medicina quirúrjica, la restitución del movimiento o las neuroprótesis. En este cam-

po, también se ha incorporado tecnoloǵıa en el campo de la monitorización de las

señales vitales para facilitar el seguimiento, el control y el diagnóstico de los pacien-

tes. Durante los últimos años se han dedicado muchos esfuerzos desde la comunidad

cient́ıfica para el diseño y desarollo de sistemas basados en biosensores que el sujeto

puede llevar puesto a todas horas. Todo ello ha estado motivado por el incremento

de los costes del sistema de salud y por los avances tecnológicos en el campo de la

miniaturización de los biosensores, las prendas inteligentes, la microelectronica y las

comunicaciones inalámbricas. Esta tecnologia puede facilitar el desarrollo de dispo-

sitivos de bajo coste y no invasivos para la monitorización del estado de salud y la

actividad mental del sujeto en cualquier lugar y en cualquier momento. Recientes

estudios [? ] han analizado el estado de las investigaciones de los sistemas de bio-
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sensores para la monitorización de la salud con el objetivo de evaluar el nivel de

madurez de las investigaciones realizadas en los últimos años en este campo. Todos

estos estudios, apuntan hacia un futuro en el que la tecnologia formara parte de

la vida cotidiana del sujeto, permitiendo no solo la monitorización continua de su

estado de salud, sino también facilitando la interacción del sujeto con su entorno a

traves de tecnologia que se lleva puesta. En el futuro, este tipo de sistemas deberán

estar basados en la facilidad de uso, la capacidad para su integración plena en la

vida cotidiana y una gran versatilidad.

5.3.1. Actuadores en sistemas BCI

El campo del Brain Computer Interface también puede verse afectado positi-

vamente por estos desarrollos tecnológicos. La irrupción de nuevos dispositivos y

componentes electrónicos que pueden ser utilizados por un sistema BCI para captar

la señal cerebral, clasificarla, recoger información de su entorno o para interaccionar

con él. Esto puede mejorar la funcionalidad de estos sistemas abriendo nuevas vias

de desarrollo. Llegado este punto, es posible plantearse la posibilidad de combinar el

desarrollo tecnológico descrito anteriormente junto con el modelo BCI desarrollado

en caṕıtulos anteriores. A lo largo del presente caṕıtulo, se propone el desarrollo de

un sistema BCI para monitorización de la actividad cerebral e interacción con el

entorno. A partir de dispositivos desarrollados en los últimos años, se ha diseñado

un modelo de BCI versátil que el sujeto puede llevar puesto en cualquier lugar y

situación.

El desarrollo principal de esta tesis doctoral permite a un sujeto seleccionar un

objeto de entre ocho posibles, situados en un entorno tridimensional. Gracias al desa-

rrollo propuesto, ha sido posible demostrar que, a traves de señales no invasivas, los

sujetos pueden llevar a cabo esa selección con una precisión muy alta, a través de

un dispositivo BCI. Los experimentos desarrollados por sistemas BCI han estado

contextualizados de forma general en un entorno aislado en los laboratorios de in-

vestigación [295] [296] [39]. Sin embargo, cada vez más investigadores trabajan para

tratar de eliminar las limitaciones que impiden a los sistemas BCI salir del laboratorio

para ser incorporados plenamente a la vida cotidiana. La primera de las limitaciones

está relacionada con la utilización de electrodos húmedos tradicionales que acarrean
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Figura 5.2: Esquema del sistema BCI autónomo con electrodo seco para control de
un videojuego de forma inalámbrica [297]

desventajas importantes y no sólo requieren gel conductor, sino también una cierta

preparación previa en la piel del usuario. Para abandonar los laboratorios es funda-

mental disponer de sistemas BCI que incorporen tecnoloǵıa inalámbrica, permitiendo

analizar y procesar la señal captada eliminando las conexiones f́ısicas. Recientes estu-

dios [297] proponen un sistema BCI inalámbrico Figura 5.2 que permite controlar un

videojuego utilizando electrodos secos. Este sistema ha demostrado buenas presta-

ciones en la detección de estados cognitivos en tiempo real y su aplicación al control

BCI. Los buenos resultados arrojados por este estudio confirman la viabilidad de

utilizar de este tipo de dispositivos BCI para interaccionar con el exterior.

Si la incorporación de hardware puede aumentar considerablemente las prestacio-

nes de los sistemas BCI, la introducción de nuevos desarrollos software relacionados

con la realidad aumentada, puede suponer una auténtica revolución en la forma de

operar los sistemas BCI del futuro. Se han dado pasos importantes recientemente

[298], introduciendo un paradigma novedoso de realidad aumentada llamado ”mind-

mirror”. Este sistema permite visualizar lo que está ocurriendo en el cerebro del

sujeto en tiempo real. La actividad cerebral es extráıda y analizada en tiempo real

mientras que el sujeto puede ver un cerebro virtual en una pantalla colocada frente

a él. Esto permite que el usuario pueda aprender progresivamente cómo controlar los
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diferentes estados mentales, gracias a la información que se muestra a través de la

realidad aumentada. Estos desarrollos no sólo pueden ser interesantes desde el punto

de vista neurológico, sino que también podŕıan ser aprovechados en campos como la

educación o el entretenimiento.

A pesar de que en los ejemplos descritos anteriormente se avanza en la auto-

nomı́a de los sistemas BCI, sigue siendo necesario disponer de una computadora con

la que el sistema BCI pueda interactuar. La incorporación de dispositivos inteligen-

tes, realidad aumentada, ’wearablesó tabletas en combinación con el elemento de

monitorización BCI puede aumentar las prestaciones y autonomı́a de los sistemas.

La mejora conjunta de estos elementos, generará nuevos sistemas BCI más robustos,

más versátiles y con mejores prestaciones.

La tecnologia BCI posee evidentes limitaciones para su uso generalizado por parte

del gran público. Los sistemas EEG actuales necesitan un tiempo importante para

su colocación y calibración. Con el paso de los años, las distintas compañ́ıas han

ido desarrollado productos hardware y software que permiten monitorizar y tratar la

señal EEG de forma portatil e inalámbrica como g.MOBIlab+ [299], Emotiv EPOC

[300] o Neurosky MindWAVE [301] . Estos desarrollos constituyen la base de los

sistemas BCI del futuro, incorporando los avances en este campo con los nuevos

dispositivos robóticos de última generación.

La introducción de sistemas auxiliares a los dipositivos BCI existentes permitirán

dotarlos de nuevas funcionalidades, aumentando sus prestaciones de forma exponen-

cial. Hace algunos años que los sistemas BCI son utilizados para interactuar con

videojuegos. Los desarrolladores comenzaron por juegos sencillos como el que se ilus-

tra en la Figura 5.3. Es evidente que esta nueva forma de utilización de los sistemas

BCI abrió una nueva forma de interactuar con el exterior utilizando las señales EEG

del usuario. La comunidad cientifica ha ido perfeccionando este tipo de interacciones

dentro de la industria del videojuego. Uno de los últimos logros puede apreciarse en

la Figura 5.4, en la que un sujeto controla un videojuego de cierta complejidad como

Warcraft a través de un sistema BCI.

Los dispositivos BCI también han sido utilizados como actuadores dentro del

campo de la telefońıa móvil. La Figura 5.5 muestra un ejemplo de las posibilidades

que la introducción de la tecnologia BCI puede ofrecer en la vida diaria a personas con
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Figura 5.3: Ejemplo de uso de un sistema BCI interactuando con el videojuego Ping-
Pong en la versión de dos usuarios

lesiones motoras. Los autores [302] de este estudio proponen el uso de señales EEG

para controlar un teléfono móvil sin esfuerzo, prescindiendo de usar las manos y de

forma silenciosa. Tomando como base los principios de los sistemas BCI que utilizan el

paradigma P300, el dispositivo telefónico va mostrando una secuencia de fotografias

que corresponden a los contactos almacenados en el teléfono. El sujeto selecciona el

contacto deseado a traves de la activación del potencial P300. La actividad cerebral

es captada por el dispositivo EPOC Emotiv y se transmite por tecnoloǵıa inalámbrica

al teléfono donde se ejecuta una aplicación nativa que discrimina las señales P300 del

ruido. Actualmente, la comunidad cient́ıfica trabaja para mejorar estos prototipos y

hacerlos más practicos, robustos y versátiles.

En los últimos años los veh́ıculos aéreos no tripulados están experimentando un

interés creciente por parte de muchos sectores. Los drones están siendo utilizados

en diversos campos con fines muy distintos, desde la captación de fotografias aéreas

hasta el análisis de terrenos cultivados, pasando por aplicaciones militares y de re-

conocimiento. Un dron puede ser utilizado también como un dispositivo a controlar

por un sistema BCI (ver Figura 5.6).

Hay casos en los que el usuario no está completamente impedido y necesita reha-

bilitación para restituir el movimiento en ciertas zonas del cuerpo. Tradicionalmente
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Figura 5.4: Ejemplo de uso de un sistema BCI para controlar la acción durante la
ejecución del videojuego Warcarft

la rehabilitación se ha llevado a cabo en cĺınicas de fisioterapia con personal especia-

lizado. Sin embargo, existe la posibilidad de llevar a cabo la terapia de rehabilitación

asistida a través de un dispositivo BCI. Un elemento robótico fijado adecuadamente

a la zona concreta a rehabilitar permite al sujeto controlar la rehabilitación a través

de sus ondas cerebrales. La Figura 5.7 ilustra la configuración del sistema BCI que

permite el movimiento asistido de ciertos gestos de la mano.

También existe la posibilidad de controlar otros elementos de mayor embergadura

a través de sistemas BCI. Es el caso del sistema de la Figura 5.8 en el que un sujeto

utiliza el sistema BCI para controlar el desplazamiento de una silla de ruedas. Tal

y como se comentó en el Caṕıtulo 1, este sistema resulta especialmente útil para

pacientes con lesiones f́ısicas importantes que tienen en los sistemas BCI la única

alternativa posible para controlar sus movimientos.

En el cine es posible encontrar multitud de ejemplos en los que se aborda, de

forma directa o indirecta, la utilización de sistemas BCI con distintos objetivos.

La comunidad cientifica ha realizado experimentos orientados al control de cuerpos

completos a través del cerebro de un sujeto. La Figura 5.9a ilustra un sistema en

el que a través de las señales cerebrales, el usuario es capaz de controlar una serie

de funciones de un robot antropomorfo completo como si fuera su propio cuerpo.

La peĺıcula Ávatar ilustra un caso evidente de la utilización por parte del cine de

estos sistemas. A través de una cama de control como la de la Figura 5.9b, el cerebro
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Figura 5.5: Un sujeto haciendo uso del sistema Neurophone a traves de EPOC Emotiv
[302]

Figura 5.6: Sistema BCI utilizado para controlar veh́ıculos aéreos no tripulados
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Figura 5.7: Un sujeto hace uso del sistema BCI para controlar una prótesis para
rehabilitación

Figura 5.8: Sistema BCI para controlar el desplazamiento de una silla de ruedas

del usuario toma el control de un sujeto como si de su propio cuerpo se tratase.

La Unión Europea ha financiado en los últimos meses proyectos relacionados con la

telepresencia y el control de avatares. Es el caso del trabajo que se está desarrollando

por parte del Laboratorio de Virtualidad Avanzada (AVL) de Israel dirigido por

Doron Friedman. Los investigadores del AVL sostienen que es posible controlar un

ávatar activando las áreas cerebrales correctas en cada momento. Los componentes

del AVL han profundizado incluso en aspectos emocionales, llegando a preguntarse

por qué las personas siguen teniendo preferencia por encuentros reales, a pesar del

avance de la telefońıa móvil y las videoconferencias. En este sentido, afirman que
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(a) (b)

Figura 5.9: (a) Sistema BCI para el control completo de las funciones de un robot
antropomorfo (b) Extracto de la peĺıcula ’Ávatar’. El sujeto es capaz de controlar
un ávatar a través de una interfaz cerebro-máquina.

algo debe perderse en esa comunicación virtual para que esto ocurra y trabajan

actualmente en una ĺınea que permitiŕıa desarrollar tecnoloǵıa que hiciera sentir a

los interlocutores como si de una reunión en persona se tratase.

Todos estos ejemplos demuestran el potencial que los sistemas BCI pueden des-

plegar cuando se combinan con otros dispositivos complementarios. Lo expuesto an-

teriormente evidencia el esfuerzo de la comunidad cient́ıfica para desarrollar sistemas

BCI que puedan ser utilizados fuera de los laboratorios de investigación. Este es uno

de los retos más importantes a los que se enfrenta esta tecnoloǵıa. La mejora de los

algoritmos de clasificación, el perfeccionamiento de los electrodos de adquisición de

señal y la formulación de nuevos modelos de funcionamiento permitirán desarrollar

una nueva generación de dispositivos BCI con altas precisiones, para su utilización

fuera de los laboratorios.

5.3.2. GoogleGlass como actuador en sistemas BCI

La comunidad médica se esta preparando para un futuro en el que la información

sobre la salud estará disponible de un vistazo. El sistema GoogleGlass (Figura 5.10)

parece un par de gafas sin lentes y posee una pequeña computadora junto con una

camara montada en el interior del marco. Colocado en la esquina superior derecha,

el usuario dispone de una pantalla holográfica que parece flotar frente a él. El usua-

rio interactúa con las GoogleGlass mediante comandos de voz, movimientos de la

cabeza e incluso una barra tactil en uno de los laterales. Este dispositivo puede to-
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Figura 5.10: Dispositivo GoogleGlass utilizado en el presente desarrollo

mar imágenes, realizar video llamadas y permite al usuario realizar búsquedas web

sin utilizar las manos. Las GoogleGlass están siendo probadas para su posible uso

en aplicaciones médicas como formación a distancia, retransmisión de ciruj́ıas para

estudiantes de medicina o revisión de datos de laboratorio sin apartar la vista del

paciente. Algunos profesionales de la medicina han incorporado este dispositivo co-

mo apoyo para la visualización de datos obtenidos desde dispositivos médicos, otros

han utilizado este sistema para permitir a los estudiantes seguir las intervenciones

quirúrjicas desde la perspectiva del cirujano [35].

Estudios recientes [303] afirman que el futuro ha llegado de la mano de este tipo

de dispositivos, entre los que se encuentran las GoogleGlass. Segun los autores, en

poco tiempo, será posible encontrar personas en calles, centros educativos, fiestas,

etc. utilizando este tipo de dispositivos. El análisis en este caso va mas allá de las

consideraciones anteriores en las que este dispositivo era considerado únicamente

como una cómoda cámara con conexión a internet o un display que mostraba infor-

mación de forma confortable. En el citado articulo se diserta sobre la evolución y

caracteristicas de las GoogleGlass asi como de otros dispositivos inteligentes que el

usuario puede llevar puestos.

El 22 de Mayo de 2014, una ciruǵıa realizada en el Royal London Hospital se

convirtió en la primera ciruǵıa retransmitida en directo a través de las GoogleGlass.

El encargado de realizar dicha operación, Shafi Ahmed, declaró posteriormente que

gracias a las GoogleGlass es posible realizar un gran servicio a los futuros cirujanos.

El médico, afirmaba que gracias a este dispositivo es posible introducir a los futuros

médicos en el interior del teatro de operaciones, permitiendo suministrar una forma-
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ción de gran calidad que repercutirá en un futuro con una mejor calidad asistencial.

Las GoogleGlass fueron utilizadas por el médico durante toda la operación, con-

sistente en extirpar tejido canceroso de ciertas partes del paciente. Esta ciruj́ıa fue

seguida por 13.000 estudiantes de medicina de 115 páıses a través de computadoras,

tabletas y teléfonos inteligentes. El sistema permit́ıa que los espectadores pùdieran

plantear cuestiones directamente al cirujano que iban apareciendo en la esquina in-

ferior izquierda del display de las GoogleGlass del cirujano, sin entorpecer el campo

visual del médico. El cirujano pod́ıa responder a las cuestiones planteadas sobre la

marcha de forma verbal, siendo escuchadas por todos los seguidores en tiempo real.

Más del 90 % de los participantes en este experimento se mostraron favorables a que

este tipo de aprendizaje forme parte del proceso de enseñanza. Según el presidente

del Royal London Hospital, este sistema tiene un gran potencial para enseñar a ci-

rujanos de todo el mundo nuevas técnicas quirúrjicas, realizadas por cada uno de los

expertos en cada campo [304]. Las GoogleGlass han sido utilizadas también durante

otras ciruj́ıas relacionadas con el aparato digestivo [305]

Los ejemplos anteriores muestran casos concretos en los que se ha conseguido

vislumbrar el potencial evidente que poseen las GoogleGlass utilizadas en distin-

tos entornos. Este dispositivo ha conseguido revolucionar los ámbitos en los que ha

irrumpido, introduciendo nuevas prestaciones que hasta ahora eran dif́ıciles de ima-

ginar. La integración de las GoogleGlass en un nuevo modelo BCI, generará una

revolución en este campo con mayor alcance que las descritas anteriormente.

5.3.3. EMOTIV EPOC y GoogleGlass

Al contrario de lo que se podŕıa pensar, los dispositivos BCI portátiles no sólo

han sido utilizados como elementos demostrativos, sino que algunos investigadores

también los han utilizado para llevar a cabo investigaciones cĺınicas de forma exitosa.

Recientemente [306] se desarrolló un sistema en el que un paciente con amputación

de uno de sus miembros puede aprender a manipular a intención una prótesis virtual

mediante un sistema BCI. A través de un sistema de realidad aumentada, se consigue

transmitir a los sentidos del sujeto la sensación de que el modelo simulado es parte

de su propio cuerpo, de esta forma se consigue generar un movimiento voluntario y

natural. Para captar las señales electroencefalográficas se utilizó un dispositivo BCI
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comercial, el Emotiv EPOC, un neuroheadset inalámbrico de alta resolución para

la adquisición de señales EEG. Analizando los resultados, puede concluirse que el

sistema de rehabilitación propuesto es relativamente fácil de utilizar por personas

sanas, con tiempos de entrenamiento que rondan los 30 minutos. El desarrollo del

motor de clasificación permitió tener un mayor control sobre los parámetros del pro-

cesamiento y detección de patrones en las señales, donde se obtuvo hasta un 82.1 %

de precisión en la clasificación. Estas señales neuronales detectadas y procesadas,

fueron utilizadas para descifrar la intención de cerrar o abrir un modelo virtual de

una mano que se mostraba al sujeto adherida a su muñón mediante técnicas de reali-

dad aumentada. Este entorno brindaba una retroalimentación visual al sujeto que

contribúıa a reducir neurologicamente el dolor del miembro fantasma.

El nivel de estres de un sujeto también ha sido objeto de medida a través de

un dispositivo BCI portatil [307]. Utilizando un dispositivo NeuroSky Mindset se ha

monitorizado la respuesta emocional de un sujeto durante la ejecución de tareas que

indućıan estres psicológico. Mediante este experimento se ha investigado la posibi-

lidad de medir y categorizar el nivel de estres de los sujetos utilizando dispositivos

de bioseñales sometiendo al sujeto a dos tipos de tests psicológicos. Por un lado se

sometió a 20 sujetos a un test en el que existe un conflicto entre la palabra escrita y

el color en el que esta escrita, conocido como test stroop. Por otro lado, a 17 sujetos

se les sometió al test de las torres de hanoi. Todo ello con el objetivo de examinar

la atención directa y sostenida durante la ejecución de estos tests y su correlación

con el nivel de estrés generado durante la tarea. Los resultados mostraron que para

la mayor parte de sujetos, cuanto menos atención mostraba, menor era su nivel de

estress. En este sentido, el nivel de estres era mayor cuanto mayor nivel de atención

mostraba el sujeto. A medida que el nivel de dificultad de la tarea se incrementaba,

algunos sujetos comenzaban a perder interés y reducir su nivel de atención. Como

concsecuencia de esto, decrecia el nivel de estres.

Otro de los campos analizados para el desarrollo de sistemas BCI ha sido la in-

dustria. En este sentido se ha estudiado la posibilidad de introducir sistemas BCI

para ser utilizado en entornos industriales. Algunos autores [308] han resumido los

progresos recientes desde la perspectiva de la robótica industrial, evaluando los nue-

vos productos comerciales en el campo del BCI. En este estudio se abordan nuevas
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vias para el uso de sistemas BCI presentando potenciales aplicaciones interesantes

para sistemas robóticos industriales.

Se dispone de una cantidad limitada de trabajos relacionados con la conexión

entre los dispositivos de monitorización cerebral y otros dispositivos como teléfonos

inteligentes. A pesar de su gran calidad de señal, son todavia muy caros y poco

versátiles a la hora de utilizarlos fuera del entorno de los laboratorios de investiga-

ción. Sin embargo, otros dispositivos portatiles como EPOC Emotiv o NeuroSky son

más faciles de utilizar, más baratos y estan mas orientados a este tipo de aplicaciones

a pesar de introducir un mayor ruido. Algunos autores [302] afirman que la cone-

xión entre un dispositivo EEG como Emotiv EPOC y un actuador como un teléfono

inteligente no puede despreciarse considerándolo un simple ejercicio de ingenieria.

Precisamente por eso, se considera que este tipo de sistemas constituyen desarrollos

importantes debido a su simplicidad y bajo coste. Ademas, abren nuevas oportuni-

dades y retos en la sensorización cerebral y la seguridad de dichos datos. Monitorizar

de forma inalámbrica los datos cerebrales de un sujeto puede tener ciertos riesgos si

no se hace con las suficientes garant́ıas de seguridad. Hacerlo en una red no segura,

podŕıa dar lugar a que dicha información fuese monitorizada por un tercero y con la

tecnologia adecuada puede reconstruir a partir de la señal cerebral, las intenciones

del usuario. Al margen de consideraciones legales, se abren nuevas posibilidades para

el desarrollo de sistemas BCI más robustos, versátiles y faciles de utilizar fuera del

laboratorio.

Los ejemplos anteriores demuestran la viabilidad de utilizar dispositivos portáti-

les de monitorización como parte de sistemas BCI con un cierto nivel de robus-

tez. Las prestaciones que ofrecen los dispositivos de monitorización de señales EEG

portátiles pueden ser evaluados y comparados en función de diversos parámetros

como su capacidad, portabilidad, resolución, escalabilidad, fiabilidad, muestreo, o

compatibilidad. Comercialmente existen varios tipos de hardware con caracteŕısticas

diferentes, que se ajustan a distintas necesidades y aplicaciones. Entre los más re-

presentativos del mercado se destacan cuatro de ellos debido a su calidad, precio y

popularidad en el campo de la investigación académica: g.BCIsys con g.USBamp de

g.tec (G.tec, 2011) producidos en Austria, EEG Powerlab Data Adquisition System

(ADInstruments, 2012) producido en Nueva Zelanda, Emotiv EPOC EEG (Emotiv,
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Criterios Detalle

Capacidad Cantidad de canales de adquisición
Asequibilidad Precio, distribución local, Promoción
Portabilidad Usabilidad, alámbrico/inalámbrico, tipos de electrodos
Resolución Espacial y el número de bits de la señal de lectura
Muestreo Frecuencia de adquisición, amplificación y filtrado
Compatibilidad Facilidad de integración con distintas plataformas de software
Fiabilidad Marca, garant́ıa, trabajos realizados, referencias
Flexibilidad Tipo de sensores y señales que puede adquirir
Escalabilidad Librerias y funcionalidades que permitan procesar en diferentes eta-

pas las señales, ya sean desde su obtención como señales puras hasta
ya clasificadas

Cuadro 5.1: Definición de los distintos criterios de evaluación a los que se han some-
tido los dispositivos evaluados [306]

Figura 5.11: Comparativa de los resultados obtenidos por cada uno de los sistemas
evaluados [306]

2012) producido en Australia y Neurosky Mindwave (Neurosky, 2012) producido en

Estados Unidos. El Cuadro 5.2 muestra una comparativa de los distintos dispositi-

vos de monitorización disponibles. Se fijan unos criterios de evaluación comunes para

todos los sistemas analizando su capacidad, asequibilidad en el mercado, resolución,

portabilidad, muestreo, compatibilidad, fiabilidad, flexibilidad y escalabilidad.

Las cuatro alternativas se clasificaron con base a estos parámetros, evaluando

cada uno de los parámetros de 0 a 5 puntos como queda reflejado tanto en la Fi-

gura 5.11 como en el Cuadro 5.2. Tras la evaluación, el Emotiv EPOC (Adelson,

2011) ha sido el dispositivo que mejores resultados ha obtenido y por ello ha sido
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Criterios Pesos g.USBamp PowerLab EPOC
Emotiv

Neurosky

Capacidad 10 % 5,0 5,0 4,0 1,0
Asequibilidad 20 % 1,0 1,0 4,0 5,0
Portabilidad 18 % 1,0 1,0 4,5 5,0
Resolución 5 % 5,0 4,5 4,5 5,0
Muestreo 5 % 5,0 4,5 3,5 3,0
Compatibilidad 15 % 4,5 2,0 4,5 5,0
Fiabilidad 10 % 5,0 4,5 5,0 4,5
Flexibilidad 5 % 5,0 5,0 4,0 2,0
Escalabilidad 12 % 5,0 1,0 5,0 5,0

Total Ponderado 100 % 3.41 2.45 4.39 4.25

Cuadro 5.2: Resultado de la evaluación realizada a cada uno de los dispositivos en
función de cada uno de los parámetros del Cuadro 5.2 [306]

clasificado como el dispositivo que mayores prestaciones ofrece.

La evaluación anterior sitúa en una clara posición de ventaja al dispositivo Emotiv

EPOC. Este monitorizador BCI es un neuroheadset inalámbrico de alta resolución

para la adquisición y procesamiento de señales EEG. El registro se realiza a través de

14 canales correspondientes a 14 electrodos secos colocados en la parte superior de

la cabeza de acuerdo al sistema 10-20 de posicionamiento de electrodos para EEG,

ilustrado en la Figura 2.

El dispositivo Emotiv EPOC ha sido utilizado en el pasado por diversos autores de

forma satisfactoria [309] [310] [311]. Algunos autores [309], utilizaron este dispositivo

como base para diseñar un sistema BCI cuyo objetivo era el controlar un robot hu-

manoide utilizando señales obtenidas a partir de los 14 electrodos de Emotiv EPOC.

Los sujetos seleccionan la dirección fijando la mirada en un grupo de LEDs que re-

presenta la dirección deseada. Para detectar la componente frecuencial dominante

se utilizó transformada rápida de fourier (FFT) y modelos gausianos. A partir del

resultado obtenido, el robot recibe una señal de control con la dirección seleccionada

por el usuario a través del sistema BCI. Los resultados experimentales confirman

que el sistema funciona correctamente. La precisión media en la decodificación de la

dirección fue del 75 %, sin necesidad de realizar ningún tipo de entrenamiento previo.

Algunos autores han comparado el funcionamiento de Emotiv EPOC con otros
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sistemas EEG más sofisticados [312], utilizados normalmente en los laboratorios

médicos. En el contexto de un sistema BCI P300 se han evaluado las prestaciones

de Emotiv EPOC frente a las del sistema médico ANT (Advanced Neuro Techno-

logy, ANT, Enschede, The Netherlands). Este sistema EEG, está compuesto por 128

electrodos Ag/AgCl, protegidos del ruido exterior y con el correspondiente amplifi-

cador DC que puede alcanzar tasas de muestreo de 2048 Hz mientras se mantiene la

impedancia por debajo de 20 kΩ gracias al uso de gel para electrodos. Tras compa-

rar ambos sistemas en un mismo contexto, los resultados en terminos de precisión

muestran que Emotiv EPOC puede sustituir a otros sistemas de mayor capacidad

en determinadas aplicaciones en las que un fallo no genera consecuencias graves.

Algunos de los resultados arrojados por este estudio son concluyentes. Globalmente,

los resultados obtenidos por Emotiv EPOC parecen ser ligeramente peores que los

obtenidos por el sistema ANT. En algunos casos, como en condiciones en las que el

sujeto esta sentado o caminando durante la comparación basada en Validación cru-

zada en k segmentos (k-fold cross validation explicada en el Caṕıtulo 3), la diferencia

puede deberse a una mayor relación señal a ruido del sistema médico. En el caso de

los conjuntos de test, la diferencia es debida probablemente a aspectos relacionados

con el contexto P300.

5.4. Modelo combinado BCI - GoogleGlass

En el marco de la presente tesis doctoral se ha desarrollado un sistema comple-

mentario con el descrito en el Caṕıtulo 4, que abre una nueva ĺınea para mejorar los

sistemas BCI utilizados fuera del laboratorio. A través de un desarrollo software es-

pećıfico, ha sido posible comunicar directamente un dispositivo BCI portátil con las

GoogleGlass. Esta comunicación permite el control directo de algunas acciones de las

GoogleGlass a través de las señales EEG del sujeto. Un ejemplo sobre la utilización

real de este sistema puede observarse en la Figura 5.12. La comunicación establecida

entre las GoogleGlass y el sistema Emotiv EPOC, permite al usuario controlar la

cámara de video y hacer fotograf́ıas cuando el usuario cambia sus estados mentales.

El usuario debe concentrarse para que las GoogleGlass realicen una fotograf́ıa en

dicho instante. El sistema también es capaz de detectar otros estados mentales y
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(a) (b)

Figura 5.12: Un sujeto hace uso del desarrollo software que permite controlar algunas
funciones de las GoogleGlass mediante señales cerebrales

grabar v́ıdeo a voluntad del usuario de distintas duraciones. La comunicación que

se establece entre las GoogleGlass y el sistema BCI no sólo permite controlar las

GoogleGlass mediante señales EEG, sino que también es posible utilizar este canal

para otras funciones complementarias.

Combinando este desarrollo junto con el anteriormente mencionado [288], se abre

una ĺınea de desarrollo futuro con la que sacar los sistemas BCI de los laboratorios.

El sistema propuesto está basado en incorporar al modelo de la Figura 5.1 un sis-

tema BCI portátil, que esté apoyado por sistemas de realidad aumentada a traves

de GoogleGlass. Para conseguir la utilización de este sistema como prótesis robótica

que permita restituir parcialmente el movimiento de una persona impedida, es nece-

sario aumentar las funcionalidades y mejorar la capacidad de selección del objetivo

deseado por el usuario de entre varias posibilidades. La combinación entre el siste-

ma [288] y el modelo desarrollado en la presente tesis, abre una ĺınea futura para

el desarrollo de nuevas protesis robóticas inteligentes. El perfeccionamiento de este

modelo, abre la puertra a una nueva generación de neuroprótesis basadas en BCI,

realidad aumentada, visión artificial y robótica inteligente.

En la presente tesis doctoral se plantea un nuevo modelo de BCI que incorpore

las posibidades que ofrecen las GoogleGlass para interaccionar con el entorno. Las

neuroprótesis actuales poseen ciertas limitaciones para interactuar con el entorno con

cierta precisión. Desarrollar un modelo BCI completo integrando a las GoogleGlass,

permitiŕıa superar muchas de las limitaciones que impiden su utilización fuera de

los laboratorios. Los resultados obtenidos en la presente tesis doctoral no hacen sino

confirmar el margen de mejora que todav́ıa existe para mejorar la precisión de los
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Figura 5.13: Modelo de neuroprótesis propuesto utilizando GoogleGlass, realidad
aumentada y el sistema EMOTIV Epoc

sistemas BCI no invasivos a partir de señales EEG obtenidas en entornos tridimensio-

nales. La comunicación establecida en la presente tesis doctoral entre las GoogleGlass

y un sistemas BCI portátil, permitirá desarrollar modelos como el descrito en la Fi-

gura 5.13. Para aumentar la robustez del sistema, se propone la incorporación de un

sistema de realidad aumentada basado en desarrollos probados y publicados en la

literatura cient́ıfica [306]. Incorporar realidad aumentada al sistema permitirá que

las GoogleGlass reconozcan mejor los distintos elementos que forman parte del en-

torno del sujeto. El reconocimiento de los targets y la identificación de los elementos

robóticos del sistema se facilita mediante la utilización de la realidad aumentada. El

display de las GoogleGlass mostrará al usuario distintos targets para que este pueda

seleccionar uno de ellos mediante la actividad EEG. Una vez seleccionado el target,

el control del movimiento hasta el Target se realiza siguiendo el flujograma de la

Figura 5.13.

En este trabajo se han abierto ĺıneas importantes para el desarrollo futuro de

los sistemas BCI. La alta precisión obtenida en entornos tridimensionales abre la

posibilidad a seguir mejorando estos sistemas BCI no invasivos para obtener valores

mayores de información decodificada. El modelo de neuroprótesis propuesto utilizan-

do GoogleGlass, realidad aumentada y el sistema EMOTIV Epoc (Figura 5.13 abre

una nueva ĺınea de actuación para mejorar las prestaciones y la usabilidad de los

sistemas BCI. El desarrollo futuro de los sistemas BCI debe pasar por el aumento de

la información decodificada (DI) y por la integración de nuevos dispositivos al mo-

delo BCI, que permitan aumentar la independencia entre el laboratorio y el sistema
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robótico.
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versität Berlin, 2011.

[29] Lin He, Youpan Hu, Yuanqing Li, and Daoli Li. Channel selection by rayleigh

coefficient maximization based genetic algorithm for classifying single-trial mo-

tor imagery eeg. Neurocomputing, 121:423–433, 2013.

[30] Gerwin Schalk, Dennis J McFarland, Thilo Hinterberger, Niels Birbaumer,

and Jonathan R Wolpaw. Bci2000: a general-purpose brain-computer interface



Bibliograf́ıa 165

(bci) system. Biomedical Engineering, IEEE Transactions on, 51(6):1034–1043,

2004.

[31] Gert Pfurtscheller, Christa Neuper, Gernot R Müller, Bernhard Obermaier,
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[179] Cristina Garćıa Cambronero and Irene Gómez Moreno. Algoritmos de apren-

dizaje: knn & kmeans. Intelgencia en Redes de Comunicación, Universidad

Carlos III de Madrid, 2006.



182 Bibliograf́ıa

[180] K Muller, Charles W Anderson, and Gary E Birch. Linear and nonlinear met-

hods for brain-computer interfaces. Neural Systems and Rehabilitation Engi-

neering, IEEE Transactions on, 11(2):165–169, 2003.

[181] R Fisher. Linear discriminant analysis. Ann. Eugenics, 7:179, 1936.

[182] Katerine Dı́az Chito et al. Algunas extensiones del método de vectores comunes

discriminantes para la clasificación de imágenes. 2011.
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spontaneous eeg activity. IEEE Transactions on Neural Systems and Rehabi-

litation Engineering, 11(4):422–426, 2003.

[230] Silvia Chiappa, Nicolas Donckers, Samy Bengio, and Frédéric Vrins. Hmm and

iohmm modeling of eeg rhythms for asynchronous bci systems. In ESANN,

pages 193–204, 2004.

[231] Yoshua Bengio and Paolo Frasconi. An input output hmm architecture. Ad-

vances in neural information processing systems, pages 427–434, 1995.

[232] Bernhard Obermaier, Christoph Guger, Christa Neuper, and Gert Pfurtsche-

ller. Hidden markov models for online classification of single trial eeg data.

Pattern recognition letters, 22(12):1299–1309, 2001.

[233] Bernard W Silverman and M Christopher Jones. E. fix and jl hodges (1951):

An important contribution to nonparametric discriminant analysis and density

estimation: Commentary on fix and hodges (1951). International Statistical

Review/Revue Internationale de Statistique, pages 233–238, 1989.

[234] Toyofumi Saito and Jun-Ichiro Toriwaki. New algorithms for euclidean distance

transformation of an n-dimensional digitized picture with applications. Pattern

recognition, 27(11):1551–1565, 1994.

[235]

[236] Nele Verbiest, Chris Cornelis, and Francisco Herrera. Selección de prototipos

basada en conjuntos rugosos difusos. In Proceedings of XVI Congreso espanol

sobre Tecnologıas y Lógica (ESTYLF2012), pages 638–643, 2012.



188 Bibliograf́ıa

[237] Akram Saleh Mousa AlSukker. An Improved EEG Pattern Classification Sys-

tem Based on Dimensionality Reduction and Classifier Fusion. PhD thesis,

University of Technology, Sydney, 2012.

[238] Guido Dornhege, Matthias Krauledat, Klaus-Robert Muller, and Benjamin

Blankertz. 13 general signal processing and machine learning tools for bci

analysis. Toward Brain-Computer Interfacing, page 207, 2007.

[239] Piotr Indyk and Rajeev Motwani. Approximate nearest neighbors: towards

removing the curse of dimensionality. In Proceedings of the thirtieth annual

ACM symposium on Theory of computing, pages 604–613. ACM, 1998.

[240] Zexuan Zhu, Sen Jia, and Zhen Ji. Towards a memetic feature selection para-

digm [application notes]. Computational Intelligence Magazine, IEEE, 5(2):41–

53, 2010.

[241] E Yorn-Tov and GF Inbar. Selection of relevant features for classification of

movements from single movement-related potentials using a genetic algorithm.

In Engineering in Medicine and Biology Society, 2001. Proceedings of the 23rd

Annual International Conference of the IEEE, volume 2, pages 1364–1366.

IEEE, 2001.

[242] Mark JL Orr. Regularization in the selection of radial basis function centers.

Neural computation, 7(3):606–623, 1995.

[243] F Nijboer, BZ Allison, S Dunne, D Plass-Oude Bos, A Nijholt, and P Haselager.

A preliminary survey on the perception of marketability of brain-computer

interfaces and initial development of a repository of bci companies. 2011.

[244] Benjamin Blankertz, K Muller, Gabriel Curio, Theresa M Vaughan, Gerwin

Schalk, Jonathan R Wolpaw, Alois Schlogl, Christa Neuper, Gert Pfurtscheller,

Thilo Hinterberger, et al. The bci competition 2003: progress and perspectives

in detection and discrimination of eeg single trials. Biomedical Engineering,

IEEE Transactions on, 51(6):1044–1051, 2004.

[245] Amir Ahangi, Mehdi Karamnejad, Nima Mohammadi, Reza Ebrahimpour, and

Nasoor Bagheri. Multiple classifier system for eeg signal classification with



Bibliograf́ıa 189

application to brain–computer interfaces. Neural Computing and Applications,

23(5):1319–1327, 2013.

[246] Alain Rakotomamonjy and Vincent Guigue. Bci competition iii: dataset ii-

ensemble of svms for bci p300 speller. Biomedical Engineering, IEEE Transac-

tions on, 55(3):1147–1154, 2008.

[247] Thomas Weise. Global Optimization Algorithms - Theory and Application. Self-

Published, second edition, June 26, 2009. Online available at http://www.it-

weise.de/.

[248] Lawrence Davis et al. Handbook of genetic algorithms, volume 115. Van Nos-

trand Reinhold New York, 1991.

[249] Christopher R Houck, Jeff Joines, and Michael G Kay. A genetic algorithm for

function optimization: a matlab implementation. NCSU-IE TR, 95(09), 1995.

[250] John J Grefenstette et al. Genetic algorithms for changing environments. In

PPSN, volume 2, pages 137–144, 1992.

[251] John H Holland. Outline for a logical theory of adaptive systems. Journal of

the ACM (JACM), 9(3):297–314, 1962.

[252] John H Holland. Adaptation in natural and artificial systems: An introduc-

tory analysis with applications to biology, control, and artificial intelligence. U

Michigan Press, 1975.

[253] Jihoon Yang and Vasant Honavar. Feature subset selection using a genetic

algorithm. In Feature extraction, construction and selection, pages 117–136.

Springer, 1998.
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tection of self-paced reaching movement intention from eeg signals. Front.

Neuroeng, 5(13), 2012.

[279] Jeong-Seok Woo, Klaus-Robert Muller, and Seong-Whan Lee. Classifying di-

rections in continuous arm movement from eeg signals. In Brain-Computer In-

terface (BCI), 2015 3rd International Winter Conference on, pages 1–2. IEEE,

2015.

[280] Bin Xia, Oladazimi Maysam, Sandra Veser, Lei Cao, Jie Li, Jie Jia, Hong

Xie, and Niels Birbaumer. A combination strategy based brain–computer in-

terface for two-dimensional movement control. Journal of neural engineering,

12(4):046021, 2015.

[281] Soumyadipta Acharya, Matthew S Fifer, Heather L Benz, Nathan E Crone, and

Nitish V Thakor. Electrocorticographic amplitude predicts finger positions

during slow grasping motions of the hand. Journal of neural engineering,

7(4):046002, 2010.



Bibliograf́ıa 193

[282] Bradley Voytek, Lavi Secundo, Aurelie Bidet-Caulet, Donatella Scabini, Shir-

ley I Stiver, Alisa D Gean, Geoffrey T Manley, and Robert T Knight. Hemicra-

niectomy: a new model for human electrophysiology with high spatio-temporal

resolution. Journal of cognitive neuroscience, 22(11):2491–2502, 2010.

[283] Carsten Mehring, Jörn Rickert, Eilon Vaadia, Simone Cardoso de Oliveira,

Ad Aertsen, and Stefan Rotter. Inference of hand movements from local field

potentials in monkey motor cortex. Nature neuroscience, 6(12):1253–1254,

2003.

[284] Eric C Leuthardt, Kai J Miller, Gerwin Schalk, Rajesh PN Rao, and Jeffrey G

Ojemann. Electrocorticography-based brain computer interface-the seattle ex-

perience. Neural Systems and Rehabilitation Engineering, IEEE Transactions

on, 14(2):194–198, 2006.

[285] Leigh R Hochberg, Daniel Bacher, Beata Jarosiewicz, Nicolas Y Masse, John D

Simeral, Joern Vogel, Sami Haddadin, Jie Liu, Sydney S Cash, Patrick van der

Smagt, et al. Reach and grasp by people with tetraplegia using a neurally

controlled robotic arm. Nature, 485(7398):372–375, 2012.

[286] Nuri F Ince, Rahul Gupta, Sami Arica, Ahmed H Tewfik, James Ashe, and

Giuseppe Pellizzer. High accuracy decoding of movement target direction in

non-human primates based on common spatial patterns of local field potentials.

PLoS One, 5(12):e14384, 2010.

[287] Jun Zhuang, Wilson Truccolo, Carlos Vargas-Irwin, and John P Donoghue. De-

coding 3-d reach and grasp kinematics from high-frequency local field potentials

in primate primary motor cortex. Biomedical Engineering, IEEE Transactions

on, 57(7):1774–1784, 2010.

[288] Juan L Pedreño-Molina, Antonio Guerrero-González, Oscar A Florez-Giraldo,
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